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Prefazione 

Il vino è la bevanda alcolica più apprezzata e consumata al mondo: fin dall’antichità è sinonimo 

di festività, ebbrezza e convivialità, ed è intimamente legato alla cultura popolare. 

In Italia, la produzione di vino rappresenta, ancora oggi, uno dei settori più importanti 

dell’economia nazionale, biglietto da visita del bel paese nel mondo. Il successo del prodotto 

italiano, oltre che dal clima, dalla qualità delle uve e dal territorio, dipende anche dal peculiare 

controllo che viene svolto durante l’intera filiera produttiva. Questa attenta verifica della qualità 

del prodotto si declina in tutta una serie di analisi chimiche, microbiologiche e sensoriali che 

vengono realizzate da laboratori di analisi specializzati.  

Il punto di riferimento delle analisi chimiche in campo vitivinicolo in Italia è rappresentato dal 

laboratorio di analisi chimiche ISVEA srl (Istituto per lo Sviluppo Viticolo Enologico e 

Agroindustriale), fondato nel 1997 a Poggibonsi (Siena, Toscana, Italia), che da circa 20 anni si 

impone come leader per analisi e servizi enologici a livello nazionale ed internazionale. 

Ogni anno, ISVEA analizza oltre 100.000 campioni di mosto e vino in fermentazione. Le analisi 

di processo, che prevedono il controllo di sostanze contestuali alle fermentazioni come solforose, 

zuccheri, etanolo, acidi organici, ecc., permettono ai produttori di seguire e controllare 

meticolosamente il processo di evoluzione del mosto in vino. La determinazione dei differenti 

parametri enologici viene eseguita secondo metodi di riferimento di analisi (metodi OIV – 

Organizzazione Internazionale della Vigna e del Vino o metodi analoghi). Questi metodi si basano, 

tuttavia, su tecniche analitiche distruttive, costose e dispendiose in termini di tempo. In molte 

situazioni, ciò rappresenta un serio limite per la moderna industria del vino e per i laboratori di 

analisi specializzati che necessitano di fornire un risultato affidabile in tempi brevi. 

L’ambizioso progetto descritto in questo manoscritto cerca di risolvere molte delle 

problematiche legate all’analisi chimica dei più importanti parametri di interesse enologico 

attraverso un nuovo metodo analitico basato su una tecnica semplice, rapida, non distruttiva e 

non inquinante, come la spettroscopia nel medio infrarosso (MIR).  

 La spettroscopia MIR è stata individuata come tecnica idonea allo scopo in quanto permette 

di svolgere analisi in modo rapido ed efficiente. La semplicità della tecnica ne consente l’utilizzo 

anche da parte di personale non esperto ed è quindi indicata non solo per i laboratori di analisi, 

ma anche per piccole, medie e grandi aziende vitivinicole, dove un enologo o un cantiniere può 

gestire in autonomia la strumentazione. 
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Nel MIR sono contenute una grande quantità di informazioni che possono essere utilizzate per 

determinare, in modo simultaneo, la concentrazione di diverse molecole e parametri di interesse 

enologico. Per estrapolare le informazioni contenute in uno spettro MIR e quantificare 

correttamente i parametri di interesse enologico, sono necessarie tecniche di analisi statistica 

multivariata, conosciute anche con il nome di tecniche chemiometriche. La chemiometria è una 

disciplina nata per risolvere problemi di natura multivariata e permette di estrapolare 

l’informazione utile dal dato in cui è presente rumore e informazione ridondante.  

Grazie alla collaborazione tra ISVEA, Università di Siena e Gruppo di Chemiometra 

dell’Università di Genova, che rappresenta un punto di riferimento della chimica analitica italiana, 

è stato possibile definire e ottimizzare la procedura di costruzione e validazione di modelli 

predittivi per la determinazione rapida di parametri enologici in mosto, vino e vino passito. 

I risultati ottenuti sul vino passito sono stati pubblicati nell’articolo scientifico «Prediction of 

quality parameter in straw wine by means of FT-IR spectroscopy combined with multivariate data 

processing» (Croce et al., Food Chemistry, 305, 2020) che rappresenta il primo tentativo di 

combinare la spettroscopia MIR con l’elaborazione statistica multivariata per la determinazione 

del grado alcolico, zuccheri totali e acidità totale nel vino passito.  

La procedura sviluppata è stata testata direttamente sul campo, attraverso l’installazione di 

interferometri infrarossi in un laboratorio di analisi in provincia di Lecce e in due aziende 

vitivinicole toscane. In particolar modo è stata verificata la robustezza del metodo analitico e la 

semplicità di utilizzo di strumento e software di analisi anche da parte di operatori non esperti. 

A tal proposito, per mantenere il controllo sul processo analitico, è stata creata un’apposita 

piattaforma online dove sono stati archiviati i modelli chemiometrici per la predizione dei 

seguenti parametri enologici: titolo alcolometrico volumico, zuccheri totali, acidità volatile e 

totale, pH, acido malico e acido lattico. Il cliente (aziende vitivinicole, laboratori di analisi ecc.) 

potrà tempestivamente ottenere il risultato dell’analisi una volta che avrà caricato in cloud lo 

spettro infrarosso del campione analizzato dove verrà processato da specifiche equazioni 

matematiche. ISVEA sarà così in grado di fornire un servizio analitico senza dover analizzare 

chimicamente il campione ma controllando via remoto la corretta esecuzione dell’analisi e il 

numero di campioni processati dai propri clienti.  

L’analisi in remoto apre la strada ad una nuova modalità di gestione e controllo di analisi 

chimiche e rappresenta un traguardo importante per il mondo della chimica analitica. 

La tesi è stata redatta in modo tale da fornire le preliminari conoscenze sul mondo del vino e 

sui principali problemi dell’analisi chimica enologica (Introduzione). Il Capitolo 2 è dedicato alla 

spettroscopia infrarossa, mentre nel Capitolo 3 vengono discusse le principali tecniche 

chemiometriche utilizzate per lo sviluppo del metodo analitico, con particolare riferimento 
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all’Analisi delle Componenti Principali (PCA), ai metodi di pretrattamento spettrale, agli Algoritmi 

Genetici (GA) e al metodo di regressione ai minimi quadrati parziali (PLSR). 

Tutte le informazioni relative ai metodi di riferimento di analisi e all’interferometro infrarosso 

sono descritte nel Capitolo 4. 

Il Capitolo 5 è invece dedicato allo sviluppo e validazione dei modelli predittivi utilizzati per la 

determinazione dei parametri enologici sopra citati. 

Nel Capitolo 6 vengono discusse le modalità di costruzione e consultazione di carte di controllo 

multivariate grazie alle quali è possibile monitorare il corretto funzionamento della 

strumentazione nel tempo. 

Nel capitolo conclusivo (Capitolo 7) vengono infine discusse le attività svolte nell’applicazione 

in campo della procedura analitica con alcune interessanti considerazioni conclusive. 
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1.1. Collaborazioni di ricerca 

1.1.1. ISVEA – Istituto per la Sviluppo Viticolo Enologico e 

Agroindustriale 

Il laboratorio di analisi chimiche ISVEA srl (Istituto per lo Sviluppo Viticolo Enologico e 

Agroindustriale), fondato nel 1997 con sede a Poggibonsi (Siena, Toscana, Italia), da circa 20 anni 

si impone come leader per analisi e servizi enologici. Con una potenzialità produttiva annua di 

oltre 100.000 campioni analizzati è uno dei più importanti centri di analisi chimiche nazionali ed 

internazionali. 

Le principali matrici analizzate riguardano la filiera vitivinicola con riferimento ai prodotti 

enologici (uve, mosti, mosti in fermentazioni, vini finiti ecc.), alle chiusure (ad es. analisi chimiche 

e sensoriali dei tappi di sughero), agli ambienti in cantina, alle acque e ai suoli. I controlli si 

estendono anche a matrici associate e/o complementari come: bevande spiritose, aceti, birre, oli 

di oliva, cereali e altri prodotti agroalimentari.  

ISVEA è inoltre attiva nelle analisi di controllo igienico su alimenti e superfici di lavoro (sistema 

di analisi dei pericoli e punti di controllo critico o HACCP). 

Il settore analitico dedicato all’enologia ha il suo punto di forza in un laboratorio 

all’avanguardia accreditato ACCREDIA. Nell’ambito delle analisi enologiche routinarie, grazie 

all’utilizzo di strumentazione specializzata dedicata alle singole metodiche, ISVEA è in grado di 

assicurare la refertazione dei dati nell’arco delle 24 ore. Le analisi di processo prevedono il 

controllo di sostanze contestuali alle fermentazioni come solforose, zuccheri, etanolo, acidità ed 

acidi organici, colore, polifenoli ecc. che sono parametri fondamentali attraverso i quali i 

produttori di vino possono seguire e controllare meticolosamente il processo di evoluzione del 

mosto in vino.  

Il laboratorio si è inoltre dotato delle più avanzata strumentazione per l’analisi di metalli 

pesanti (ICP-MS, ICP-AES, FAAS e GFAAS), fitofarmaci, ocratossine, ftalati, antibiotici, ammine 

biogene e sostanze aromatiche (HPLC-HRMS, HRGC-MS-MS ecc.). In questo modo ISVEA è in 

grado di fornire un servizio analitico completo capace di rispondere alle diverse esigenze dei 

propri clienti. 

Il successo di ISVEA non risiede solo nella celerità di esecuzione del servizio analitico, ma anche 

nell’affidabilità con cui produce il risultato dell’analisi attraverso un rigoroso e preciso protocollo 
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che si rinnova quotidianamente, mantenendo comunque quella flessibilità che è necessaria per 

reagire ad imprevisti ed urgenze. Chiaramente tutto questo non sarebbe possibile senza la 

presenza di operatori esperti il cui ruolo è stato di fondamentale importanza anche nello sviluppo 

di questo progetto di ricerca. Infatti, direttamente o indirettamente, quasi tutto il personale 

tecnico (circa 30 persone) ha contribuito al lavoro descritto in seguito.  

Quando un’azienda si prefigge l’obiettivo di diventare leader nel settore delle analisi chimiche 

in campo vitivinicolo è molto importante saper gestire le “grandi quantità”. Nel periodo 

vendemmiale vengono analizzati oltre mille campioni al giorno che devono essere smaltiti 

velocemente per consentire l’analisi dei campioni che arriveranno il giorno seguente. Per ognuno 

di questi vengono schedate analisi molteplici che coinvolgono personale e strumentazione 

diversa.  

Tutte le informazioni relative ai campioni (nome, cliente, tipo e numero di analisi, vitigno, 

annata, trattamenti, denominazione di origine o indicazione geografica ecc.) vengono quindi 

salvate in un’estesa banca dati gestita da un software specifico (LIMS - Laboratory Information 

Management System) dove si tiene traccia di tutte le analisi svolte durante l’anno. Mediante 

questo software si tiene inoltre sotto controllo la strumentazione del laboratorio, i materiali di 

supporto, e i rapporti con le controparti principali del business: clienti, fornitori, collaboratori.  

Considerando che ogni anno vengono analizzati circa centomila campioni, si stima che oltre 

2.000.000 di informazioni vengono archiviate ogni anno all’interno della banca dati di ISVEA. Tutte 

queste informazioni rappresentano un bagaglio di conoscenze grazie al quale ISVEA è in grado di 

fornire un servizio analitico e di consulenza esclusivo.   

Le principali tipologie di clienti che si rivolgono a ISVEA sono aziende del settore vitivinicolo e 

agroalimentare impegnate anche nella produzione e commercializzazione di bevande spiritose, 

liquori e aceti.  

Altri importanti clienti sono rappresentati da enti pubblici territoriali, laboratori di analisi, 

organismi di controllo e certificazione, professionisti e consulenti e aziende del settore dei 

prodotti e delle attrezzature per enologia, la viticoltura e l’industria delle bevande.  

Il laboratorio si impone così come uno dei più importanti punti di riferimento a livello nazionale 

ed internazionale vantando collaborazioni con le più prestigiose aziende vitivinicole italiane e 

straniere e con le Università degli studi di Siena, Genova, Firenze, Udine e l’Università della Tuscia. 

Grazie alle più moderne e avanzate strumentazioni di analisi chimica e a personale addestrato 

per l’analisi sensoriale, ISVEA riveste un ruolo centrale nel supporto e gestione di programmi di 

ricerca, piani sperimentali e progetti di innovazione di processo e di prodotto.  

Attualmente è impegnata nello sviluppo dei progetti VINTEGRO e WISHELI (per ulteriori 

informazioni si rimanda ai seguenti siti internet http://www.vintegro.eu, http://wisheli.it/).  

http://www.vintegro.eu/
http://wisheli.it/
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Nel progetto VINTEGRO viene affrontato il problema dell’instabilità del vino in bottiglia in cui 

si cerca di far luce sui fenomeni che sono causa di precipitazione e intorbidamenti indesiderati 

che condizionano la qualità del prodotto.  

Il progetto WISHELI “Wine Shelf-Life” è invece focalizzato sullo studio e la comprensione 

dell’invecchiamento precoce dei vini, che determina una serie di impatti negativi, riassumibili in 

perdita di competitività e di valore aggiunto.  

Fra i più interessanti progetti in cui ISVEA ricopre un ruolo centrale di sviluppo troviamo la 

“Remote Wine Analysis” (RWA) progetto internazionale inserito nel programma europeo Iof2020 

“Internet of Food and Farm 2020”, che ha tra gli obiettivi la gestione in remoto di analisi eseguite 

mediante spettroscopia infrarossa per la determinazione di fondamentali parametri compositivi 

di mosti e vini.   

Proprio su questo progetto si fonda il lavoro di ricerca discusso nel presente manoscritto. 

Come vedremo è stata individuata una procedura analitica innovativa che permette di risolvere 

molte delle problematiche legate al mondo delle analisi chimiche in campo vitivinicolo. 

I modelli predittivi che sono alla base del metodo analitico proposto sono stati sviluppati 

secondo l’approccio della statistica multivariata o chemiometria.  

Grazie alla collaborazione di ISVEA con il Gruppo di Chemiometria dell’Università degli Studi di 

Genova è stato possibile approfondire la conoscenza della chemiometria e applicare l’approccio 

multivariato al mondo del vino. 

1.1.2. Gruppo di Chimica Analitica e Chemiometria dell’Università 

degli Studi di Genova 

Fin dalla sua nascita (metà degli anni ’70) il Gruppo di Chemiometria si è preposto l’obiettivo 

di promuovere la conoscenza, l’educazione, l’applicazione e l’implementazione di nuovi metodi 

per il trattamento statistico dei dati analitici con il fine ultimo di stimolare la partecipazione alle 

attività della comunità chemiometrica internazionale. Il Gruppo di Chemiometria organizza ogni 

anno scuole e convegni che vedono la partecipazione di lavoratori e studenti con background ed 

esperienze diverse. 

Nel corso dei primi due anni di dottorato è stato possibile partecipare alla “Scuola di Analisi 

Multivariata” (presso il Dipartimento di Farmacia DIFAR-UNIGE, Settembre 2018, Genova), alla 

“Winter School di Spettroscopia e Chemiometria” organizzata dalla società di spettroscopia NIR 

Italia – SISNIR (presso la facoltà di Scienze Agrarie e Alimentari dell’Università degli Studi di 

Milano, Dicembre 2019, Milano), e al “Workshop del Gruppo di Chemiometria” (presso la sede di 

Confindustria di Bergamo, 25-27 Febbraio 2019).  
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Proprio durante questi incontri è stato possibile approfondire, con i ricercatori del gruppo di 

Chemiometria dell’Università di Genova, il progetto discusso in questo lavoro di tesi. Fin dall’inizio 

è stato chiaro come una collaborazione tra i gruppi di ricerca dell’Università di Siena, di Genova e 

ISVEA poteva essere molto proficua per lo sviluppo di un nuovo metodo analitico e per 

approfondire le nozioni chemiometriche necessarie per il raggiungimento degli obiettivi preposti.  

Il successo di questa cooperazione è dovuto alla perfetta combinazione dei due rami della 

chimica analitica: se da un lato ISVEA è in grado di avvalersi della più moderna strumentazione di 

analisi e di una grande quantità e varietà di campioni, dall’altro ci sono le competenze necessarie 

per lo sviluppo di modelli predittivi robusti e affidabili e per razionalizzare i risultati ottenuti.  

Questa collaborazione ha permesso di ottimizzare la procedura e la validazione di un metodo 

analitico per la determinazione rapida di parametri enologici di maggior interesse in mosti, vini e 

vini passito. 

In particolare, i risultati ottenuti sul vino passito sono stati pubblicati nell’articolo scientifico 

“Prediction of quality parameter in straw wine by means of FT-IR spectroscopy combined with 

multivariate data processing”(Croce et al., 2020), che rappresenta il primo tentativo di combinare 

la spettroscopia nel medio infrarosso con l’elaborazione statistica multivariata per la 

determinazione del grado alcolico, zuccheri totali e acidità totale nel vino passito. Un successo 

che conferma la bontà del lavoro svolto e di come le tecniche chemiometriche possano essere 

applicate per la risoluzione di problemi in campo vitivinicolo. 

1.2. Il vino 

1.2.1. Storia e mercato del vino 

Il vino è una delle bevande alcoliche più conosciute, apprezzate e consumate al mondo. Fin 

dall’antichità il vino è intimamente legato alla cultura popolare e all’economia di un paese e 

ancora oggi è sinonimo di festività e convivialità.  

Un tempo bevanda riservata ai soli nobili, nel corso dei secoli il vino è diventato parte 

integrante della dieta mediterranea e sinonimo della buona cucina. 

Il vino non è però rimasto lo stesso e si è evoluto con l’evoluzione socioeconomica, culturale 

e allo stile di vita dei consumatori. Le potenzialità di crescita sono tuttora rilevanti anche in quei 

paesi dove è presente come prodotto affermato (International Organization of Vine and Wine, 

2020). La ricerca della qualità e il rispetto del territorio vedono nei paesi del mediterraneo la loro 

massima espressione, dove troviamo le perfette condizioni pedoclimatiche per la coltivazione 
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della vite. Il settore del vino è comunque in forte crescita in tutto il mondo e nel corso degli ultimi 

vent’anni molti paesi hanno visto nascere importanti aziende vitivinicole.  

In Italia la coltivazione dell’uva e la produzione di vino hanno rappresentato una parte 

importante della storia della penisola, e ancora oggi costituiscono uno dei settori più importanti 

dell’economia italiana, biglietto da visita del bel paese nel mondo (Quattrocalici, 2020). L’Italia è 

a tutti gli effetti un paradiso enologico con numeri straordinari che collocano lo stivale in cima 

alle classifiche mondiali del settore: nel 2018 sono stati prodotti oltre 50 milioni di ettolitri di vino 

rappresentando da sola il 18% del vino totale prodotto nel mondo (circa 285 milioni di ettolitri).  

 

 

Figura 1.1: (A) evoluzione consumi mondiale di vino dal 2009 al 2018); (B) evoluzione consumi 2009-2018 per i 5 
maggiori consumatori: Stati Uniti, Francia, Italia, Germania, Cina. 

 

Altri paesi europei vantano comunque importanti produzioni: la Spagna con i suoi 960.758 

ettari detiene il primato di superficie vitata (considerando sia uva da tavola che uva da 

fermentazione), seconda la Francia e terza la Cina, primo tra i paesi extra-europei, “solo” quarta 

l’Italia. Proprio l’estremo oriente ha conosciuto uno sviluppo straordinario incrementando non 
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solo le importazioni ma anche la produzione sul territorio nazionale, con un aumento del 72% dal 

2004 al 2016 (ISTAT- Istituto Nazionale Di Statistica, 2018). 

Altri importanti paesi che stanno lentamente accrescendo il loro interesse verso questo 

settore sono l’India, la Nuova Zelanda, gli Stati Uniti e la Russia, quest’ultima favorita da nuove 

politiche vitivinicole e dalla “campagna acquisti” dei migliori enologi europei, da tempo invitati a 

scoprire e valorizzare il territorio della federazione. 

Per quanto riguarda i consumi viene registrata una lenta ma costante crescita del consumo di 

vino nel mondo (Figura 1.1A). I paesi che guidano questa crescita sono la Cina, dove il consumo 

di rosati e rossi ha subito una rapida impennata e gli Stati Uniti dove il successo maggiore è 

riscosso dalle bottiglie di bianco e dalle bollicine. Negli altri grandi paesi consumatori (Figura 

1.1.B) l’andamento è pressoché costante con un picco negativo nel 2014 a causa di una disastrosa 

annata che ha colpito in particolar modo Italia e Spagna.  

Questa invarianza nei consumi rappresenta il dato più confortante: nonostante l’evoluzione 

negli stili di vita, nelle mode, nel susseguirsi di cicli e crisi economiche, il vino ha mantenuto 

inalterata la sua stabilità simbolica e alimentare.  

La continua crescita nelle esportazioni rappresenta, inoltre, un dato concreto e oggettivo di 

come l’espansione degli usi e dei consumi propri del mediterraneo si estenda ben oltre i confini 

europei, interessando popoli e nazioni lontane, dalle Indie alle Americhe. 

Italia, Francia sono anche i principali paesi esportatori, seguite a distanza da Spagna, Australia 

e Cile. La Francia è il maggiore esportatore di vini spumanti mentre la Spagna è prima per 

esportazioni di vino sfuso. Tra i principali paesi importatori, troviamo USA, Cina e Inghilterra.  

Per quanto riguarda il mondo del biologico, poco più del 5% del vigneto mondiale possiede 

questo certificato ma il trend è in costante crescita. Italia, Francia e Spagna detengono il 70% del 

totale delle superfici coltivate a uva biologica. In Italia la superficie coltivata a biologico è circa il 

16%, il 29% del quale è in mano alla Sicilia seguita dal 16% di Puglia e 14% della Toscana. I mercati 

esteri più promettenti per chi vuol vendere vino biologico sono la Finlandia, la Svezia e gli USA.  

I numeri riportati confermano come il vino italiano sia uno dei prodotti agroalimentari più 

esportati e apprezzati al mondo. Il successo del prodotto italiano, oltre che dal territorio, dalla 

qualità delle uve e dall’esperienza di enologi e produttori di vino, dipende anche da un preciso 

controllo che viene svolto durante l’intera filiera produttiva. 

Questa attenta verifica della qualità del prodotto si declina in tutta una serie di analisi 

chimiche, microbiologiche e sensoriali che vengono realizzate da laboratori di analisi specializzati.  

Chiaramente un maggior controllo significa anche maggior costo della bottiglia, ma i margini 

per realizzare vini pregiati a prezzi contenuti sono sufficientemente ampi. Bisogna dunque evitare 

di cadere nella facile logica del low-cost soprattutto in un paese come l’Italia dove il 78% delle 
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bottiglie appartiene alle DOC e DOCG. Quando le bottiglie di vino recano sull’etichetta una di 

queste sigle il consumatore è sicuro di comprare una bottiglia controllata, la cui produzione è 

avvenuta secondo un preciso disciplinare produttivo. 

Il controllo effettuato dai laboratori viene eseguito con strumentazione sofisticata che assicura 

una grande affidabilità del risultato finale. I maggiori costi sostenuti per la produzione e controllo 

della bottiglia vengono quindi ben controbilanciati dalla qualità del prodotto finale. 

1.2.2. La vinificazione 

Il processo di produzione di un vino prende il nome di vinificazione e consiste nella 

trasformazione biochimica dell’uva in vino. Le fasi iniziali della vinificazione sono caratterizzate 

dai fenomeni fermentativi ad opera di lieviti e batteri mentre la parte conclusiva della 

vinificazione è contraddistinta dall’affinamento e/o l’invecchiamento del vino in botti o altri 

contenitori opportuni. Le principali tecniche di vinificazione sono: la vinificazione in rosso e nella 

vinificazione in bianco. In tutti i tipi di vinificazione i grappoli di uva, raccolti durante la 

vendemmia, vengono diraspati e l’acino viene spremuto mediante un’operazione che prende il 

nome di diraspapigiatura. Attraverso questa operazione il succo zuccherino contenuto nella polpa 

dell’acino può entrare in contatto con i lieviti inoculati nella massa liquida o con quelli presenti 

naturalmente sulla buccia, che daranno vita al processo fermentativo di conversione degli 

zuccheri in etanolo. 

Nella vinificazione in rosso, il mosto, ovvero la parte liquida ottenuta dalla piagiatura o 

torchiatura delle uve, rimane in contatto con le vinacce, costituite da bucce e vinaccioli (i semi 

dell’acido d’uva). Durante la fermentazione le vinacce rimangono in contatto con la soluzione 

idroalcolica (mosto) la cui azione dissolvente determinerà il passaggio di pigmenti colorati 

(antociani) e sostanze tanniche nella fase liquida. Le sostanze colorate si trovano principalmente 

nella buccia dell’acino ed è grazie alla fase di contatto che il mosto acquisisce la colorazione 

rossastra oltre a peculiari caratteristiche organolettiche che caratterizzazione il vino rosso.  

In questo caso si parla anche di vinificazione con macerazione, proprio perché durante il 

processo fermentativo le bucce vengono lasciate macerare in una soluzione a contenuto variabile 

di alcol. Questa fase generalmente ha una durata di 7-15 giorni a seconda della concentrazione 

ed estraibilità delle sostanze contenute nell’uva.  

La macerazione è quindi seguita dal processo di svinatura che prevede la separazione del 

liquido dalle parti solide le quali possono andare incontro ad una ulteriore torchiatura per 

recuperare la parte di vino rimasta a contatto con le bucce.  

Tutta la massa liquida viene quindi raccolta in botti, barrique, contenitori in acciaio o altri vasi 

vinari per l’affinamento e invecchiamento. 
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D’altra parte, la vinificazione in bianco avviene in assenza di macerazione cioè non si realizza il 

contatto tra vinacce e mosto. In seguito alla pigiatura e diraspatura, si effettua la sgrondatura del 

pigiato, separando la parte liquida da quella solida la quale viene ulteriormente pressata per il 

recupero di tutte le parti liquide. 

Poiché non è prevista macerazione, la produzione di vini bianchi può essere realizzata anche 

partendo da uve rosse. In assenza di contatto tra vinacce e mosto, il liquido rimane chiaro in 

quanto non si verifica l’estrazione dei pigmenti colorati presenti in grande quantità nella buccia 

dei frutti rossi. 

I mosti che hanno terminato la fermentazione vengono normalmente decantati, filtrati e 

centrifugati al fine di migliorare la limpidezza e finezza del vino. 

I vini bianchi a differenza dei rossi presentano una delicatezza maggiore e anche durante la 

vinificazione necessitano particolari cure e in generale andrebbero consumati nell’arco di 2/3 anni 

dalla vendemmia. 

La vinificazione, come detto, è un processo guidato da reazioni biochimiche grazie alle quali il 

succo d’uva viene trasformato in una bevanda alcolica con proprietà organolettiche 

completamente diverse. I microorganismi (lieviti e batteri) sfruttano i nutrienti presenti nel vino 

per ricavare energia attraverso reazioni biochimiche. 

Fra queste reazioni, il processo più importante per la produzione del vino è rappresentato 

dalla fermentazione alcolica. La fermentazione alcolica è una trasformazione anaerobica 

attraverso cui i lieviti, presenti naturalmente o opportunamente inoculati durante la vinificazione, 

consumano lo zucchero (fruttosio e glucosio) per trasformarlo in alcol etilico e anidride carbonica: 

 C6H12O6 → 2CH3CH2OH + CO2 (1.1) 

Oltre all’etanolo vengono prodotti diversi altri composti come gli alcoli superiori, esteri, 

glicerolo, acido succinico, diacetile, acetone e 2,3-butandiolo e altre sostanze. 

All’inizio del processo di vinificazione i lieviti cominciano a metabolizzare lo zucchero e altri 

nutrienti presenti nell’uva per ottenere energia e svilupparsi. Durante questa fase, della durata di 

3-6 giorni, la popolazione di lieviti cresce considerevolmente fino al raggiungimento di una fase 

di stabilizzazione della durata di 2-10 giorni. Successivamente i lieviti vanno incontro ad un 

decremento graduale fino alla quasi completa scomparsa. Durante questa ultima fase i lieviti 

muoiono sia per la mancanza di nutrienti, sia perché l’etanolo e altre sostanze prodotte durante 

la fermentazione sono per loro tossici.  
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Per la corretta riuscita della fermentazione alcolica è necessario mantenere la popolazione di 

lieviti vitali ad un livello sufficientemente elevato fino a che tutti gli zuccheri fermentabili non 

siano stati completamente metabolizzati.  

La fermentazione malolattica è un processo che permette di convertire l’acido malico in acido 

lattico. Questa operazione viene svolta da specifici batteri che si trovano naturalmente nel mosto 

(appartenenti ai generi Oenococcus o Lactobacillus) o che possono essere inoculati all’occorrenza 

come operazione di cantina.  

 C4H6O5 → C3H6O3 + CO2 (1.2) 

La fermentazione è favorita da temperature comprese tra i 18 e 20°C.  

Agli inizi della primavera le condizioni ambientali sono tali da favorire spontaneamente il 

processo fermentativo e la proliferazione batterica nel mosto in affinamento. Affinché il processo 

fermentativo si compia correttamente è necessario creare un ambiente con basso tenore di 

anidride solforosa, acidità non troppo elevate e concentrazioni di etanolo inferiori al 15%.   

Questa trasformazione ha degli importanti risvolti sull’aroma e sul gusto del vino. L’acido 

malico, più aspro, viene convertito in un acido più debole e questo permette di ottenere un vino 

più morbido e equilibrato, più ricco di corpo e con profumi più fini.  

Tradizionalmente questa trasformazione viene fatta avvenire nel vino rosso mentre per il 

bianco viene preferito un carattere leggermente più acidulo impendendo quindi la 

trasformazione del malico in lattico con opportune tecniche vinicole.  

1.2.3. La composizione chimica del vino 

1.2.3.1. Gli zuccheri totali 

Gli zuccheri totali, espressi come somma di glucosio e fruttosio, vengono monitorati lungo 

tutto il ciclo di vita di un vino. Gli zuccheri rappresentano la fonte di nutrimento dei lieviti ed 

hanno importanti effetti sulle proprietà organolettiche del vino. 

Nell’uva matura la concentrazione di glucosio e fruttosio è compresa tra 150 e 350 g/L, valore 

che dipende dal grado di maturazione dell’uva, dal vitigno, e anche dall’annata.  Solo quando l’uva 

ha raggiunto la giusta maturazione è possibile procedere alla raccolta del frutto destinato al 

processo fermentativo.   

Dall’Equazione 1.1, conoscendo la concentrazione iniziale di zuccheri contenuti nell’uva, è 

possibile stimare il titolo alcolometrico del mosto post-fermentazione.  
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La fermentazione alcolica non è tuttavia l’unica via metabolica attraverso la quale i lieviti 

ricavano energia. Infatti, in presenza di ossigeno, la respirazione cellulare è il processo energetico 

favorito con un guadagno netto di 36-38 molecole di ATP per esoso metabolizzato, contro le 2 

unità di ATP generate per fermentazione.  

Tuttavia, le pratiche enologiche di cantina inibiscono questo processo (condizione anossiche) 

favorendo il processo di conversione di zucchero in etanolo. Questa trasformazione si porta a 

compimento nell’arco di 5-15 giorni al termine dei quali il vino raggiunge la sua gradazione finale.  

La conversione dello zucchero in alcol può essere sia completa che parziale. Se la 

fermentazione non viene portata a termine, gli zuccheri non fermentati incrementeranno la 

dolcezza del prodotto finale influenzandone significativamente le caratteristiche gustative. La 

presenza di zuccheri nel prodotto imbottigliato può anche essere dovuta all’idrolisi di glicosidi 

durante l’invecchiamento o estrazione di sostanze zuccherine dalle botti in quercia.  

In base al contenuto zuccherino è possibile suddividere i vini nelle seguenti classi (Ministero 

delle politiche agricole alimentari e forestali, 2020b): 

• vini secchi – 0-10 g/L 

• vini abboccati – 10-30 g/L 

• vini amabili – 30-50 g/L 

• vini dolci/vini passito – 50-180 g/L 

• vini passito molto concentrati – >250 g/L 

Il residuo zuccherino è di primaria importanza anche per gli spumanti per i quali esiste una 

classifica specifica regolamentata dall’UE (regolamento (CE) n. 607/2009-allegato XIV).  

Il controllo fine del contenuto zuccherino durante le prime due settimane di vinificazione 

consente al cantiniere ed enologo di conoscere lo stato di avanzamento del processo e di 

intervenire con misure correttive qualora si verifichino problemi nella fermentazione. 

Gli zuccheri possono anche essere aggiunti al mosto sotto forma di saccarosio. Questa pratica, 

che prende il nome di zuccheraggio è proibita in Italia dalla normativa nazionale (Regio Decreto 

21 Febbraio 1918 n.316), come pure in Spagna, Portogallo e Grecia mentre è permessa in Francia, 

Germania, Inghilterra e altri paesi europei e del mondo. Questa pratica viene effettuata per 

aiutare vini ottenuti da annate deboli o da uve acerbe a raggiungere un grado alcolico maggiore 

e/o per aumentare la dolcezza del vino. In Italia è tuttavia possibile ricorrere all’aggiunta di mosto 

d’uva (mosto concentrato rettificato MCR o mosto concentrato rettificato solido MCRS), pratica 

che consente di ottenere lo stesso risultato ma ad un costo superiore.  

Nel caso dello spumante l’aggiunta di zucchero oltre che essere consentita è anche di 

fondamentale importanza per consentire la rifermentazione del vino in bottiglia. 
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Per gli enologi è quindi di basilare importanza conoscere l’effettivo livello di zucchero nel vino 

in seguito alla correzione mediante aggiunta di MCR o di saccarosio perché come detto, 

contribuirà a determinare il grado alcolico finale e le caratteristiche gustative del vino. 

1.2.3.2. L’alcol etilico 

Il prodotto principale del metabolismo degli zuccheri esosi è l’alcol etilico. Durante la 

fermentazione la concentrazione di etanolo cresce man mano che gli zuccheri vengono consumati 

dai lieviti. In base a queste considerazioni possiamo quindi stimare l’alcolicità del prodotto finito 

sulla base del contenuto zuccherino iniziale. Secondo la teoria (Equazione 1), da 200 g di zuccheri 

si producono 102 g di alcol etilico. Considerando che la trasformazione non è quantitativa e circa 

l’8% degli zuccheri viene utilizzato come fonte di carbonio e per produrre sottoprodotti (ad es. 

acidi organici) possiamo stimare che il contenuto effettivo sia di circa 94 g che corrisponde a circa 

il 12% vol. Il grado alcolico del prodotto finito dipende dalla tipologia di vino oltre che dall’annata, 

dal vitigno, dalla vinificazione, dalle condizioni ambientali ecc. 

In generale possiamo individuare i seguenti intervalli: 

• 7-14% vini da tavola 

• 11-13% vini frizzanti 

• 16-18% vini da dessert 

La concentrazione di alcol nel vino è di fondamentale importanza nel determinare le 

caratteristiche chimiche, chimico-fisiche e microbiologiche del vino. 

Infatti, la presenza di etanolo rende il vino e altre bevande alcoliche inospitali per i batteri 

patogeni, assicurando al vino una longevità superiore rispetto ad altri tipi di bevande 

Da un punto di vista chimico l’alcol etilico è costituito da una coda idrocarburica (– CH2CH3) e 

da una testa polare (– OH), caratteristiche che rendono l’alcol una molecola anfifilica: in soluzione 

acquosa, nonostante l’elevata solubilità tende a distribuirsi preferibilmente all’interfase acqua-

aria determinando una diminuzione della tensione superficiale (surfattante).  

Come conseguenza di una maggiore volatilità e delle caratteristiche anfifiliche della molecola 

di etanolo, nel vino e in altre bevande alcoliche si formano delle “righe” lungo il bordo di un 

bicchiere bagnato dal liquido in seguito ad agitazione.  

Una seconda implicazione è che l’alcol trascina verso la superficie altri composti non polari 

volatili permettendo di raggiungere rapidamente l’equilibrio aromatico nello spazio di testa, e 

consentendo al vino di presentare il suo bouquet aromatico al naso del degustatore. 

La presenza di alcol nel vino permette inoltre di aumentare la solubilità di sostanze non polari 

aromatiche e polifenoliche e di diminuire la solubilità di soluti polari. L’effetto dell’etanolo sulla 
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solubilità è infatti di notevole importanza nell’equilibrio di precipitazione del bitartrato di potassio 

sostanza che regola l’acidità e la formazione di precipitati nel vino.  

La determinazione del contenuto di etanolo nel vino, definito come Titolo Alcolometrico 

Volumico (TAV), consiste nella misurazione del punto di ebollizione della soluzione idroalcolica il 

cui valore diminuisce all’aumentare del contenuto della molecola organica.  

1.2.3.3. L’acidità e gli acidi organici 

L’acidità è un parametro di notevole importanza nella degustazione di un vino e in maniera 

determinante ne definisce la capacità di invecchiamento, il colore, ed incide sulla stabilità 

microbica, proteica e tartarica. Nella degustazione del vino, la nota acida stimola la produzione di 

saliva che è fondamentale per aiutare l’assorbimento del cibo durante la masticazione. La sua 

importanza è pertanto cruciale nel definire la qualità e la bevibilità di un vino. Le note acide sono 

caratteristiche di molti vitigni come il Sangiovese ed il Riesling ed è ricercata nei vini bianchi in 

generale per donare quella nota di freschezza che il consumatore va cercando.  

L’acidità nel vino deriva principalmente (oltre il 95%) da 6 acidi organici: dall’acido tartarico, 

malico e citrico che vengono estratti dall’uva durante la vinificazione e da quelli derivanti dalla 

vinificazione come acido lattico, succinico e acetico. Ad eccezione di quest’ultimo, le altre sono 

tutte molecole non volatili e possiamo riferirci al loro insieme con il nome di acidi fissi. 

Gli acidi menzionati sono tutti acidi organici deboli che presentano almeno un gruppo 

carbossilico. Il ridotto peso molecolare (C1 – C6) permette a queste sostanze di essere altamente 

solubili in acqua. 

Nel vino queste molecole hanno due ruoli cruciali: (1) definiscono il pH che ha effetti 

importanti sulla stabilità chimica e microbica; (2) hanno un impatto diretto sul gusto e sulle 

caratteristiche tattili, in particolare sull’asprezza. 

In questo lavoro di tesi ci concentreremo principalmente sull’acido malico e sull’acido lattico 

in quanto protagonisti della fermentazione malolattica (Equazione 2) e sui parametri enologici 

acidità volatile, acidità totale e pH. 

In soluzione idroalcolica questi acidi deboli sono parzialmente dissociati secondo l’equazione 

chimica: 

 HA +  H2O  A
− + H3O

+ (1.3) 

dove HA è l’acido organico generico e A- è la sua base coniugata 
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Grazie alla presenza di una miscela di acidi organici deboli e delle loro basi coniugate, il vino è 

a tutti gli effetti una soluzione tampone. Ad ogni pH la concentrazione relativa di acido debole HA 

e della sua base coniugata A- può essere calcolata secondo l’equazione di Henderson-Hasselbalch: 

 pH = pKa + log (
[A−]

[HA]
) (1.4) 

L’acido tartarico e l’acido malico sono acidi deboli diprotici che vanno incontro a due protolisi. 

La costante di prima dissociazione pKa1 cade entro il range di pH del vino (solitamente compreso 

tra 3.0-4.0 unità di pH) mentre la seconda costante cade entro il range di pH 4.5-5.0. In un vino 

classico, questi acidi esistono primariamente nella loro forma indissociata H2A e nella base 

coniugata HA- con quantità trascurabili della forma completamente deprotonata A2
- (Figura 1.2). 

In generale bassi valori di pH accelerano reazioni acido-catalizzate, come 

l’idrolisi/esterificazione degli acidi organici. Infatti, tutti gli acidi organici possono reagire con 

l’etanolo e altri alcoli, durante la fermentazione o invecchiamento del vino. Queste e altre reazioni 

acido catalizzate hanno importanti effetti sulle qualità aromatiche e una corretta valutazione del 

pH è di fondamentale importanza nel comprendere lo stato di avanzamento della vinificazione e 

la qualità del prodotto finale.  

 

 

Figura 1.2: Concentrazione relativa di acidi organici neutri e delle loro forme ionizzate in soluzione come funzione del 
pH per (a) acido tartarico (HT2 – HT -– T2-) e (b) acido malico (H2M – HM- – M2-). 

 

Un altro importante parametro nel definire l’acidità di un vino è l’acidità totale (AT). Essa 

rappresenta la concentrazione di protoni titolabili in un campione di vino. La determinazione di 

AT prevede una titolazione a punto finale del vino con NaOH fino a pH 7,00, titolando in tal modo 

tutti gli acidi presenti che poi vengono espressi come g/L di acido tartarico. 

 L’AT comprende sia gli acidi organici non volatili che volatili (questi ultimi definiscono l’acidità 

volatile): il valore tipico di AT in un vino bianco (pH = 3,00-4,00) è compreso tra 6-9 g/L di acido 

tartarico, mentre in un vino rosso (pH =3,30-3,70) l’AT è compresa tra 5-8 g/L di acido tartarico.  



Capitolo 1  Introduzione 

26 

 

pH e AT sono negativamente correlate ma la loro correlazione non è perfetta per due ragioni 

(Figura 1.3): 

1) Acidi organici con bassa pKa determinano una maggiore diminuzione di pH per lo stesso 

contributo di AT, rispetto ad acidi organici con pKa più elevata. Ad esempio, l’aggiunta di un 

equivalente di acido tartarico in soluzione causerà una maggiore diminuzione di pH rispetto 

ad un equivalente di acido malico, sebbene entrambi determinano lo stesso aumento di AT; 

2) Per un dato valore di AT, ad una maggiore capacità tamponante corrisponde un valore di pH 

più alto. Questa capacità tamponante è dovuta alla presenza di cationi metallici (ad esempio 

K+) che modificano il pH senza alterare AT.  

L’obiettivo per i produttori di vino è quello di ottenere una bevanda con bassi valori di AT e 

pH: bassi valori di pH aiutano a preservare il vino dal deperimento microbico; bassi valori di AT 

evitano un’eccessiva asprezza. 

 

 

Figura 1.3: Grado di asprezza determinato mediante panel sensoriale (maggiore è il valore di asprezza più intenso sarà 
il gusto acidulo del vino), in funzione del (a) pH e della (b) acidità totale per 12 soluzioni simil-vino composte da diverse 
quantità di acido tartarico, acido malico e idrossido di potassio (Plane et al., 1980). 

 

Per ottenere un vino con le giuste caratteristiche può essere necessario ricorrere ad alcuni 

aggiustamenti. Ad esempio, è possibile aggiungere acidi organici specifici, neutralizzare e/o 

precipitare acidi mediante aggiunta di bicarbonato di potassio, o ricorrere ad elettrodialisi.  

Un metodo che consente la riduzione di acidità totale è quello di convertire un acido diprotico 

in un acido monoprotico e/o più debole. Questa condizione si verifica durante la fermentazione 

malolattica con la trasformazione di acido malico in acido lattico (Equazione 1.2): l’acido lattico 

presenta una sola funzionalità carbossilica (e una pKa maggiore) a differenza del malico che invece 

va incontro a due dissociazioni acide (con la prima pKa minore rispetto alla pKa dell’acido lattico 

e, quindi, una forza maggiore). 
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Si definisce infine acidità volatile (AV) la somma degli acidi organici volatili presenti nel vino o 

nel mosto. AV dipende principalmente dal contenuto di acido acetico, che rappresenta più del 

90% degli acidi volatili. Solitamente in un vino la concentrazione di acido acetico è vicina al valore 

di soglia sensoriale di 0,4 g/L, mentre in un vino difettato (deterioramento batterico) le 

concentrazioni possono essere superiori al g/L con valori limite di 1,0-1,5 g/L. 

L’acido acetico può anche esterificare ad acetato di etile che presenta un aroma molto 

pungente ed è considerato universalmente un prodotto indesiderato. Il controllo di questo 

parametro è quindi di fondamentale importanza nel comprendere lo stato di salute di un’uva e di 

un mosto, e nel guidare l’enologo nelle correzioni da prendere per proteggere un vino dallo 

sviluppo di batteri nocivi che causerebbero un eccessivo incremento di AV con perdita di qualità 

del prodotto finale.  

1.3. Il problema analitico nel settore vitivinicolo 

1.3.1. Ritiro e trasporto del campione 

La produzione di un vino, come abbiamo visto, è un processo molto complesso che richiede il 

controllo dell’intera filiera produttiva, dalla raccolta dell’uva fino all’imbottigliamento. Questo 

attento monitoraggio ha lo scopo di fornire ai produttori di vino tutte le informazioni necessarie 

per la comprensione dell’evoluzione del processo vitivinicolo.  

Il campione di vino viene quindi inviato a laboratori specializzati dove viene analizzato sotto il 

profilo chimico, microbiologico e sensoriale. In particolare, l’analisi chimica e microbiologica sono 

di basilare importanza durante la fermentazione quando il succo d’uva si trasforma velocemente 

in una bevanda alcolica.  

È quindi necessario assicurare un passaggio rapido dalla cantina al laboratorio per effettuare 

l’analisi di un campione rappresentativo della massa di origine e per intervenire tempestivamente 

nel caso il processo analitico fornisca un risultato inatteso.  

Quella di cui stiamo parlando è una vera e propria corsa contro il tempo: nell’arco di una 

giornata lavorativa il campione deve essere prelevato, trasportato, consegnato al laboratorio e 

analizzato.  

Nel caso di un vino in affinamento o invecchiamento le tempistiche non sono così stringenti 

ma è comunque necessario effettuare le analisi in breve tempo per poter decidere le eventuali 

modifiche da attivare in caso di anomalie.  

Il prelievo e il trasporto del vino ad un laboratorio di analisi rappresentano una delicata fase 

dell’intero processo analitico. Quando un vino viene campionato dalla sua massa di origine 
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subisce inevitabilmente uno shock dovuto al cambio di contenitore, agli sbalzi termici (la 

temperatura media di una cantina è circa 10-14°C) e alle continue agitazioni che riceve durante il 

trasporto. Inoltre, per evitare che il mosto continui la fermentazione all’interno del contenitore 

di prelievo, viene solitamente aggiunto un antifermentativo. Se da un lato si assicura il blocco dei 

processi microbiologici, evitando anche lo sviluppo di CO2 all’interno di un contenitore chiuso (le 

sovrapressioni che si raggiungono possono far esplodere il contenitore di plastica rendendone 

pericoloso il maneggiamento), dall’altro si perturba il sistema attraverso l’aggiunta di sostanze 

chimiche.  

Nel caso in cui non si è interessati alla determinazione di quelle sostanze che subiscono 

variazioni durante la fermentazione, l’aggiunta di antifermentativo è facoltativa. Rimane 

comunque l’accortezza di non sigillare il contenitore consentendo ai gas eventualmente prodotti 

di sfiatare dal contenitore di trasporto. In questo modo, pur evitano sovrappressioni, si favorisce 

il contatto tra l’aria e campione che quindi può andare incontro a fenomeni ossidativi.  

Nel caso di ISVEA il trasporto del campione di vino/mosto/uva è a carico di: 

• corrieri di ditte esterne  

• corrieri dipendenti ISVEA 

• soggetti privati 

Tra settembre e novembre arrivano in laboratorio fino a 1100 campioni al giorno, il 60% dei 

quali viene consegnato da corrieri esterni, il 30% da corrieri dipendenti e appena il 10% da 

soggetti privati che consegnano autonomamente il campione.  

Il personale di ISVEA incaricato al ritiro campioni riesce a coprire l’intero territorio toscano 

(dove ISVEA ha sede), parte dell’Umbria e dell’alto Lazio, con una media di 70 ritiri al giorno (circa 

300-350 campioni), la maggior parte dei quali (oltre il 95%) è costituita da mosti in fermentazione. 

Ogni singolo operatore deve conoscere l’ubicazione di ogni cantina per progettare 

adeguatamente il percorso dei ritiri, considerando anche che spesso riceve chiamate in corsa che 

lo obbligano ad effettuare deviazioni con conseguente prolungamento dei tempi di rientro in 

azienda.   

1.3.2. Analisi chimica di laboratorio 

Una volta che il campione arriva in laboratorio viene schedato, etichettato e nel caso siano 

richiesti i parametri base (alcol, zuccheri, acidi organici, acidità e solforose) le analisi devono 

essere eseguite durante la giornata lavorativa.  

Ognuno di questi parametri viene determinato con tecniche analitiche differenti secondo 

metodi di riferimento ufficiali (metodi OIV – Organizzazione Internazionale della Vigna e del Vino 
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o metodi analoghi). In Tabella 1-1 sono riassunti brevemente la metodica di analisi e la 

strumentazione utilizzata per la determinazione dei principali parametri enologici di base. 

 

Tabella 1-1: metodi di riferimento di analisi per la determinazione dei principali parametri di interesse enologico. 

Parametro 
Range di 

concentrazione 
Strumentazione Manipolazione 

Reagenti 
chimici 

Distruttiva 

Grado 
alcolico 

1-20% vol 
Distillatore 
enologico + 
densimetro 

No Si Si 

Zuccheri 
(Glucosio, 
Fruttosio) 

1-350 g/L HPLC-RID Si Si Si 

Acido 
Malico 

1-5 g/L HPLC-DAD Si Si Si 

Acido 
Lattico 

1-5 g/L HPLC-DAD Si Si Si 

Acidità 
Totale 

1-5 g/L di acido 
tartarico 

Titolatore 
automatico 

Si Si Si 

Acidità 
Volatile 

1-5 g/L di acido 
acetico 

Flusso continuo 
segmentato 

(metodo 
colorimetrico) 

Si Si Si 

pH 2-5 pH-metro No No No 

 

Per la maggior parte dei parametri elencati il campione deve essere manipolato ricorrendo a 

filtrazioni o centrifugazioni per eliminare eventuali solidi sospesi che interferirebbero con il 

corretto svolgimento dell’analisi. In alcuni casi il campione può subire anche una diluizione prima 

dell’analisi dello specifico parametro. L’unica eccezione è rappresentata dalla misura del pH che 

non richiede alcun tipo di manipolazione o uso di reagenti. Negli altri casi è necessario lavorare 

con strumenti o combinazione di più strumenti per i quali è richiesto l’utilizzo di solventi e 

reagenti chimici che dopo l’uso dovranno essere correttamente smaltiti. Inoltre, la 

contaminazione del campione con tali sostate ne preclude il riutilizzo per analisi o investigazioni 

successive.  

Tutta la strumentazione, ad eccezione del pH-metro, richiede personale esperto che sappia 

gestire l’intero processo analitico, che conosca le caratteristiche del metodo, le specifiche 

strumentali e che sappia intervenire in caso di problemi di analisi. 

Tutta questa strumentazione necessita di un ambiente con umidità e temperatura controllate 

e richiede una costante pulizia e manutenzione. Molte di queste operazioni sono a carico 
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dell’operatore che giornalmente deve controllare il corretto funzionamento dello strumento e il 

suo stato di taratura.  

Quindi, se da un lato abbiamo dei metodi che assicurano la qualità del dato analitico, dall’altro 

vi sono tutta una serie di problematiche che rappresentano un serio limite per la moderna 

industria del vino e per i laboratori specializzati che hanno la necessità di fornire un servizio 

analitico veloce e affidabile (Gishen et al., 2010).  

1.3.3. Banca dati vitivinicola 

Alla luce delle considerazioni fatte nei paragrafi precedenti si evince come un singolo 

campione di vino rappresenti una fonte illimitata di informazioni. Ogni campione è caratterizzato 

ha centinaia di variabili che possono essere investigate all’intero di un laboratorio di analisi come 

ISVEA. 

Dall’analisi chimica possiamo conoscere il contenuto molecolare del vino, dai composti di base 

ai composti aromatici e polifenolici, dai metalli ai pesticidi. L’analisi microbiologica permette di 

effettuare studi sui lieviti e batteri presenti, verificare la stabilità microbiologica, stato di salute 

dell’uva e controllo del blocco o inattivazione delle fermentazioni. L’analisi sensoriale permette 

invece di valutare gli attributi organolettici del vino e quindi di esprimere un giudizio sulla qualità 

e sulla sua bevibilità.  

Il singolo campione è poi legato a tutta una serie di informazioni riguardanti il vitigno, l’annata, 

zona di produzione, stile di vinificazione, fase del processo di produzione, invecchiamento, 

tipologia di botte ecc..  

D’altra parte i clienti non sono tenuti a fornire informazioni non inerenti alle analisi chimiche 

che tuttavia potrebbero essere di primario interesse per svelare molti dei segreti che questa 

bevanda ancora nasconde. Sia per motivi pratici che per motivi di privacy, parte di queste 

informazioni non sono disponibili precludendo ogni possibilità di studiare interessanti correlazioni 

tra parametri chimici, analogie tra vitigni, differenze fra annate e regioni di produzione.  

Inoltre, anche se per lo stesso vino vengono richieste analisi in momenti successivi e lungo 

tutta la linea di produzione non sempre è possibile ricostruire la sequenza temporale perdendo 

importanti informazioni su vinificazione, affinamento e invecchiamento del vino. Ogni campione 

che viene inviato al laboratorio viene considerato come un campione indipendente e molte delle 

informazioni ottenute con le analisi in laboratorio perdono il loro valore intrinseco. Queste analisi 

rappresentano un’importante fonte di informazioni che potrebbero essere sfruttate per studi 

statistici e per migliorare la comprensione su una matrice complessa come il vino.  
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1.4. Soluzione del problema analitico e scopo della 

tesi 

In conclusione, potremmo declinare il problema analitico nel vino nei seguenti tre punti: 

1) I metodi ufficiali di analisi molto spesso si basano su tecniche distruttive, costose e dispendiose 

in termini di tempo, per le quali è previsto utilizzo di solventi e reagenti chimici che devono essere 

opportunamente smaltiti. Nonostante la qualità del dato analitico sono ancora molti i limiti di 

queste tecniche che in molteplici situazioni rappresentano un serio limite per la moderna 

industria del vino.  

2) Il trasporto del campione dalla cantina al laboratorio di analisi è una fase cruciale dell’intero 

processo analitico. Il campione subisce uno shock dovuto al cambio di contenitore, agli sbalzi 

termici, ai continui movimenti e all’eventuale aggiunta di antifermentativo che alterano le normali 

caratteristiche del campione in esame. Inoltre, l’intricata rete di collegamenti azienda-

laboratorio, che nel periodo vendemmiale viene notevolmente sollecitata, richiede una perfetta 

coordinazione tra tempi di ritiro e tempi di analisi.  

3) Difficoltà nel gestire l’enorme quantità di dati che vengono generati ogni giorno in seguito ad 

analisi chimiche, microbiologiche e sensoriali. Le informazioni relative a vitigno, tipologia di 

vinificazione, fase del processo produttivo, zona di produzione ecc. non sempre sono fornite dal 

cliente ma potrebbero essere di estrema utilità soprattutto per un laboratorio come ISVEA. 

Un’attenta razionalizzazione del dato analitico permetterebbe di ampliare le conoscenze sulle 

matrici uva, mosto e vino anche nell’ottica di fornire un migliore servizio di consulenza alle 

aziende. 

L’ambizioso progetto descritto in questo manoscritto cerca di risolvere molte delle 

problematiche descritte precedentemente attraverso lo sviluppo di un nuovo metodo analitico 

basato su una tecnica semplice, rapida, non distruttiva e non inquinante che permette la 

determinazione simultanea di diversi parametri di interesse enologico. La spettroscopia nel 

medio infrarosso (MIR) è stata individuata come tecnica idonea allo scopo in quanto permette di 

svolgere analisi in modo rapido ed efficiente. Nel MIR sono contenute una grande quantità di 

informazioni correlate ai modi vibrazionali di diversi gruppi di molecole che possono essere 

utilizzate per determinare la concentrazione di molecole e parametri enologici.  

Per questo motivo la spettroscopia MIR permette di condurre, attraverso una singola 

acquisizione spettrale, un’analisi multiparametrica sul campione di mosto e vino senza che il 

campione venga danneggiato o contaminato. Conseguentemente il campione potrebbe essere 

potenzialmente utilizzato per ulteriori analisi e investigazioni. 
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La semplicità della tecnica ne consente l’utilizzo anche da parte di personale non esperto ed è 

quindi indicata non solo per i laboratori di analisi ma anche per piccole, medie e grandi aziende 

vitivinicole, dove un enologo o un cantiniere possono gestire in autonomia la strumentazione. 

Gli spettrofotometri o interferometri infrarossi non richiedono cure particolari, necessitano 

solo di un ambiente asciutto dove la temperatura non superi i 28-30°C. Questo aspetto è molto 

importante in quanto consente di condurre le analisi direttamente in cantina o nei pressi di essa, 

eliminando la fase di ritiro e trasporto del campione verso laboratori di prova. La riduzione del 

flusso di campioni verso i laboratori consente una migliore gestione e distribuzione del carico di 

lavoro riducendo la probabilità di commettere errori. 

Un metodo multiparametrico come quelle descritto nel presente manoscritto permette di 

ottenere informazioni multiple in pochi secondi e quindi di processare diversi campioni in pochi 

minuti. La rapidità di esecuzione consente inoltre di svolgere analisi ripetute sullo stesso 

campione incrementando la qualità del dato analitico finale.  

Nei laboratori di analisi un metodo con queste caratteristiche potrebbe affiancare o 

addirittura sostituire i metodi ufficiali di riferimento mentre nelle cantine consentirebbe ottenere 

rapidamente le informazioni di interesse permettendo agli enologi di intervenire 

tempestivamente in caso di problematiche lungo la filiera produttiva.  

I metodi ufficiali di riferimento forniscono sicuramente un dato affidabile ma per i problemi 

sopra citati non riescono sempre a venire incontro alle esigenze sempre più stringenti dei clienti. 

Durante la fase fermentativa è infatti molto importante la rapidità con cui il dato analitico viene 

acquisito ed è quindi preferibile rivolgersi a metodi più semplici e rapidi anche se con 

un’accuratezza leggermente inferiore rispetto ai metodi di riferimento. 

Nei successivi capitoli vedremo come nel medio infrarosso sono contenute tutte le 

informazioni quali-quantitative necessarie per la determinazione dei principali parametri di 

interesse enologico. Tuttavia, per estrapolare queste informazioni sono necessarie tecniche di 

analisi statistica multivariata, conosciute anche con il nome di tecniche chemiometriche. La 

chemiometria è una disciplina nata per risolvere problemi di natura multivariata e permette di 

estrapolare l’informazione utile dal dato in cui è presente rumore e informazione ridondate. 

Lo scopo di questo lavoro di tesi è quello di costruire e validare modelli matematico-statistici 

sfruttando l’approccio chemiometrico, per la determinazione multiparametrica di composti di 

interesse enologico partendo dalle informazioni contenute nel medio infrarosso.  

La procedura di costruzione e validazione di modelli predittivi prevede diversi passaggi 

secondo uno schema che è stato studiato appositamente per risolvere il problema analitico del 

vino. Ogni fase del processo di costruzione è stata pensata per ottenere un modello robusto 

capace di fornire un risultato affidabile. 
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Mediante opportuni algoritmi matematici è possibile estrarre il dato di interesse dall’intero 

spettro infrarosso e per guidare l’algoritmo in questa ricerca è necessario avere a disposizione 

un’estesa banca dati dove sono contenute le informazioni chimiche e spettrali di centinaia di 

campioni. La banca dovrà contenere un set di dati formato dagli spettri infrarossi dei vini in 

fermentazione, dei vini in affinamento e dei vini imbottigliati e da un set in cui sono riportati i 

risultati delle analisi chimiche svolte con le metodiche di riferimento.  

Una volta creato un database sufficientemente ampio con una variabilità rappresentativa, sarà 

possibile ricercare le correlazioni esistenti tra i due set di dati creando così un modello di 

calibrazione capace di predire la concentrazione dei parametri di interesse enologico di un vino 

incognito. Maggiore è il database di partenza più robusto e affidabile risulterà il modello finale.  

Nel corso degli ultimi dieci anni ISVEA è riuscita ad accumulare una notevole quantità di 

informazioni e durante questo dottorato è stato possibile ampliare il materiale di lavoro, 

concentrando le ricerche sugli intervalli di concentrazione tipici dei composti di interesse 

enologico (Tabella 1-1). 

Il presente lavoro di tesi oltre ad ampliare la ricerca nel campo della chemiometria applicata 

al mondo enologico rappresenta il primo tentativo di fornire un nuovo servizio di analisi che aiuti 

i produttori di vino e i laboratori specializzati. Come vedremo, la procedura analitica è stata 

applicata direttamente in campo attraverso l’installazione di strumentazione infrarossa in due 

aziende vitivinicole toscane e in un laboratorio di prova in provincia di Lecce.  

Per permettere ad ISVEA di mantenere il controllo sul processo analitico è stata creata 

un’apposita piattaforma on-line a cui il cliente deve accedere per poter visualizzare il risultato 

dell’analisi spettrofotometrica. Infatti, anche se lo strumento è stato installato direttamente in 

loco, è solo tramite la piattaforma gestita da ISVEA che il cliente può usufruire del servizio 

analitico. 

I modelli chemiometrici, che permettono di calcolare la concentrazione dei parametri di 

interesse enologico, sono stati installati direttamente nella piattaforma on-line dove il cliente 

potrà ottenere il risultato dell’analisi una volta che avrà caricato in cloud lo spettro infrarosso del 

campione analizzato. 

ISVEA sarà così in grado di fornire un servizio analitico senza dover analizzare chimicamente il 

campione ma controllando via remoto la corretta esecuzione dell’analisi e il numero di campioni 

processati dalla specifica azienda. 

La piattaforma è stata creata in modo tale che ogni cliente abbia un proprio account dove 

poter caricare gli spettri infrarossi dei campioni analizzati e tutte le informazioni ad esso correlate 

come: nome, colore, annata, tipologia, vasca di prelievo, zona di raccolta, vitigno ecc.. 
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In questo modo ci si pone l’ambizioso obiettivo di creare una biblioteca online che ogni giorno 

si arricchisce di nuove informazioni, che potranno essere utilizzare per migliorare le performance 

dei modelli predittivi e la comprensione della matrice vino.  

È quindi facile immaginare come questo tipo di soluzione possa essere esportata oltre i confini 

italiani venendo incontro alle esigenze dei produttori di vino di tutto il mondo. 
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2.1. Principi di spettroscopia nel medio infrarosso 

(MIR) 

La spettroscopia infrarossa è certamente una delle più importanti ed utilizzate tecniche 

analitiche oggi disponibili. Uno dei più importanti vantaggi della spettroscopia infrarossa è che 

qualsiasi campioni, in qualsiasi stato esso sia, può essere studiato e analizzato con questa tecnica: 

liquidi, soluzioni, polveri, film, gas ecc. possono essere tutti esaminati purché lo strumento sia 

dotato di opportuna cella di misura.  

I primi spettrometri infrarossi (commercialmente disponibili dal 1940) erano caratterizzati da 

monocromatori il cui funzionamento era basato sulla dispersione della luce per mezzo di un 

elemento disperdente a prisma o a reticolo. La moderna spettroscopia infrarossa è invece basata 

su spettrometri a trasformata di Fourier (FTIR) che hanno permesso di migliorare notevolmente 

la qualità degli spettri a infrarossi e ridotto al minimo il tempo necessario per un’acquisizione 

spettrale. 

Indipendentemente dal tipo di strumento utilizzato, la spettroscopia IR si fonda sul principio 

che la materia è in grado di assorbire radiazione elettromagnetica di opportuna frequenza.  

In base all’equazione di Planck-Einstein in seguito all’assorbimento di energia h, una molecola 

può compiere una transizione tra due livelli energetici separati dal quanto di energia E: 

E = h Equazione di Planck-Einstein (3.2) 

dove ℎ è la costante di Planck (ℎ =  6,626 × 10−34 𝐽 𝑠) e  è la frequenza della radiazione 

assorbita. 

Uno spettro infrarosso è quindi il risultato dell’interazione tra radiazione infrarossa e 

campione in analisi ed è determinato dalla frazione di radiazione incidente che viene assorbita ad 

una particolare energia. Quando la radiazione infrarossa viene assorbita da una molecola, questa 

passa dallo stato fondamentale ad uno stato vibrazionale eccitato. I picchi di assorbimento di uno 

spettro IR di una molecola sono quindi associati ad una particolare vibrazione molecolare.  

In una molecola poliatomica che contiene N atomi vi sono 3N-6 gradi di libertà vibrazionali (3N 

possibili movimenti a cui togliamo 3 gradi di libertà traslazionali e 3 gradi di libertà rotazionali). 

Per la molecola di acqua, ad esempio, vi sono 3 possibili modalità di vibrazione. Se la molecola è 

lineare il numero di possibili vibrazioni è 3N-5 (ad es. per la CO2 i modi vibrazionali sono 4) 
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Le molecole devono tuttavia possedere specifiche caratteristiche per poter assorbire la 

radiazione infrarossa. La regola di selezione per la spettroscopia IR impone che il momento di 

dipolo elettrico della molecola deve cambiare durante la specifica vibrazione. 

Conoscere la struttura e la simmetria molecolare è quindi di fondamentale importanza per 

conoscere i modi vibrazionali attivi all’infrarosso e sapere interpretare uno spettro di 

assorbimento (Barrett & Malati, 2013; McQuarrie & Simon, 2008). 

Per comprendere il comportamento di una molecola che “vibra”, possiamo considerare gli 

atomi che la costituiscono come dei corpi rigidi tenuti insieme da molle che, in questa 

rappresentazione, costituiscono i legami chimici molecolari. Come le molle meccaniche, anche i 

legami chimici possono infatti allungarsi, piegarsi e accorciarsi.  

Le principali modalità di vibrazione dei legami chimici sono lo stretching e il bending. Un 

esempio di vibrazione di stretching e bending delle molecole di acqua è mostrato in Figura 2.1. 

 

 

Figura 2.1: modi vibrazionali delle molecole di acqua. (1) modo vibrazionale di stretching simmetrico; (2) modo di 
bending nel piano; (3) stretching asimmetrico. 

 

Lo stretching è la vibrazione del legame nel piano definito dalla molecola, in conseguenza del 

quale, la distanza interatomica varia “ritmicamente”: lo stretching può quindi essere simmetrico 

(in fase) o antisimmetrico (fuori fase). 

Il bending è una modalità di vibrazione in cui ciò che varia è l’angolo di legame: se la variazione 

avviene nel piano viene a volte definito scissoring e rocking, mentre se la vibrazione è fuori del 

piano, si parla di wagging e twisting. 

Il comportamento vibrazionale delle molecole può quindi essere descritto (in prima 

approssimazione) dalla legge di Hooke secondo la quale la frequenza di vibrazione 𝑣𝑖𝑏  è 

direttamente proporzionale alla costante di forza 𝑘 della molla e inversamente proporzionale alla 

massa ridotta µ: 

1 32
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  = (1/2𝜋)√𝑘/µ (2.1) 

con 

 µ =  𝑚1𝑚2/(𝑚1 +𝑚2) (2.2) 

e dove 𝑚1 e 𝑚2 rappresentano le masse dei corpi all’estremità della molla.  

Quando la frequenza di oscillazione della radiazione incontra la frequenza di vibrazione del 

gruppo funzionale di una molecola, si parla di risonanza e la radiazione può essere assorbita. 

Quando questo accade, il movimento vibrazionale di una parte della molecola viene sollecitato 

mentre la restante parte rimane inalterata.  

Ogni gruppo funzionale può quindi assorbire radiazioni infrarosse solo se di opportuna 

frequenza: la frequenza di assorbimento dipenderà dalla forza di legame e dalle masse degli atomi 

coinvolti nella vibrazione. Ogni molecola sarà quindi caratterizzata da un profilo spettrale 

caratteristico. 

Uno dei principali impieghi della spettroscopia infrarossa è infatti rivolto all’analisi qualitativa 

di materiali che assorbono una certa regione dello spettro elettromagnetico. Lo spettro infrarosso 

di un composto organico fornisce un'impronta digitale unica che è facilmente distinguibile dagli 

assorbimenti di tutti gli altri composti. Inoltre, l'elevata selettività del metodo consente spesso di 

identificare un analita in una miscela complessa senza la necessità di separazioni preliminari. 

Dalla spettroscopia infrarossa si possono ottenere anche informazioni quantitative: il numero 

di fotoni infrarossi assorbiti da una soluzione è proporzionale al numero di molecole attive 

all’infrarosso che hanno determinato tale assorbimento (legge di Lambert-Beer). 

2.2. Spettrometri a trasformata di Fourier (FTIR) 

Gli strumenti oggi utilizzati per acquisire uno spettro infrarosso sono tutti basati sulla 

tecnologia a trasformata di Fourier. Il principio di funzionamento di questi strumenti si basa 

sull’interferenza che si origina dall’interazione tra due fasci della stessa radiazione. La figura di 

interferenza è definita interferogramma e dipende dal diverso cammino dei due fasci in un 

particolare sistema di ottiche. In Figura 2.2 è mostrato l’interferometro di Michelson sul cui 

principio di funzionamento si basano i moderni strumenti FTIR.  
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Figura 2.2: rappresentazione schematizzata dell’interferometro di Michelson. 

 

Lo strumento è costituito da due specchi perpendicolari, uno dei quali è fisso, mentre l’altro 

si può muovere nella direzione perpendicolare al primo. Uno specchio semiriflettente, chiamato 

beamsplitter, divide il fascio proveniente dalla sorgente monocromatica (lunghezza d’onda ), tra 

il percorso dello specchio fisso e il percorso dello specchio mobile. I due fasci vengono riflessi dai 

due specchi e ritornano al beamsplitter dove avviene l’interferenza. Il 50% del fascio ricostruito è 

quindi trasmesso verso il detector prima di passare attraverso il campione in esame. 

 

 

Figura 2.3: Interferogramma ottenuto per (a) radiazione monocromatica e (b) radiazione policromatica. 

 

Se la differenza di percorso tra i due fasci è pari a 𝑛, con 𝑛 = 0, 1, 2 .. l’interferenza sarà di 

tipo costruttivo; se la differenza di percorso è pari a (𝑛 + 1/2), l’interferenza è invece di tipo 
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distruttivo. Il risultante profilo di interferenza è mostrato in Figura 2.3 per una sorgente 

monocromatica (a) e per una radiazione policromatica (b). Nel primo caso si ha semplicemente 

una funzione coseno, mentre nel secondo caso la figura di interferenza è molto più complicata 

come risultato di tutte le radiazioni provenienti dalla sorgente. 

L’intensità del segnale, 𝐼(), che arriva al detector è funzione della differenza di percorso, , 

tra i due raggi interferenti e della densità spettrale di potenza alla frequenza , 𝐵(), secondo 

l’equazione: 

 𝐼() = ∫ 𝐵()𝑐𝑜𝑠(
2𝜋

𝑐

+∞

0

)𝑑 (2.3) 

L’integrale dell’intensità per il ritardo  tra ±∞, è funzione della sola frequenza : 

 𝐵() = ∫ 𝐼()𝑐𝑜𝑠(
2𝜋

𝑐

+∞

−∞

)𝑑 (2.4) 

Queste due equazioni sono interconvertibili e sono conosciute come coppia di trasformazioni 

di Fourier: la prima descrive la variazione della densità di potenza come funzione della differenza 

di percorso, mentre la seconda descrive la variazione di intensità in funzione della frequenza.  

Lo spettro FTIR è il risultato dell’applicazione della trasformata di Fourier al profilo di 

interferenza generato da un fascio di luce che: 

a) prima di arrivare al detector passa attraverso un campione, 

b) che arriva al detector senza interagire con il campione.  

Dal raffronto tra le due figure di interferenza si ottiene lo spettro di assorbimento FTIR. 

2.3. Principali caratteristiche spettrali del mosto in 

fermentazione e del vino 

La spettroscopia FTIR è quindi una tecnica analitica di grande importanza che permette di 

ottenere informazioni strutturali su un gran numero di composti molecolari. Tra i principali 

vantaggi di questa tecnica vi sono la rapidità di analisi, l’alto grado di automazione e i costi 

moderati. La tecnica è inoltre non distruttiva e non richiede l’utilizzo di sostanze tossiche che 

solitamente sono impiegate nelle tecniche estrattive e cromatografiche. 

La grande varietà di strumenti oggi disponibili fa della spettroscopia IR una tecnica molto 

versatile capace di adattarsi a qualsiasi tipo di esigenza: strumenti portatili (Barnaba et al., 2014; 
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Cavaglia et al., 2019; GISHEN et al., 2008; Godelmann et al., 2010) e strumenti a sonda con fibra 

ottica (Cozzolino et al., 2006; GISHEN et al., 2008; Urtubia et al., 2004, 2008) rappresentano solo 

alcuni dei prodotti oggi disponibili, grazie ai quali poter monitorare un processo produttivo (analisi 

ON-line) e poter svolgere analisi in campo (analisi AT-line) (Marini, 2013). 

Grazie a queste caratteristiche la spettroscopia IR viene ampiamente utilizzata nell’industria 

alimentare e, con grande interesse, anche nel mondo dell’uva e del vino (Picó, 2012). Negli ultimi 

15 anni, il mercato delle analisi enologiche ha visto crescere il numero di strumenti basati su 

questa tecnologia, modificati in modo opportuno per adattarsi alle esigenze delle cantine e ai 

laboratori di analisi specializzati. 

Le informazioni contenute nel medio infrarosso forniscono infatti importanti informazioni 

qualitative e quantitative sul contenuto molecolare di un campione di vino/mosto. Grazie a 

questa tecnologia, è possibile monitorare l’evoluzione chimica indotta dai processi fermentativi 

(fermentazione alcolica e malolattica) che trasformano il succo d’uva in una bevanda alcolica. 

Le reazioni chimiche, fisiche e microbiologiche che avvengono durante la vinificazione hanno 

importanti effetti anche sul profilo spettrale del campione analizzato che sarà caratterizzato da 

bande di assorbimento diverse a seconda dello stato di avanzamento del processo vinicolo. 

Per meglio comprendere le evoluzioni spettrali che accompagnano il processo di 

trasformazione di uva in vino, in Figura 2.4 sono riportati gli spettri di assorbimento di un mosto 

in fermentazione (grado alcolico di 2% vol) e di un vino a fine fermentazione (13,5% vol). 

 

 

Figura 2.4: spettro di assorbimento di un mosto in fermentazione (curva nera) e di un vino a fine fermentazione (curva 
rossa). 

 

La figura permette di evidenziare le regioni spettrali che subiranno le principali variazioni il 

processo fermentativo. Di seguito si riportano gli intervalli spettrali di maggior interesse per lo 
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studio di un campione di mosto/vino (Bauer et al., 2008; Bevin et al., 2006, 2008; Cozzolino et al., 

2006; Croce et al., 2020; Fayolle et al., 1996; NIST Chemistry WebBook, n.d.; Patz et al., 2004): 

• 950-1200 cm-1: il profilo di assorbimento di un mosto è caratterizzato da un’ambia banda a 4 

punte dovuta ai segnali di stretching C-O-H e C-O-C delle molecole di glucosio (1030 cm-1) e 

fruttosio (1060 cm-1). Lo spettro di un campione di vino è invece caratterizzato da due picchi 

ben definiti a 1045 e 1087 cm-1 dovuti al modo di stretching C-O-H delle molecole di etanolo; 

• 1200 – 1500 cm-1: questa regione è caratterizzata dai modi di bending dei legami C-O-H di 

composti alcolici e acidi carbossilici e dal bending dei -C-H alifatici; 

• 1535-1700 cm-1: banda intesa e negativa dovuta ai modi di bending delle molecole di acqua. 

Il valore negativo degli assorbimenti registrati è dovuto al fatto che a parità di volume un 

campione di vino/mosto contiene meno acqua rispetto alla soluzione di background (soluzione 

acquosa); 

• 1700-1900 cm-1: è la regione dei doppi-legame caratterizzata dai segnali di stretching C=0 di 

composti carbonilici e carbossilici (zuccheri e acidi organici); 

• 2298-2372 cm-1: regione caratterizzata dal modo di stretching asimmetrico delle molecole di 

CO2; 

• 2800-3050 cm-1: dove sono presenti i segnali dei modi di stretching -C-H simmetrico e 

asimmetrico dei gruppi CH3 e CH2. 

Nelle successive trattazioni (Capitolo 5) è stato deciso di non considerare la regione 1035-

1700 cm-1 dove cadono i segnali di bending delle molecole di acqua in quanto ritenuta 

potenzialmente dannosa per il corretto sviluppo dei modelli di calibrazione. Anche il picco di 

assorbimento della CO2 (2298-2372 cm-1) non è stato considerato nello sviluppo dei metodi 

predittivi di analisi. 
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I metodi di riferimento di analisi si basano sulla misura di una proprietà chimica o fisica del 

campione che è direttamente correlata alla concentrazione della sostanza che si vuole 

determinare. Ad esempio, nel caso della spettroscopia UV-Vis, questa relazione è basata sulla 

legge empirica di Lambert-Beer che lega la quantità di luce assorbita da una sostanza alla sua 

concentrazione in soluzione. La concentrazione della sostanza di interesse per un campione 

incognito, viene calcolata mediante equazione della retta di taratura (determinata in fase di 

validazione del metodo) una volta conosciuto il valore di assorbanza alla lunghezza d’onda 

definita dal metodo. Tale retta di taratura viene determinata utilizzando soluzioni standard a 

concentrazione nota e l’equazione risultante viene ottenuta per interpolazione dei punti di un 

grafico “assorbanza contro concentrazione” mediante il metodo dei minimi quadrati lineare. 

Questo è l’approccio univariato più comunemente usato in chimica analitica per la 

quantificazione delle sostanze presenti in un campione mediante tecniche spettroscopiche.  

Per il corretto utilizzo di questo metodo è necessario che l’effetto matrice sia trascurabile e 

che le soluzioni standard utilizzate abbiano caratteristiche chimico-fisiche simili a quelle del 

campione in analisi. In molti casi è pertanto necessario pretrattare chimicamente i campioni per 

estrarre le sostanze di interesse e ridurre gli effetti matrice. Da considerare che esistono metodi 

che tengono conto dell’effetto matrice come il metodo dello standard interno o il metodo delle 

aggiunte standard, tutti metodi comunque basati sulla misura di una singola proprietà del 

campione (misura dell’assorbanza ad una determinata lunghezza d’onda) (Skoog et al., 2013). 

L’utilizzo di un approccio univariato quando le assorbanze vengono misurate nel medio 

infrarosso (MIR, 200 – 4000 cm-1) non risulta il più conveniente. Non sempre è possibile, infatti, 

individuare il massimo di assorbimento per la corretta applicazione della legge di Lambert-Beer. 

Soprattutto nel caso di matrici molto complesse come mosto e vino, l’informazione di interesse 

potrebbe essere interferita o nascosta da assorbimenti più intensi. 

Un approccio di tipo multivariato permette di superare molte di queste difficoltà in quanto 

consente di ricercare le informazioni di interesse in tutto il range spettrale investigato, 

considerando il segnale nel suo insieme come “impronta digitale” del campione in analisi. 

Attraverso metodi matematico-statistico è possibile estrapolare l’informazione rilevante 

separandola da rumore o assorbimenti interferenti senza ricorrere al pretrattamento chimico del 

campione a monte dell’analisi strumentale. 

Le informazioni contenute nella regione spettrale del medio infrarosso possono essere 

utilizzate per predire la concentrazione di analiti di interesse in numerosi campi di applicazione, 

tra cui il settore enologico. L’analisi multivariata permette di costruire modelli di calibrazione in 

grado di predire le caratteristiche compositive del vino quando esso viene analizzato mediante 

spettroscopia infrarossa.  
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Per creare un modello di calibrazione con approccio multivariato è necessario avvalersi di una 

banca dati dove sono contenute le informazioni di un grande numero di campioni. Ciascun 

campione sarà caratterizzato da due tipi di informazione: 

1. Informazione spettrale che comprende i valori di assorbanza acquisiti nella regione spettrale 

selezionata (medio infrarosso, ad esempio); 

2. informazione chimica relativa alla concentrazione degli analiti di interesse ottenuta mediante 

metodiche di riferimento (dati primari). 

Attraverso l’approccio multivariato è possibile combinare questi due tipi di informazione e 

sviluppare modelli di calibrazione che saranno utilizzati per predire la concentrazione di un analita 

in un campione incognito mediante la sola acquisizione dello spettro nella regione di interesse.  

Lo sviluppo di un modello robusto e affidabile avviene attraverso una precisa sequenza di 

operazioni che prevedono l’utilizzo di specifici algoritmi matematico-statici. In Figura 3.1 viene 

schematizzata la sequenza di passaggi che è stata utilizzata per lo sviluppo dei modelli predittivi 

descritti nel presente lavoro di ricerca. 

A valle dell’acquisizione dei dati, il primo passo della procedura prevede la costruzione della 

matrice dei dati in cui ciascuna riga corrisponde ad un singolo campione, mentre in colonna si 

riportano le assorbanze per le frequenze acquisite tra 950 e 3050 cm-1. Una colonna aggiuntiva è 

stata inoltre utilizzata per riportare i valori di riferimento (determinati con metodi ufficiali di 

analisi) dei parametri enologici di interesse relativi a ciascun campione.  

Successivamente, l’analisi esplorativa, realizzata mediante analisi delle componenti principali 

(PCA), ha permesso di studiare i dati nel loro complesso e di individuare eventuali campioni 

anomali che devono essere rimossi prima di procedere oltre. Questo tipo di analisi sarà descritta 

in modo dettagliato nel Paragrafo 3.1. 

Il dato spettrale grezzo è stato quindi pretrattato attraverso l’applicazione di diverse 

trasformazioni matematiche (Paragrafo 3.6): il pretrattamento matematico dei segnali 

spettroscopici è una pratica molto utilizzata in chemiometria per esaltare l’informazione di 

interesse ed eliminare completamente o in modo parziale alcune caratteristiche spettrali 

indesiderate. 

Al fine di migliorare la bontà predittiva dei modelli di calibrazione, uno degli step più 

importanti di tutta la procedura riguarda la selezione di variabili, eseguita mediante algoritmi 

genetici (Paragrafo 3.7) che come vedremo permettono di scartare le variabili meno informative 

conservando solo quelle che presentano elevata correlazione con il parametro di interesse. Al 

centro della procedura di sviluppo del metodo analitico si colloca la costruzione di modelli di 

calibrazione realizzata mediante applicazione del metodo dei minimi quadrati parziali (PLSR), 

argomento che sarà trattato nel Paragrafo 3.2. 
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Diagramma di flusso per lo sviluppo di modelli 

chemiometrici 

 

Figura 3.1 Diagramma di flusso per la costruzione e validazione dei modelli di calibrazione multivariata. 

 

Prima di applicare l’algoritmo PLSR è tuttavia necessario separare i campioni in due set distinti: 

il set di calibrazione sarà utilizzato per costruire i modelli di calibrazione mentre il set di 

validazione verrà utilizzato per validarli. Questo passo della procedura è strettamente necessario 
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per costruire modelli affidabili e robusti. A tale scopo è stato utilizzato l’algoritmo di Kennard-

Stone (Kennard & Stone, 1969) che permette di selezionare i campioni in modo omogeneo nello 

spazio multivariato (Paragrafo 3.3).  

In una fase di ottimizzazione del modello, i risultati ottenuti a valle del modellamento 

matematico sono stati confrontati con i relativi metodi di riferimento di analisi. In base a questo 

confronto sono stati quindi scelti i modelli predittivi migliori da utilizzare per la determinazione 

di ciascun parametro enologico. 

Riassumendo, la strategia di sviluppo del metodo analitico ha previsto l’analisi della matrice 

dei dati per rimuovere campioni anomali e variabili non informative. Il dato spettroscopico è stato 

pretrattato secondo diversi approcci che consentono di aumentare il rapporto segnale-rumore 

(S/N), enfatizzare l’informazione di interesse e rimuovere segnali additivi e/o drift. Il modello 

finale è infine ottenuto mediante applicazione del metodo dei minimi quadrati parziali (PLSR) e 

validato sui campioni incogniti del set di validazione. 

Di seguito alcune precisazioni:  

a) i campioni sono stati suddivisi in base al tipo di matrice e per ciascuno di essi è stato creato un 

modello separato; 

b) Per la determinazione del grado alcolico, acidità totale e zuccheri totali sono stati creati due 

modelli separati: un modello per mosti in fermentazione e vini finiti e un secondo modello per 

vini passito. In questo ultimo caso è stato utilizzato un metodo di preprocessamento specifico, 

l’orthogonal signal correction, che permette di superare le difficoltà legate alla complessità 

della matrice permettendo di enfatizzare le informazioni spettrali maggiormente correlate alla 

variabile risposta (S. Wold et al., 1998); 

c) La determinazione degli zuccheri totali in mosti e vini finiti ha richiesto la divisione del range 

di concentrazione in due separati intervalli, uno ad alta concentrazione (10-300 g/L) e uno a 

bassa concentrazione (<10 g/L). 

Nei successivi paragrafi le matrici verranno indicate con lettere maiuscola in grassetto, i vettori 

in carattere minuscolo e grassetto, mentre i coefficienti con lettere minuscole in carattere 

standard. 
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3.1. Analisi delle componenti principali – Principal 

Component Analysis (PCA) 

L’analisi delle componenti principali (Principal Component Analysis, PCA) è una tecnica di 

analisi multivariata proposta da Karl Pearson nel 1901 e successivamente sviluppata da Harold 

Hotelling nel 1933. La PCA può essere definita come “la madre di tutti i metodi di analisi 

multivariata” (Kurt & Peter Filzmoser, 2009) in quanto consente, come tecnica di analisi 

esplorativa, di visualizzare i dati nel loro complesso, evidenziando caratteristiche che non 

sarebbero direttamente accessibili con l’approccio univariato.  

La PCA è uno strumento che permette di individuare relazioni tra campioni, tra questi e le 

variabili e di stimare il grado di correlazione esistente tra esse. Consente, inoltre, di studiare un 

fenomeno che varia nel tempo e questo aspetto sarà di fondamentale importanza per la 

costruzione e consultazione di carte di controllo multivariate.  

Da un punto di vista geometrico la PCA corrisponde ad una rotazione dello spazio multivariato 

nella direzione di massima varianza, ovvero nella direzione lungo la quale è distribuita la maggior 

parte dell’informazione. In questo modo vengono definite nuove variabili, tra loro ortogonali e 

chiamate componenti principali (PC), caratterizzate dal fatto di spiegare una percentuale di 

varianza decrescente. La PCA conserva tutta l’informazione iniziale contenuta nei dati ma se 

vengono prese in considerazione un minor numero di componenti operiamo una riduzione di 

dimensionalità, rinunciando a parte di quella informazione. Attraverso la creazione di un sub-

spazio con un ridotto numero di componenti, lungo le quali è distribuita la maggior parte della 

varianza, possiamo eliminare l’informazione inutile o ridondante.  

Una volta individuate le direzioni degli assi del nuovo sistema di riferimento ogni oggetto verrà 

proiettato nel subspazio delle componenti. Le coordinate degli oggetti sono individuate dalla 

combinazione lineare delle coordinate iniziali: 

 𝑡𝑖1 = 𝑥𝑖1𝑝11 + 𝑥𝑖2𝑝21 + ∙∙∙ 𝑥𝑖𝑗𝑝𝑗1 +∙∙∙  𝑥𝑖𝑀𝑝𝑀1 =  𝑖 ∙ 𝒑1 (3.1) 

 con 𝑖 = 1, 𝑁 e 𝑗 = 1,𝑀  

dove 𝑡𝑖1 rappresenta la coordinata dell’oggetto i-esimo lungo la prima componente espressa 

come combinazione lineare delle variabili 𝑥𝑖𝑗  pesate per i coefficienti 𝑝1 che dipendono 
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dall’angolo di rotazione degli assi del nuovo sistema di riferimento. In forma matriciale la 

precedente espressione diventa: 

 𝒕𝑎 = 𝑿 · 𝒑𝑎 (3.2) 

dove 𝒕𝑎 e 𝒑𝑎 vengono definiti vettore degli score e vettore dei loading per la a-esima componente 

principale, rispettivamente. 

In Figura 3.2 è rappresentato un sistema simulato costituito da 22 campioni descritti da tre 

variabili, X1, X2, X3. Le linee blu e rossa identificano le direzioni lungo le quali è distribuita la 

maggior parte dell’informazione. Il piano definito dalle due rette ortogonali è il piano delle 

componenti principali PC1 e PC2. Ogni oggetto dello spazio tridimensionale verrà quindi 

proiettato nello spazio delle PC: le coordinate di ogni oggetto nel nuovo sistema di assi è definito 

dal vettore degli score. Ad esempio, l’oggetto i-esimo rappresentano in figura, è individuato nel 

piano delle PC dalle coordinate (𝑡𝑖1, 𝑡𝑖2). 

In questo esempio si evince come l’utilizzo di sole due variabili sia sufficiente per spiegare 

l’informazione rilevante contenuta nel dato iniziale. In particolare, la direzione individuata da PC2 

permette di separare i campioni verdi dai campioni rossi. 

 

 

Figura 3.2: rappresentazione grafica del significato geometrico dell’analisi alle componenti principali 

 

L’analisi delle componenti principali può essere formulata come un problema di 

massimizzazione vincolata, dove 𝒑𝑎 è soggetto ai vincoli di normalizzazione 𝒑𝑎
𝑇𝒑𝑎 = 1 e 

ortogonalità 𝒑𝑎
𝑇𝒑𝑏 = 0. In base alle considerazioni precedenti, l’espressione che deve essere 

massimizzata è la varianza del vettore degli score 𝒕𝑎, 𝑣𝑎𝑟(𝒕𝑎), con 𝑎 = 1…𝑀: 

 𝑣𝑎𝑟(𝒕𝑎) = (𝑿𝒑𝑎)
𝑇(𝑿𝒑𝑎) = 𝒑𝑎

𝑇𝑿𝑇𝑿𝒑𝑎 = 𝒑𝑎
𝑇  𝑐𝑜𝑣(𝑿)𝒑𝑎 (3.3) 

dove 𝑿𝑇𝑿 =  𝑐𝑜𝑣(𝑿), assumendo che la matrice sia stata medio-centrata lungo le colonne.  
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La precedente equazione può essere semplificata come un problema agli autovalori: 

 𝑐𝑜𝑣(𝑿)𝒑𝑎 = 𝝀𝑎𝒑𝑎 (3.4) 

dove 𝝀𝑎 sono gli autovalori che descrivono la varianza associata a ciascuna componente, e 𝒑𝑎 

sono gli autovettori corrispondenti che definiscono le direzioni del nuovo sistema di riferimento. 

In base a queste considerazioni, i loadings non sono altro che i vettori che diagonalizzano la 

matrice di covarianza di 𝑿, ovvero i suoi autovettori.  

Poiché la PCA conserva tutta l’informazione originaria, la somma degli autovalori 𝝀𝑎, quando 

𝑎 =  𝑀, è uguale alla varianza della matrice 𝑿: 

 ∑ 𝝀𝑎
𝑎

=  𝑣𝑎𝑟(𝑿) (3.5) 

La matrice degli score può quindi essere calcolata mediante la seguente espressione: 

 𝑻(𝑁×𝑎) = 𝑿(𝑁×𝑀) · 𝑷(𝑀×𝑎) (3.6) 

Il vincolo di ortonormalità dei loadings permette di invertire precedente espressione e di 

ricostruire la matrice 𝑿 una volta calcolata la matrice 𝑻: 

 𝑿(𝑁×𝑀) = 𝑻(𝑁×𝑎) · 𝑷(𝑎×𝑀)
𝑇  (3.7) 

Nel caso in cui vengano ritenute un numero di componenti minori rispetto al numero di 

variabili originarie ( 𝑎 = 𝐴 < 𝑀), parte dell’informazione originaria viene eliminata. La matrice 𝑿 

ricostruita partendo da un subspazio definito da 𝐴 componenti principali è quindi 

un’approssimazione della matrice dei dati originaria, ovvero una matrice che è stata “ripulita” da 

quella parte di informazione non utile o ridondante: 

 𝑿𝑎𝑝𝑝𝑟 = 𝑻 · 𝑷𝑇 𝑿 = 𝑻 · 𝑷𝑇  +  𝑬 𝑬 = 𝑿 − 𝑿𝑎𝑝𝑝𝑟  (3.8) 

dove 𝑬(𝑁×𝑀) prende il nome di matrice dei residui dalla cui analisi è possibile individuare campioni 

o variabili anomale. 

L’analisi delle componenti principali è di fondamentale importanza per studiare sistemi 

complessi ed è molto utilizzata in chimica degli alimenti. Di seguito, viene proposta come valido 

strumento nello studio dell’evoluzione di un processo fermentativo. Più in dettaglio, in Figura 3.3 
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vengono mostrati, a titolo esemplificativo, i risultati della PCA condotta su due tipologie di vino 

monitorati nel tempo, durante i processi di fermentazione alcolica e malolattica. Lo score plot di 

Figura 3.3.A permette di evidenziare similarità e/o dissimilarità tra campioni e, per questo caso 

studio, aiuta a descrive l’evoluzione del processo fermentativo: i campioni si distribuiscono 

secondo l’ordine temporale lungo PC1 (da destra verso sinistra), mentre in PC2 i campioni si 

separano in base alla tipologia di vino (bianco o rosso).  

 

 

Figura 3.3: A) Score plot di 2 tipologie di vino monitorati durante la vinificazione; B) Loading plot delle prime due 
componenti principali. C) Grafico del loading per PC1 in funzione delle frequenze 950-1550 cm-1; D) Grafico del loading 
per PC2 in funzione delle frequenze di assorbimento 950-1550 cm-1. 

 

In Figura 3.3.B viene mostrato il loading plot che premette di studiare la relazione esistente 

tra le variabili originarie, e tra queste e le componenti principali. Campioni con valori positivi di 

PC1 presentano elevate concentrazioni di acido malico, acido tartarico e zuccheri totali; campioni 

con valori negativi di PC1 presentano invece elevate quantità di acido lattico, alcol etilico ed 

acidità volatile.  

Ad inizio fermentazione i campioni sono caratterizzati da alti valori di acido malico e zuccheri 

totali, mentre dopo l’inoculo di lieviti e batteri malolattici, si registra un graduale aumento di alcol 

etilico e acido lattico. 
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La separazione dei campioni lungo PC2 è invece legata all’acidità del campione analizzato. Dal 

loading plot si evince che campioni ad alti valori di PC2 presentano un pH più elevato ed una 

minore asprezza: le due variabili sono infatti negativamente correlate come già accennato nei 

capitoli introduttivi. 

La corretta interpretazione del processo fermentativo mediante PCA è un perfetto esempio di 

come un sistema multivariato possa essere descritto da un semplice grafico bidimensionale in cui 

viene rappresentata tutta l’informazione di interesse enologico. 

Occorre precisare che nel caso si voglia monitorare l’evoluzione del processo fermentativo 

mediante spettroscopia nel medio infrarosso l’utilizzo di un grafico come quello riportato in 

Figura 3.3.B risulta poco efficace. Molte più informazioni possono essere ottenute se i loading 

vengono plottati in funzione della lunghezza d’onda come mostrato in Figura 3.3.C,D. 

In questo modo è possibile individuare le regioni spettrali in cui si osservano le principali 

variazioni del segnale di assorbanza. Nel caso del processo di fermentazione precedentemente 

mostrato, le variazioni più rilevanti vengono registrate nella regione 1000-1150 cm-1 dove cadono 

i segnali di stretching asimmetrico dei gruppi C—O di gruppi alcolici primari, secondari e terziari, 

in accordo con la trasformazione di zucchero in alcol etilico. 

3.2. Metodo dei minimi quadrati parziali – Partial 

Least Square Regression (PLSR) 

I modelli di calibrazione discussi nel presente lavoro di tesi sono stati costruiti mediante il 

metodo dei minimi quadrati parziali a cui si fa riferimento con l’acronico PLSR, Partial Least Square 

Regression. Il metodo è stato originariamente sviluppato nel 1975 dallo statistico Herman Wold 

e successivamente sviluppato in ambito chemiometrico da suo figlio Svante Wold. Nonostante 

PLSR oggi venga ampiamente utilizzato, fino ai primi anni ’90 era poco conosciuta dagli statistici 

e raramente utilizzata per risoluzione di problemi di chimica analitica (S. Wold et al., 2001). 

Le principali caratteristiche della tecnica PLSR sono riassunte di seguito: 

• PLSR è un metodo di calibrazione lineare molto potente, insensibile alla collinearità tra le 

variabili  

• Il modello risultante permette di predire la proprietà 𝑦 di un campione incognito utilizzando 

le variabili originarie 

• Il modello ottenuto è caratterizzato da coefficienti di regressione 𝑏1, 𝑏2, . . . 𝑏𝑚 e dal termine 

noto 𝑏0  
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• Analogamente alla PCA è possibile visualizzare i campioni in uno score plot e studiare le 

relazioni tra variabili esplicative e variabile risposta nel loading plot. 

• La complessità del modello di calibrazione è determinata dal numero di variabili latenti, 

considerate come significative nel modello finale, che deve essere scelto per ottenere le 

performance predittive migliori. 

Il fondamento principale di PLSR è la ricerca di variabili di compromesso rilevanti sia per 

l’interpretazione del blocco 𝑋 che per la predizione della variabile 𝑦 in accordo con il concetto 

statistico di covarianza. In altri termini, PLSR individua le direzioni di massima covarianza tra score 

e variabile dipendente (“Chemometrics in Food Chemistry,” 2019). Questo corrisponde a 

sviluppare un modello bilineare che può essere matematicamente riassunto come: 

 𝑿 =  𝑻𝑷𝑇  +  𝑬𝑋 (3.9) 

   =  ̂  + 𝒆𝑌 = 𝑻𝒄 + 𝒆𝑌 (3.10) 

La covarianza rappresenta una perfetta misura dell’interrelazione da usare per la 

ricerca/definizione delle variabili latenti in PLSR. La direzione lungo la quale giace la prima 

componente PLSR è quindi definita dal versore 𝒘1 tale per cui: 

 𝑚𝑎𝑥𝑤1
[𝑐𝑜𝑣(𝒕1,  )] = 𝑚𝑎𝑥𝑤1

(𝒕1
𝑇 ) (3.11) 

dove 

 𝒕1 = 𝑿𝒘1 (3.12) 

PLSR assume che la regressione tra il blocco dipendente e indipendente si verifichi a livello 

degli score. Conseguentemente, mediante metodo dei minimi quadrati lineare OLSR (Ordinary 

Least Square Regression), viene calcolato il coefficiente 𝑐1che definisce la regressione tra 𝒕1 e  : 

 𝑐1 =
 𝑇𝒕1

𝒕1
𝑇𝒕1

 (3.13) 

Una volta individuata la direzione della prima componente, mediante uno step di deflazione 

viene eliminata la porzione di varianza spiegata dal primo fattore. Il secondo fattore viene 

individuato con la medesima procedura che viene applicata alla matrice dei dati deflazionata. In 
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particolare, lo step di deflazione per la matrice 𝑿 comporta il calcolo di un secondo set di 

coefficienti, 𝒑: 

 𝒑1 =
𝑿𝑇𝒕1

𝒕1
𝑇𝒕1

 (3.14) 

mediante i quali viene calcolata la matrice deflazionata 𝑬𝑋,1: 

 𝑬𝑋,1 = 𝑿 − 𝒕1𝒑1
𝑇 (3.15) 

che contiene l’informazione residua di 𝑿 dopo la deflazione.  

Anche per la variabile dipendente viene seguita la stessa procedura di deflazione con la quale 

si ottiene il vettore deflazionata 𝒆𝑦,1: 

 𝒆𝑦,1 =  − 𝑐1𝒑1
𝑇 (3.16) 

Dopo lo step di deflazione, è possibile determinare una seconda componente PLSR risolvendo 

un problema ai minimi quadrati dove 𝑿 e   vengono sostituite con le loro versioni deflazionate 

𝑬𝑋,1e 𝒆𝑦,1. Verranno quindi calcolati i vettori 𝒕2 e 𝒘2, e un secondo set di coefficienti 𝑐. 

Il processo si arresta fino ad un desiderato numero di componenti 𝐴 e una volta terminato il 

processo iterativo possiamo definire le seguenti matrici: 

• Matrice degli score:  𝑻 = [𝒕  𝒕2  ∙ ∙ ∙  𝒕𝐴] 

• Matrice dei pesi: 𝑾 = [𝒘  𝒘2  ∙ ∙ ∙  𝒘𝐴]  

• Matrice dei loading: 𝑷 = [𝒑  𝒑2  ∙ ∙ ∙  𝒑𝐴] 

• Vettore dei coefficienti OLSR: 𝒄 = [𝑐  𝑐2  ∙ ∙ ∙  𝑐𝐴] 

In PLSR risulta utile formulare una relazione matematica che leghi la matrice degli score 𝑻, 

direttamente a 𝑿: 

 𝑻 = 𝑿𝑹 (3.17) 

In particolare, si dimostra che la matrice dei coefficienti 𝑹 può essere ottenuta dalla matrice 

dei loading e dalla matrice dei pesi secondo la relazione: 

 𝑹 = 𝑾(𝑷𝑇𝑾)−  (3.18) 
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Poiché il valore della variabile risposta può essere predetto dagli scores PLSR come: 

 
 =  ̂ + 𝒆𝑦 = 𝑻𝒄 + 𝒆𝑦 

 ̂ è il vettore predetto dal modello PLSR 
(3.19) 

è possibile esprimere il modello lineare in termini dei predittori originari combinando le 

precedenti equazioni: 

  ̂ = 𝑻𝒄 = 𝑿𝑹𝒄 = 𝑿𝑾(𝑷𝑇𝑾)−1𝒄 = 𝑿𝒃𝑃𝐿𝑆 (3.20) 

dove abbiamo definito il vettore 𝒃𝑃𝐿𝑆 dei coefficienti PLSR come: 

 𝒃𝑃𝐿𝑆 = 𝑾(𝑷𝑇𝑾)−1𝒄 (3.21) 

Questo set di coefficienti permette di predire il valore della variabile risposta per un campione 

incognito a partire dai valori misurati per i predittori   secondo l’equazione: 

 �̂�𝑖𝑛𝑐 =  𝑖𝑛𝑐𝒃𝑃𝐿𝑆 (3.22) 

dove �̂�𝑖𝑛𝑐  è la variabile risposta predetta per il campione incognito. 

Nel nostro caso la variabile risposta 𝑦 corrisponde al valore di una grandezza enologica 

misurata sperimentalmente con metodi di analisi ufficiali, mentre il vettore   corrisponde 

all’insieme degli assorbimenti alle diverse lunghezze d’onda acquisite nel medio infrarosso tra 

950 e 3050 cm-1.  

Di seguito, viene proposto un modello di calibrazione per la predizione del grado alcolico in 

matrici enologiche. Più in dettaglio, in Figura 3.4. vengono mostrati, a titolo esemplificativo, i 

risultati PLSR per la predizione del contenuto di etanolo in campioni di vino e mosto in 

fermentazione.  

In Figura 3.4.A è mostrato lo score plot dei primi due fattori PLSR: il primo fattore permette di 

descrivere il 92% della varianza del blocco 𝑋 e il 67% della variabilità in 𝑦; il secondo fattore invece 

descrive il 7% dell’informazione spettrale e il 33% della varianza in 𝑦. La ritenzione dei primi due 

fattori è quindi sufficiente per spiegare la maggior parte dell’informazione contenuta nella 

matrice dei dati.  

In Figura 3.3.B sono mostrati i coefficienti di regressione PLSR calcolati sulla base 

dell’Equazione 3.21. Il grafico dei coefficienti presenta picchi pronunciati in corrispondenza dei 

segnali di assorbimento delle molecole di etanolo come conseguenza del fatto che un aumento 
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del contenuto alcolico è accompagnato da un aumento di intensità per i segnali a 1045 cm-1 

(stretching C-O-H) e 2981 cm-1 (stretching -C-H).  

 

 

Figura 3.4: (A) score plot per i primi due fattori PLSR dove i campioni sono colorati in base al contenuto alcolico (giallo 
per alcol < 6% vol, grigio per 6% vol < alcol < 12% vol, rosso per alcol > 12% vol); (B) valore dei coefficienti di regressione 
calcolati per ogni variabile spettrale utilizzata nel modello predittivo; (C) confronto fra valore predetto e valore di 
riferimento per il grado alcolico; (D) grafico dei residui autoscalati di predizione in funzione del valore di riferimento. 

 

In Figura 3.4.C viene mostrato il grafico che riporta i valori predetti dal modello PLSR in 

funzione dei valori di riferimento, mentre in Figura 3.4.D  è riportato il grafico dei residui di 

predizione autoscalati (calcolati sulla base dell’Equazione 3.19) in funzione del valore di 

riferimento. Questi ultimi due grafici permettono di evidenziare le performance predittive dei 

modelli PLSR quando sono applicati ai campioni “incogniti” del set di validazione (la variabile 

risposta per i campioni del test set è in realtà conosciuta e viene utilizzata solo come riferimento 

per la validazione del modello predittivo). 
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3.3. Strategie di validazione e figure di merito 

Il principale obiettivo della validazione è quello di valutare le performance di un modello 

predittivo quando esso viene utilizzato per studiare campioni incogniti.  

Per il corretto sviluppo di un modello di calibrazione è necessario dividere i campioni in due 

dataset distinti che verranno utilizzati separatamente per costruire e validare il modello PLSR. Il 

primo dataset prende il nome di training set o set di calibrazione ed è genericamente costituito 

da un numero sufficientemente elevato di campioni (spesso equivalente al 75% dei campioni 

totali) che saranno utilizzati per costruire il modello predittivo. Il secondo dataset, costituito dalla 

restante parte dei campioni (il 25% nel caso in cui avessimo usato per il training set il 75%), è 

chiamato test set o set di validazione e consente di testare le capacità predittive del modello 

quando questo viene applicato su campioni non utilizzati nello sviluppo e ottimizzazione del 

modello stesso. Il valore della variabile risposta è noto anche per i campioni del test set e questo 

permette di valutare in modo corretto le performance del modello prima dell’applicazione su 

campioni reali. 

 In questo lavoro di tesi, la divisione in training set e test set è stata effettuata mediante 

algoritmo di Kennard-Stone, una strategia di ripartizione uniforme che permette di selezionare i 

campioni in modo omogeneo da tutto lo spazio multivariato. Un’accurata divisione dei campioni 

in training e test set permette di ridurre la probabilità di introdurre bias nel modello predittivo 

consentendo di sviluppare modelli più robusti e affidabili. 

Per ottimizzare il metodo e quindi decidere la complessità ottimale del modello di calibrazione 

(numero 𝐴 di variabili latenti ritenute in PLSR), è stata applicata una strategia di validazione 

interna al training set che prende il nome di cross-validazione. In letteratura sono disponibili 

numerose strategie di cross-validazione (Kurt & Peter Filzmoser, 2009; A. C. Olivieri & Faber, 

2009); in questo lavoro gli n oggetti del training set sono stati ripartiti in 𝐺 “gruppi di 

cancellazione” e all’interno di ciascun gruppo, 𝑘 campioni (con 𝑘 =  𝑛/𝐺) vengono scelti per 

testare il modello costruito con i restanti 𝑛 − 𝑘. Al fine di comprendere la bontà dei modelli 

costruiti e procedere con l’ottimizzazione della loro complessità in termini di numero di variabili 

latenti, è possibile avvalersi di figure di merito. Più in dettaglio, per ciascun sottogruppo viene 

calcolato il valore di RMSECV (Root Mean Square Error in Cross-Validation), ovvero la radice 

quadrata del quadrato della media dei residui in cross-validazione: 

 𝑅𝑀𝑆𝐸𝐶𝑉 = √
∑ (𝑦𝑖 − �̂�𝑖)

2𝑁
𝑖=1

𝑁
 (3.23) 
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dove  �̂�𝑖 e 𝑦𝑖  sono il valore vero e il valore predetto in cross-validazione della variabile risposta, 

rispettivamente.  

Questa procedura viene ripetuta per modelli con dimensionalità crescente e per ciascun di 

essi viene calcolato l’RMSECV. Il grafico che riporta il valore di RMSECV contro il numero di fattori 

ritenuti in PLSR, permette di scegliere la complessità ottimale del modello di calibrazione evitando 

problemi di overfitting/underfitting (Figura 3.5).  

In generale possiamo dire che più un modello è complesso, più sarà capace di descrivere 

(fittare) il dato del training set. L’errore di predizione calcolato considerando i campioni di training 

(RMSEC, Root Mean Square Error in Calibration) tenderà sempre a diminuire all’aumentare della 

complessità del modello di calibrazione, così come aumenterà la varianza cumulata spiegata dalle 

variabili latenti. Un modello con dimensionalità elevata potrebbe fittare qualsiasi tipo di dato con 

piccole deviazioni tra il dato sperimentale e quello modellato. Tuttavia, un modello così costruito, 

anche se in grado di descrivere perfettamente il training set, risulterebbe inefficace nel descrivere 

il comportamento di un campione incognito. In questo caso parliamo di overfitting, ovvero di un 

modello troppo aderente ai dati di training (anche per la loro componente di infomazione spuria) 

che non possiede sufficiente generalizzazione. Contrariamente, un modello a bassa complessità 

sarà affetto da una scarsa capacità di descrivere sia il dato di calibrazione che di cross-validazione 

e questa eccessiva generalizzazione prende il nome di underfitting. 

Alla luce di queste considerazioni, risulta chiara la necessità di una strategia di cross-

validazione in quanto è l’RMSECV che permette di operare una scelta più corretta della 

complessità del modello. Il grafico di Figura 3.5 presenta un punto di minimo in corrispondenza 

del numero di variabili latenti ottimali. Nel caso di più punti di minimo occorre operare una scelta 

basata sulla conoscenza del problema in esame. Molto spesso è più conveniente scegliere il primo 

punto di minimo locale piuttosto che il minimo assoluto in quanto ciò consente di costruire 

modelli più semplici e robusti. 

Analogamente alle definizioni di RMSEC e RMSECV è possibile definire l’errore quadratico 

medio di predizione, RMSEP (Root Mean Square Error in Prediction), come: 

 𝑅𝑀𝑆𝐸𝑃 = √
∑ (𝑦𝑖 − �̂�𝑖)

2𝑁
𝑖=1

𝑁
 (3.24) 

dove  �̂�𝑖 e 𝑦𝑖  sono il valore vero e il valore predetto della variabile risposta, rispettivamente, per 

il set di validazione.  

A differenza di RMSEC e RMSECV, che vengono definiti a partire dal set di calibrazione, RMSEP 

rappresenta una misura dell’errore medio commesso dal modello quando viene utilizzato in 
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predizione su un set di campioni indipendenti (test set) e fornisce importanti indicazioni sulle reali 

capacità predittive del modello.  

 

 

Figura 3.5: il grafico riporta una generica curva di variazione dell’errore di calibrazione e cross-validazione all’aumentare 
del numero di variabili latenti. Con un ridotto numero di fattori il modello sarà affetto da un’eccessiva generalizzazione 
e non sarà in grado di fittare il dato analitico (caso A). Contrariamente, un’elevata complessità determinerà una 
diminuzione del solo RMSEC e quindi solo un apparente miglioramento delle capacità descrittive del modello (caso C). 
La dimensionalità ottimale viene scelta in corrispondenza del punto di minimo nella curva RMSECV (caso B). 

 

Un’altra figura di merito di interesse chemiometrico è il coefficiente di determinazione R2 che 

è definito come la porzione di varianza del valore di riferimento che può essere spiegata dalla 

curva di calibrazione (retta di calibrazione nel caso di metodi lineari come PLSR) (Naes et al., 

2004). In base alla definizione, R2 può essere formulato come: 

 R2 =
ESS

TSS
= 1 − 

RSS

TSS
 (3.25) 

dove: 

• 𝐸𝑆𝑆 = ∑ (�̂�𝑖  −  �̅�)
2𝑁

𝑖  è la devianza spiegata dal modello (Explained Sum of Squared) 

• 𝑇𝑆𝑆 = ∑ (𝑦𝑖 − �̅�)2𝑁
𝑖  è la devianza totale (Total Sum of Squares) 

• 𝑅𝑆𝑆 = ∑ (𝑦𝑖 − �̂�𝑖)
2𝑁

𝑖  è la devianza residua (Residual Sum of Squares) 

• 𝑦𝑖  è il valore di riferimento della variabile risposta per il campione 𝑖-esimo 

• �̅�  è la media della variabile risposta 

• �̂�𝑖  è il valore predetto dal modello per il campione 𝑖-esimo 
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R2 può assumere valori compresi tra 0 e 1: quando R2 è prossimo ad 1 significa che il modello 

predice correttamente il valore della variabile risposta; quando R2 è vicino a zero le performance 

del modello sono invece scarse. 

Occorre sottolineare come molto spesso questo parametro venga erroneamente utilizzato per 

confrontare modelli predittivi diversi, seguendo il concetto che più alto è il coefficiente di 

determinazione, maggiore è la bontà del modello (Kjeldahl & Bro, 2010).  

Tuttavia non è possibile utilizzare una misura relativa come il coefficiente di determinazione 

per comparare modelli costruiti a partire da dataset diversi. R2 dipende infatti non solo dalle 

performance del modello ma anche dalla distribuzione dei dati. A titolo di esempio, in Figura 3.6, 

vengono riportati due modelli di calibrazione univariata. Il primo modello (Figura 3.6.A) ha un 

valore di R2 maggiore rispetto al secondo modello (Figura 3.6.B) che è ottenuto dal primo per 

rimozione del campione “estremo”. Nonostante il primo modello abbia un coefficiente di 

determinazione vicino a 1 ha un errore di predizione maggiore rispetto al secondo modello che 

quindi risulta più efficace nel predire i dati a bassi valori della variabile risposta. 

 

 

Figura 3.6: esempio di come non sia possibile stabilire la bontà del modello sulla base di R2. (A) Modello di calibrazione 
univariato che descrive quasi il 100% della variabilità dei dati con un errore di 0,78. (B) In seguito alla rimozione del 
campione estremo la varianza spiegata è minore ma anche l’errore di predizione. 

 

3.4. Martens’ Uncertainty Test (MUT) 

Nel Paragrafo 3.2 è stata descritta la procedura con cui vengono ottenuti i coefficienti del 

modello di calibrazione PLSR (Equazione 3.21). Analogamente al caso univariato è possibile 

determinare la significatività dei coefficienti PLSR mediante test di significatività. Una corretta 

valutazione dei predittori significativi permette di ottenere modelli di calibrazione più semplici e 

stabili, in termini di numero di variabili originali prese in considerazione (Forina et al., 2004).  
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In questo lavoro di tesi, la selezione dei coefficienti PLSR statisticamente significativi è stata 

realizzata mediante Martens’ Uncertainty Test (MUT) (Westad & Martens, 2000). Il MUT si avvale 

della strategia di cross-validazione mediante la quale vengono creati 𝐺 sotto-modelli ognuno dei 

quali è caratterizzato da coefficienti 𝒃𝑔 (con 𝑔 = 1, 𝐺). Per ogni variabile 𝑗 viene calcolata la 

differenza tra il coefficiente 𝑏𝑗,𝑔 e il coefficiente 𝑏𝑗,𝑡𝑜𝑡 calcolato per il modello generale, costruito 

su tutti i campioni del training set. La somma dei quadrati della differenza calcolata per tutti i 

sotto-modelli è una stima della varianza del coefficiente 𝑏𝑗 per la variabile j-esima. È quindi 

possibile, mediante t-test, valutare la significatività di ciascun coefficiente al livello di fiducia del 

95%. Variabili caratterizzate da limiti di incertezza che non comprendono lo zero sono 

statisticamente significative e devono essere trattenute nel modello finale. Al contrario, se i limiti 

di incertezza comprendono lo zero, le variabili devono essere eliminate perché tendono a rendere 

il modello instabile. 

3.5. Determinazione campioni anomali 

(Chemometrics in Food Chemistry, 2019) 

Abbiamo visto dalle Equazioni 3.8 e 3.15 che ogni vettore 𝐱𝑖 (𝑖-esima riga della matrice 𝑿) 

viene trasformato in un vettore di score 𝐭𝑖 = [t𝑖1, t𝑖2, … , t𝑖𝑎] e in un vettore dei residui 𝒆𝑖 (𝑖-

esima riga della matrice 𝑬). Ad ogni osservazione è quindi associato un vettore degli score e un 

vettore dei residui da cui possiamo derivare due statistiche complementari (indipendenti): 

• La statistica-𝑇2 di Hotelling 

• La statistica-𝑄 

Secondo la statistica 𝑇2 di Hotelling, la somma dei quadrati normalizzati degli score, 𝑇𝑖
2, 

rappresenta la distanza di Mahalanobis di un’osservazione dal centro del subspazio definito dalle 

variabili latenti trattenute dal modello (Figura 3.7). 𝑇𝑖
2 per un dato numero 𝐴 di componenti è 

definito come: 

 𝑇𝑖,𝐴
2 = ∑

𝑡𝑖,𝑎
2

𝜆𝑎

𝐴

𝑎=1

 (3.26) 

Nell’assunzione che gli scores seguano una distribuzione normale multivariata (si assume che 

siano combinazione lineare di variabili casuali), 𝑇2 segue, a meno di una costante, una 

distribuzione F.  
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Si definisce inoltre contributo-𝑇, il vettore 𝒕𝑐𝑜𝑛,𝑖, di dimensioni (1 × 𝑀) che esprime il 

contributo di ogni variabile al valore complessivo di 𝑇𝑖,𝐴
2  per l’i-esimo campione, come: 

 𝒕𝑐𝑜𝑛,𝑖 = 𝒕𝑖𝜆
−1/2𝑷𝑘

𝑇 =  𝑖𝑷𝐽𝜆
−1/2𝑷𝐽

𝑇 (3.27) 

Il grafico che riporta il contributo-𝑇 in funzione delle variabili originarie per il campione 𝑖-esimo 

prende il nome di 𝑇-contribution Plot ed è un utile strumento che permette di identificare le 

variabili che influiscono maggiormente sulla distanza di Mahalanobis del campione in esame. 

La statistica-𝑄 rappresenta invece la distanza euclidea di un’osservazione dal subspazio delle 

variabili latenti e fornisce una misura della distanza di un campione dal modello. In altre parole, 

questo parametro descrive la bontà del modello nel descrivere quella particolare osservazione. Il 

valore di 𝑄 per l’𝑖-esima osservazione si calcola mediante la seguente espressione: 

 𝑄𝑖 = 𝒆𝑖 · 𝒆𝑖
𝑇 =∑𝑒𝑖𝑗

2

𝐽

𝑗=1

 (3.28) 

dove 𝑒𝑖 rappresenta l’i-esima riga della matrice 𝑬(𝑁×𝑀).  

Il singolo elemento 𝑒𝑖𝑗
2  è definito contributo-𝑄 e corrisponde al contributo della 𝑗-esima 

variabile al valore complessivo di 𝑄𝑖. Il grafico costruito a partire dal contributo-𝑄 in funzione 

delle variabili originarie è definito 𝑄-contribution Plot ed è particolarmente utile per identificare 

variabili dal comportamento anomalo, variabili erroneamente misurate, e nel caso della 

spettroscopia, anche assorbimenti interferenti. 

Un’interessante rappresentazione grafica che ci aiuta a determinare campioni anomali o 

outlier è l’influence plot. Questo grafico si ottiene rappresentando, per ogni campione, il valore 

di 𝑇2 contro quello di 𝑄 (Figura 3.8). I limiti di confidenza (linee tratteggiate), calcolati secondo 

le rispettive statistiche, dividono il grafico in 4 quadranti: 

• III quadrante: regione del modello, in cui si collocano i campioni identificati come 

appartenenti al modello; 

• IV quadrante: regione dei leverage outlier, a cui appartengono campioni che rispettano la 

struttura di correlazione tra le variabili catturata dal modello, ma che hanno alti valori nello 

spazio degli scores. I campioni di questo gruppo vengono definiti leverage (leve) perché 

influenzano le direzioni lungo le quali vengono scelte le componenti; 

• I quadrante: regione lontana dal modello, dove sono presenti campioni che hanno alti valori 

in 𝑄. Sono campioni che sembrano conformi al modello perché condividono alcune 
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caratteristiche degli altri campioni, ma presentano una diversa struttura di correlazione tra le 

variabili, non efficacemente descritta dal modello stesso; 

• II quadrante: regione degli extreme outlier dove cadono campioni anomali che presentano 

alti valori di 𝑇2 e 𝑄. 

 

Figura 3.7: Il campione B presenta un’elevata distanza dagli altri campioni nel subspazio definito dalle componenti 
principali. Il campione A è invece distante dal subspazio delle componenti perché il modello non è in grado di spiegare 
bene la sua variabilità 

 

Più in dettaglio, in Figura 3.8 vengono mostrati, a titolo esemplificativo, l’influence plot e i 

contribution plot costruiti in seguito ad analisi esplorativa PCA condotta su campioni di mosto e 

vino.  In questo esempio, sulla base dell’influence plot, vengono identificati tre campioni anomali. 

In particolare, viene identificato un campione nel II quadrate (campione A) con struttura di 

correlazione tra le variabili diversa rispetto agli altri campioni. In base al 𝑄-contribution plot, 

questo campione presenta assorbimenti intensi e anomali nella regione intorno a 1700 cm-1 che 

risente dei segnali di bending vibrazionale delle molecole di acqua (regione esclusa perché non 

informativa). 

D’altra parte, il campione B che si trova nel IV quadrante, presenta struttura di correlazione 

tra le variabili conforme a quella descritta dal modello, ma presenta valori elevati di assorbanza 

nella regione 950-1100 cm-1, probabilmente dovuti ad elevate concentrazioni di etanolo 

(maggiori rispetto agli altri campioni).  

Per concludere, il campione C, in base alla teoria, è un extreme outlier e presenta 

caratteristiche anomale sia per quanto riguarda l’intensità dei segnali che per quanto riguarda la 

struttura di correlazione tra gli assorbimenti. Il campione C è un campione che è stato incluso per 

errore nel dataset o che non è stato analizzato correttamente. 
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Figura 3.8: Influence plot del modello PCA per studio di campioni di mosto e vino e contribution plot per i campioni 
anomali A, B e C in funzione delle variabili spettrali 950-3050 cm-1. 

 

Abbiamo appena visto come l’influence plot e i contribution plot siano un valido strumento 

per identificare campioni anomali; oltre a ciò, questi grafici risultano molto utili per la costruzione 

di carte di controllo multivariate che, come vedremo nel Capitolo 6, ci permetteranno di tenere 

sotto controllo il metodo analitico e il corretto funzionamento della strumentazione nel tempo. 

Nel caso della determinazione degli outlier in un modello PLSR, risulta più conveniente 

l’utilizzo di due statistiche alternative chiamate statistica-ℎ (o statistica leverage) e statistica-𝐹 

(Valderrama et al., 2007). Queste due statistiche derivano dalle precedenti, ma risultano più 

conservative, permettendo di scartare un minor numero di campioni. La prima statistica, 

analogamente a 𝑇2, rappresenta una misura della distanza di un campione dal centro del 

subspazio definito dalle variabili latenti. Il valore di ℎ per l’i-esimo campione è calcolato secondo 

la formula: 

 ℎ𝑖 = 𝒕𝑖,𝐴
𝑇 (𝑻𝑇𝑻)−1𝒕𝑖,𝐴 (3.29) 

dove 𝑻 rappresenta la matrice degli score e 𝒕𝑖,𝐴 rappresenta il vettore di score per il campione i-

esimo per un dato numero di variabili latenti 𝐴. 

In questo lavoro di tesi, in accordo con il documento ASTM E1655-05 (ASTM E1655-05, 2012), 

i campioni con ℎ𝑖 maggiore del valore limite ℎ𝑙𝑖𝑚𝑖𝑡𝑒 (Equazione 3.30) sono stati considerati outlier 
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e rimossi dal set di calibrazione. Il modello è stato quindi riprocessato utilizzando il nuovo 

sottogruppo di campioni. 

 
ℎ𝑙𝑖𝑚𝑖𝑡𝑒 = 3

𝐴 + 1

𝑁𝑐𝑎𝑙
 

𝑁𝑐𝑎𝑙 è il numero di campioni di calibrazione del training set 

(3.30) 

Molto spesso accade che quando viene eliminato un outlier e il modello viene riprocessato, 

vengano trovati nuovi campioni anomali. Quando la ripetitiva applicazione della regola ℎ𝑖 >

ℎ𝑙𝑖𝑚𝑖𝑡𝑒 continua ad identificare outlier si verifica l’effetto palla di neve. Questo effetto è dovuto a 

problemi di struttura nella matrice dei dati e per evitare di eliminare un eccessivo numero di 

campioni è stata seguita la procedura consigliata nel documento ASTM E1655-00: 

1. Costruire il primo modello con tutti i campioni del training set 

2. I campioni con ℎ𝑖 > ℎ𝑙𝑖𝑚𝑖𝑡𝑒 sono identificati come outlier ed eliminati 

3. Viene costruito un secondo modello usando lo stesso numero di variabili latenti e vengono 

nuovamente identificati i campioni anomali secondo la regola precedente. Il secondo modello 

potrà essere utilizzato se nessun campione presenta un valore maggiore di 0.5.  

La seconda statistica per la ricerca di outlier in PLSR prende il nome di statistica-𝐹 e, 

analogamente alla statistica-𝑄, permette di individuare campioni che non sono descritti 

correttamente dal modello. L’identificazione dei campioni anomali avviene per confronto fra la 

deviazione standard del campione i-esimo, 𝑠(𝑒𝑖), e la deviazione standard totale  𝑠(𝑒) definite 

come: 

 

𝑠(𝑒)2 =
1

𝑁𝑐𝑎𝑙𝑀 −𝑀 − 𝐴𝑚𝑎𝑥(𝑁𝑐𝑎𝑙 , 𝑀)
∑(∑(𝑒𝑖𝑗)

2

𝑀

𝑗=1

)

𝑁𝑐𝑎𝑙

𝑖=1

 

𝑠(𝑒𝑖)
2 =

𝑁𝑐𝑎𝑙
𝑁𝑐𝑎𝑙𝑀 −𝑀 − 𝐴𝑚𝑎𝑥(𝑁𝑐𝑎𝑙 , 𝑀)

∑(𝑒𝑖𝑗)
2

𝑀

𝑗=1

 

(3.31) 

 

(3.32) 

dove 𝑀 è il numero di variabili spettrali, 𝐴 il numero di variabili latenti, ed 𝑒𝑖𝑗 è l’elemento 𝑖𝑗-

esimo della matrice dei residui, 𝑬. Se un campione presenta 𝑠(𝑒𝑖) > 𝑛𝑠(𝑒), con 𝑛 = 3, il 

campione viene rimosso dal training set (Valderrama et al., 2007). Il valore limite per 𝑛 = 3 

corrisponde al livello di fiducia del 99,7% e rappresenta un limite sufficientemente accettabile per 

rimuovere campioni che presentano un residuo spettrale significativamente maggiore rispetto 

agli altri campioni. Tutti i test per l’identificazione dei campioni anomali sono stati applicati sia al 

training set che al set di validazione. 
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Abbiamo quindi visto come con le strategie di diagnostica di PCA e PLSR sia possibile modellare 

la matrice dei dati 𝑿 costruendone una versione approssimata e come si possano ottenere utili 

informazioni dall’errore di modellizzazione dei dati.  

La principale differenza tra queste due tecniche di identificazione dei campioni anomali risiede 

nel fatto che non dobbiamo dimenticare che PLSR è un metodo di analisi supervisionato e che 

quindi consente di modellare contemporaneamente l’informazione del dato 𝑋 e della variabile 

risposta 𝑦. In PLSR è quindi importante considerare i residui di predizione che interessano la 

variabile risposta. Lo studio dei residui di predizione (Equazione 3.19) permette di ottenere 

informazioni sulle capacità predittive del modello e sulla presenza di outlier nel blocco 𝑦. L’errore 

di predizione include contributi derivanti da errori nel valore di riferimento, errori di misura dei 

predittori 𝑥 e/o errori relativi al modello di calibrazione (errato numero di variabili latenti, 

relazioni non lineari ecc.) (ASTM E1655-05, 2012). 

Un interessante grafico che ci permette di svolgere l’analisi dei residui di predizione è il grafico 

dei residui autoscalati di 𝑦 rispetto al valore di riferimento.  

 

 

Figura 3.9: il grafico consente di evidenziare la presenza di campioni anomali che presentano un elevato errore di 
predizione. Campioni che cadono oltre i limiti definiti ad un livello di confidenza del 99,7% vengono eliminati e il 
modello PLSR viene ricalcolato. 

 

Se il modello PLSR predice adeguatamente le variazioni in 𝑦, ogni variazione residua dovrebbe 

essere associata al solo rumore intrinseco del modello. Questo significa che i residui devono 

essere normalmente distribuiti attorno allo zero. Un campione viene giudicato “rimovibile” dal 

dataset quando il residuo autoscalato presenta un valore superiore o inferiore ai limiti di controllo 

per un livello di confidenza del 99,7% (Figura 3.9). Una volta individuate le cause che determinano 

l’elevato residuo di predizione il campione viene corretto o eliminato.  

-4

-3

-2

-1

0

1

2

3

4

0 2 4 6 8 10 12 14 16 18

R
es

id
u

o
 a

u
to

sc
al

at
o

 -
Y

Valore di riferimento (%)

Titolo Alcolometrico Volumico



Capitolo 3  Analisi dati mediante approccio chemiometrico 

67 

 

3.6. Il pretrattamento matematico dei segnali 

spettroscopici (Oliveri et al., 2019, 2020) 

Il pretrattamento matematico dei segnali spettroscopici è una pratica molto utilizzata in 

chemiometria per esaltare l’informazione di interesse e per eliminare completamente o in modo 

parziale alcune caratteristiche indesiderate. Tipici effetti indesiderati si riconducono a variazioni 

sistematiche della linea di base (drift o shift) o a presenza di rumore di fondo, dovuto a 

interferenze sporadiche o associato a fenomeni random (ad esempio ai moti Browniani di 

particelle o al movimento termico degli elettroni detto anche rumore di Johnson-Nyquist). Molto 

spesso questi problemi non possono essere risolti in fase sperimentale ed un’appropriata 

correzione post acquisizione risulta talvolta più efficace.  

Il pretrattamento rappresenta una delle prime fasi di costruzione di un modello predittivo e 

condiziona pesantemente, sia in positivo che in negativo, tutte le successive fasi dell’elaborazione 

chemiometrica.  

Per una corretta valutazione del pretrattamento da utilizzare per migliorare la qualità del dato 

spettroscopico occorre sperimentare diversi tipi di approcci o combinazione di approcci al fine di 

scegliere la strategia più idonea per la costruzione di un modello predittivo affidabile e robusto. 

I metodi di pretrattamento che sono stati utilizzati in questo lavoro di ricerca sono: 

• Pretrattamenti di colonna:  

- Centraggio di colonna (CC) 

• Pretrattamento di riga: 

- Standard Normal Variate (SNV) 

- Derivata prima (D1) 

- Derivata seconda (D2) 

- Orthogonal Signal Correction (OSC) 

Per l’analisi esplorativa PCA e per la costruzione dei modelli di calibrazione è stato sempre 

applicato il centraggio di colonna mentre i pretrattamenti di riga sono stati applicati 

individualmente in PLSR. Il pretrattamento che consente di ottenere il più basso errore di 

predizione è quello che verrà utilizzato nel modello predittivo finale. 

3.6.1. Pretrattamenti di colonna: il centraggio di colonna 

I pretrattamenti di colonna operano individualmente su ciascuna colonna della matrice dei 

dati. Nel caso di un segnale di tipo spettroscopico ogni variabile corrisponde ad una lunghezza 
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d’onda  acquisita nel range spettrale di interesse. Nel CC ciascuna variabile viene corretta 

individualmente per il proprio valor medio, secondo la formula: 

 𝐴𝑖,
∗ = 𝐴𝑖, − �̅� (3.33) 

dove 𝐴𝑖, rappresenta il segnale di assorbanza alla lunghezza d’onda  per l’i-esimo campione 

mentre  �̅� corrisponde al valore di assorbanza medio per la lunghezza d’onda . 

Dopo l’applicazione di questa correzione ogni variabile avrà media uguale a 0 con 

conseguente eliminazione delle differenze sistematiche di locazione eventualmente presenti tra 

le variabili (Oliveri & Forina, 2012). 

3.6.2. Pretrattamenti di riga 

3.6.2.1. Standard normal variate (SNV) 

La trasformazione SNV, o autoscaling di riga, è una strategia di pretrattamento di segnali continui 

ampliamente applicata in spettroscopia per la correzione dello shift della linea di base e delle 

variazioni di intensità globale (Figura 3.10) (Barnes et al., 1989).  

 

 

Figura 3.10: effetto del pretrattamento SNV su segnali spettroscopici. SNV o autoscaling di riga permette di correggere 
gli effetti sistematici dello shift della linea di base e le variazioni di intensità globale. Questa tecnica non è però in grado 
di correggere il drift della linea di base. 

 

Singolarmente per ciascun campione, Il valore di assorbanza 𝐴𝑖,, ad ogni lunghezza d’onda 

, è sottratto al valore medio di assorbanza  �̅�𝑖 (lungo tutte le lunghezze d’onda) e scalato per la 

relativa deviazione standard 𝑆𝑖: 
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 𝐴𝑖,
∗ =

𝐴𝑖, − �̅�𝑖
𝑆𝑖

 (3.34) 

Dopo la trasformazione ogni segnale presenterà media nulla e deviazione standard unitaria. 

Occorre sottolineare che la trasformazione SNV può causare uno shift dei segnali di assorbanza 

pertanto l’interpretazione spettroscopica deve essere svolta con cautela (Naes et al., 2004). 

3.6.2.2. Derivate del primo (D1) e del secondo ordine (D2) 

La derivata prima di un segnale (supposto continuo) 𝑦 =  𝑓(𝑥) corrisponde al tasso di 

variazione di 𝑦 rispetto a 𝑥 (ovvero 𝑦’ =  𝑑𝑦/𝑑𝑥), che può essere interpretato, per ogni singolo 

punto, come la pendenza della linea tangente al segnale in quel punto.  

La derivata prima permette di correggere segnali costanti relativi ad effetti additivi (shift della 

linea di base). Questo ordine di derivazione restituisce per questi segnali valori nulli come 

mostrato in Figura 3.11. Inoltre, il profilo di derivata prima permette di migliorare la risoluzione 

di picchi sovrapposti e di accentuare le piccole differenze esistenti tra segnali molto simili e vicini 

(Brown et al., 2009).  

La derivata seconda rappresenta invece una misura della curvatura del segnale originale, cioè 

il tasso di variazione della sua pendenza al variare della 𝑥. Per segnali a pendenza costante, la 

derivata restituisce valori nulli: questo tipo di trasformazione matematica permette di correggere 

sia lo shift che il drift della linea di base.  

Lo svantaggio principale della derivazione è l’incremento del rumore che può essere corretto 

mediante opportuno algoritmo di smoothing/allisciamento.  

In questo lavoro di tesi derivata prima e derivata secondo sono state calcolate mediante 

algoritmo di Savitzky-Golay utilizzando un polinomio interpolante del terzo ordine applicato ad 

una finestra spettrale di 7 punti (Savitzky & Golay, 1964). Tale algoritmo, basandosi su una 

strategia a finestra mobile, prevede intrinsecamente un allisciamento del segnale derivato e 

risulta, quindi, particolarmente adeguato al trattamento di segnali spettroscopici.  
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Figura 3.11: Il principale effetto del pretrattamento in derivata prima è quello di consentire la correzione dello shift 
della linea di base. I picchi di assorbimento vengono inoltre modificati e questo permette di separare segnali 
parzialmente sovrapposti migliorando la risoluzione spettrale. 

 

 

Figura 3.12: il duplice effetto della derivata seconda è quello di correggere gli effetti sistematici di shift e drift della 
linea di base. 
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3.6.2.3. Ortoghonal signal correction (OSC) 

L’ortoghonal signal correction si applica in modo vantaggioso a dati spettrali destinati alla 

costruzione di modelli di calibrazione PLSR (S. Wold et al., 1998). Infatti OSC permette di 

rimuovere quella parte di informazione presente nel blocco 𝑋 che non è correlata alla variabile 

risposta. I modelli che vengono creati su un dato pretrattato con OSC sono più semplici, robusti 

e facili da interpretare.  

OSC è inoltre molto importante per il pretrattamento di dati derivanti da matrici molto 

complesse per le quali i metodi classici di pretrattamento non riescono a fornire risultati 

altrettanto buoni (Croce et al., 2020).  

Questo tipo di pretrattamento utilizza contemporaneamente l’informazione del blocco 𝑋 e 

del blocco 𝑌 ed è pertanto necessario aver misurato la variabile risposta con un alto grado di 

accuratezza.  

OSC è formalmente identico a PLSR ad eccezione del modo con cui viene calcolato il vettore 

dei pesi, 𝒘. L’obiettivo di OSC è la ricerca della massima ortogonalità tra variabili strumentali e la 

variabile risposta che si realizza mediante minimizzazione della covarianza tra 𝑿 e  . Quando il 

numero di variabili è maggiore del numero di campioni (come spesso succede con dati 

spettroscopici) è sempre possibile ottenere ortogonalità perfetta tra i due blocchi. Una volta 

individuate le direzioni di minima covarianza è possibile, attraverso lo step di deflazione, 

ricostruire una matrice dei dati ripulita dall’informazione non utile che quindi può essere utilizzata 

nel successivo processo di costruzione del modello di calibrazione. 

È bene sottolineare che un modello PLSR costruito su un dato pretrattato OSC deve essere 

interpretato con cautela. OSC permette di ottenere modelli di calibrazione che in apparenza 

sembrano molto buoni, ma che necessitano di un’accurata validazione su un set esterno per poter 

giudicare in modo affidabile le loro prestazioni.  

Poiché viene eliminata quella parte di informazione non correlata alla variabile risposta, il 

modello raggiunge ottime prestazioni con un numero limitato di fattori. È necessario pertanto 

evitare di trattenere un numero eccessivo di componenti per non incorrere nel rischio di 

sovrastimare le performance predittive del modello (overfitting, Paragrafo 3.3). 

Il principale svantaggio di OSC è che trasforma in modo considerevole il dato originario 

compromettendo l’interpretazione spettrale. 
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3.7. Algoritmi genetici – Genetic Algorithm (GA) 

(Leardi, 2020) 

3.7.1. Introduzione al principio evolutivo dei GA 

Nel Paragrafo 3.2 abbiamo visto come PLSR permetta di costruire modelli di calibrazione 

multivariati a partire dall’informazione contenuta in tutto il range spettrale investigato. PLSR 

viene talvolta definito metodo full-spectrum in quanto non necessita di alcuna selezione 

preventiva di variabile. Tuttavia, è stato dimostrato come un’efficiente selezione delle variabili 

permetta di migliorare significativamente le capacità predittive del modello e di diminuirne la 

complessità (Leardi & Lupiáñez González, 1998). 

Una selezione di variabili basata unicamente sulle conoscenze spettroscopiche risulta molto 

complicata soprattutto nel caso della spettroscopia infrarossa applicata a matrici complesse come 

il vino. Inoltre, per i parametri enologici pH e acidità totale la selezione di regioni spettrali 

correlate risulta ancora più problematica (Friedel et al., 2013b). 

Un ottimo strumento per selezionare le variabili e superare molte delle difficoltà evidenziate 

in precedenza è rappresentato dagli algoritmi genetici (Genetic Algorithm, GA). Proposti per la 

prima volta nel 1960 da J. H. Holland, in combinazione con PLSR, permettono di sviluppare modelli 

predittivi molto affidabili e robusti (Leardi, 2000; Leardi et al., 1992; Leardi & Lupiáñez González, 

1998; Niazi & Leardi, 2012). Il principio di selezione dei GA è ispirato alla teoria dell’evoluzione 

darwiniana e al principio di selezione naturale delle specie. Secondo questa teoria gli individui con 

una migliore capacità di adattamento alle condizioni ambientali hanno una maggiore probabilità 

di sopravvivere e quindi di riprodursi trasmettendo il proprio codice genetico alle generazioni 

successive, le quali avranno una capacità di adattamento altrettanto buona se non migliore.  

Nel caso dei GA, ciascun individuo della popolazione iniziale è caratterizzato da un set di 

variabili scelte dall’intero dominio spettrale in modo casuale. Il codice genetico di ogni individuo 

è rappresentato da un codice binario in cui ciascun bit (gene) rappresenta una variabile: se una 

variabile è stata selezionata il relativo gene avrà valore unitario; se la variabile non è stata 

selezionata il bit sarà uguale a 0 (Figura 3.13). 

Una volta definita la popolazione iniziale viene testata la capacità di ciascun individuo, e delle 

variabili ad esso associate, di generare modelli di calibrazione con basso errore medio di 

predizione. 

L’evoluzione di una specie si verifica perché gli individui “migliori” hanno una maggiore 

probabilità di trasmettere il proprio codice genetico alle generazioni successive. Nel caso dei GA 
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la probabilità di un individuo di riprodursi e di passare il proprio codice genetico alle generazioni 

successive è funzione della capacità di dare un basso errore di predizione. Gli individui che 

generano i modelli migliori potranno riprodursi (con individui con caratteristiche analoghe o 

superiori) per generare una nuova popolazione, il cui codice genetico (set di variabili selezionate) 

sarà dato dalla combinazione del codice genetico degli individui della generazione precedente.  

Le principali caratteristiche di un algoritmo genetico, che ne influenzano la capacità di 

selezione delle variabili, possono essere riassunte in: 

1. Creazione della popolazione originaria 

2. Riproduzione 

3. Mutazioni 

 

 

Figura 3.13 ciascun individuo è costituito da un numero di geni pari al numero di variabili spettrali. Se una variabile 
viene selezionata, il relativo gene avrà bit uguale a 1; contrariamente se una variabile non è stata selezionata il bit sarà 
uguale a 0. La codifica in codice binario permette di costruire il codice genetico degli individui della popolazione. Un 
individuo con un buon codice genetico, espresso in capacità di generare modelli a basso errore predittivo, avrà elevata 
probabilità di riprodursi e di trasmettere il proprio genoma alle generazioni successive. 

 

1) Creazione della popolazione originaria: la grandezza della popolazione originaria può 

essere abbastanza differente e solitamente è composta da un numero di individui compreso 

tra 20 e 500. Una volta decisa la dimensione della popolazione questa rimane costante 

durante tutte le elaborazioni. Inizialmente il materiale genetico degli individui viene 

determinato casualmente e questo significa che ogni singolo bit è scelto in modo random tra 

0 e 1. 

2) Riproduzione: i due modi più frequenti per combinare l’informazione genetica di due 

individui sono il crossover singolo e il crossover uniforme (Figura 3.14). Nel crossover singolo 
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viene scelto un punto di rottura random nel cromosoma dei genitori cosicché il codice 

genetico del figlio 1 sarà costituito dalla prima parte del cromosoma del genitore 1 e dalla 

seconda parte del cromosoma del genitore 2; d’altra parte, il figlio 2 sarà costituito dalle 

restanti parti dei cromosomi genitoriali. È facile capire che, nel crossover singolo, due variabili 

codificate come geni contigui avranno una probabilità di appena 1/(g-1) di essere trasmesse a 

figli diversi, dove g è il numero totale di geni. Questo aspetto è molto importante soprattutto 

per variabili spettrali dove la correlazione tra assorbimenti vicini è molto elevata. 

 

Figura 3.14: rappresentazione grafica dell’effetto del crossover singolo e del crossover uniforme. 

 

Nel crossover uniforme per ogni gene viene estratto un numero casuale tra 0 e 1: se il valore 

è maggiore di 0.5, il gene verrà assegnato al figlio 1, altrimenti verrà assegnato al figlio 2. In 

questo modo gli individui figli saranno caratterizzati da un codice genetico univoco e diverso 

da quello dei genitori. Tuttavia, occorre sottolineare come per entrambe le modalità di 

crossover, i nuovi individui siano caratterizzati dalle stesse variabili dei genitori senza che 

vengano sperimentate regioni diverse del dominio spettrale. Per risolvere questo problema 

sono state quindi introdotte le mutazioni. 

3) Mutazioni: per mutazione si intende la variazione casuale del valore di un bit che da 0 

diventa 1 e viceversa. Questo permette di selezionare/deselezionare variabili diverse da quelle 

degli individui genitori e di esplorare regioni differenti dello spazio multivariato. Solitamente 

la probabilità di mutazione è fissata a circa l’1-2%. 
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3.7.2. Valorizzazione locale ed esplorazione globale 

La forza degli algoritmi genetici risiede nell’applicazione congiunta di due strategie che 

prendono il nome di esplorazione globale e valorizzazione locale. L’esplorazione globale permette 

di esplorare differenti punti del dominio sperimentale, mentre con la valorizzazione locale viene 

esplorato lo spazio delle variabili in prossimità del punto di partenza, scelto attraverso la 

creazione della prima generazione di individui. Secondo questo ultimo approccio vengono 

ricercati i massimi locali senza indagare cosa succede in regioni diverse del dominio spettrale.  

In base alle impostazioni con cui viene costruito l’algoritmo possiamo favorire l’una o l’altra 

strategia. Ad esempio, con una bassa probabilità di mutazione, si favorisce la valorizzazione locale 

rinunciando ad esplorare regioni diverse dello spazio multivariato. Viceversa, con una elevata 

probabilità di mutazione cambiare regione è più facile e l’esplorazione globale verrà favorita.  

Il segreto di un buon algoritmo è quello di trovare il giusto bilanciamento tra esplorazione e 

valorizzazione: se è troppo spostato verso l’esplorazione globale l’algoritmo genetico sarà 

approssimabile ad una selezione casuale di variabili, mentre se è troppo sbilanciato verso la 

valorizzazione locale non si riusciranno a sfruttare le reali potenzialità dell’algoritmo. La ricerca in 

questo caso sarà approssimabile a quella dei metodi classici di selezione (Andersen & Bro, 2010). 

In generale è sempre preferibile sbilanciarsi verso la valorizzazione locale che consente di 

ottenere buoni risultati anche con un ridotto numero di iterazioni permettendo anche di ridurre 

il rischio di overfitting. Sovrastimare le capacità predittive dei modelli di calibrazione attraverso 

una selezione troppo selettiva è infatti il principale problema degli algoritmi genetici.  

L’overfitting diventa importante quando il rapporto variabili/oggetti è molto elevato. Un 

metodo per comprimere l’informazione è quello di dividere l’intero spettro in un certo numero 

di finestre spettrali e prendere in corrispondenza del valore centrale, il valore medio di 

assorbanza. Nel presente lavoro di tesi è stata scelta una finestra spettrale di 3 lunghezze d’onda 

in modo tale che il numero massimo di variabili selezionate nei GA fosse minore di 200. 

3.7.3. Applicazione dei GA 

I GA utilizzati nel presente lavoro di tesi hanno un’architettura basata sulle indicazioni 

consigliate da Leardi (Leardi, 2020). Le caratteristiche dell’algoritmo utilizzato determinano uno 

sbilanciamento del GA verso la valorizzazione locale. In questo modo l’algoritmo avrà un’elevata 

risposta iniziale ottenendo una buona soluzione nei primi istanti del processo iterativo. 

L’inconveniente principale di questo tipo di architettura è che il risultato finale può essere 

fortemente influenzato dalla popolazione generata in modo random a livello iniziale. Per superare 

questo problema, l’algoritmo è stato concepito per eseguire un elevato numero di corse 
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indipendenti. Ad ogni variabile viene associata una frequenza di selezione che tiene conto del 

numero di volte che viene selezionata lungo le generazioni in ogni corsa.  

Al termine delle corse, l’algoritmo procede alla costruzione di modelli di calibrazione al fine 

di valutare il miglior subset di lunghezze d’onda da utilizzare per il modello PLSR definitivo. Le 

variabili vengono aggiunte con approccio graduale in base alla frequenza di selezione e per ogni 

subset di lunghezze d’onda viene valutata la capacità predittiva del modello corrispondente. Il 

modello migliore verrà scelto sulla base dell’errore medio di predizione.  

La scelta definitiva del gruppo di variabili da utilizzare in PLSR è effettuata prendendo in 

considerazione i punti di minimo della curva che riporta l’errore di predizione contro il numero di 

variabili. Il modello che viene solitamente scelto è quello più parsimonioso non significativamente 

diverso da quello “ottimale”. Molto spesso il minimo globale viene raggiunto in condizioni di 

overfitting ed è pertanto consigliato scegliere un modello caratterizzato da un minor numero di 

variabili. Per ridurre ulteriormente la variabilità del modello finale e ottenere una soluzione 

affidabile, l’intera procedura è stata ripetuta 10 volte. Per ogni ripetizione viene scelto il modello 

migliore corrispondente ad un determinato set di variabili. Le regioni spettrali selezionate dai 10 

modelli vengono confrontate fra loro e con lo spettro infrarosso medio dei campioni testati. Una 

variabile che viene selezionata dalla maggior parte dei modelli (almeno 5 modelli su 10) è 

significativa, e potrà essere inclusa nella lista finale che verrà utilizzata in PLSR.  

Questo tipo di approccio permette di migliorare considerevolmente la ripetibilità e la 

robustezza del modello predittivo.  

A titolo di esempio, in Figura 3.15.A sono mostrate le regioni spettrali selezionate da 10 GA 

utilizzati per la selezione delle lunghezze d’onda correlate al pH del vino. Solo le variabili con 

un’elevata frequenza media di selezione che sono state selezionate da almeno 5 modelli su 10, 

verranno utilizzate nel modello finale. In Figura 3.15.B vengono mostrate le regioni spettrali 

definitive che sono state selezionate per la creazione del modello PLSR per la determinazione del 

pH. 
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Figura 3.15: A) le linee colorate rappresentano le regioni spettrali selezionate dai 10 modelli GA. In ogni modello 
ciascuna variabile viene selezionata con una certa frequenza. B) Le linee orizzontali rosse rappresentano gli intervalli 
spettrali definitivi selezionati per PLSR. La scelta finale delle variabili è avvenuta in base alla frequenza media di 
selezione (linea blu) che tiene conto della frequenza di selezione in ciascun modello e dal numero di volte che una 
variabile è stata selezionata dai dieci modelli (minimo 5 massimo 10). 

-0,36

-0,16

0,04

0,24

0,44

0,64

0,84

950 1200 1450 1700 1950 2200 2450 2700 2950

A
ss

o
rb

an
za

 (a
.u

.)

Frequenza (cm-1)

Variabili selezionate dai 10 modelli
modello 1
modello 2
modello 3
modello 4
modello 5
modello 6
modello 7
modello 8
modello 9
modello 10
spettro medio

-0,4

-0,2

0

0,2

0,4

0,6

0,8

950 1200 1450 1700 1950 2200 2450 2700 2950

A
ss

o
rb

an
ca

 (a
.u

.)

Frequenza (cm-1)

Variabili selezionate per il modello Spettro medio

Frequenza media
pesata (%)

Variabili selezionate
modello finale

A

B



78 

 

Capitolo 4  

Metodi di analisi chimica e 

spettroscopica 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Capitolo 4  Metodi di analisi chimica e spettroscopica 

79 

 

4.1. Analisi di spettroscopia infrarossa: 

l’interferometro FT-MIR Bacchus 3 

Nel presente lavoro di ricerca gli spettri infrarossi sono stati acquisiti mediante analizzatore 

automatico FTIR Bacchus 3 (TDI, Barcellona, Spagna) specifico per analisi enologiche.  

Lo strumento è costituito dai seguenti moduli: 

a) Spettrofotometro iS5 FTIR Thermo Fisher Scientific (Waltham, Massachussets) dotato di cella 

a flusso a trasmissione per liquidi in CaF2 (cammino ottico 25 µm). Acquisizione spettrale 

mediante software Nicolet EZ-Omnic FTIR in formato “.spc” e “.txt”; 

b) Autocampionatore da 117 posizioni (opzionale) dove un ago campionatore aspira il campione 

di liquido; 

c) Blocco della fluidica costituito da (1) circuito campione e (2) circuito della soluzione di 

background. 

Durante l’analisi i campioni vengono aspirati mediante ago campionatore e inviati alla cella di 

misura dove vengono irraggiati con la radiazione proveniente dalla sorgente dell’interferometro 

(sorgente IR EverGlo sviluppata da Thermo Scientific). 

 

 

Figura 4.1: rappresentazione Bacchus 3. (a) Spettrofotometro iS5 FTIR; (b) blocco autocampionatore costituito da 
cestello rotante e ago campionatore; (c) blocco della fluidica al cui interno troviamo pompa peristaltica e unità Peltier. 

 

Il blocco della fluidica è costituito da pompa peristaltica, che permette di aspirare l’aliquota di 

campione per l’analisi, e da un’unità Peltier che consente di controllare la temperatura del liquido 

(28°C ± 0,1 °C).  

Gli spettri dei campioni sono stati acquisiti con una risoluzione di 4 cm-1 e per ogni acquisizione 

sono state eseguite 16 scansioni nell’intervallo 950-3050 cm-1. Lo spettro di riferimento è stato 
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ottenuto per analisi di una soluzione di background (2% TritonX) conservata in opportuno 

contenitore da cui viene aspirata mediante ago campionatore dedicato.  

Analisi e pulizia strumentale 

Ogni campione sottoposto ad analisi con interferometro Bacchus 3 deve avere torbidità 

inferiore ai 100 NTU (misurabile con turbidimetro portatile per enologia), CO2 inferiore a 1,5 g/L 

e temperatura compresa tra 10 e 35°C. Per ottenere queste condizioni tutti i campioni analizzati 

sono stati filtrati mediante macchina industriale per filtrazioni a pressione con filtri di materiale 

inerte (mesh da 45 µm). La filtrazione a pressione permette di abbattere il contenuto di CO2 e di 

rimuovere le microparticelle presenti in sospensione. 

Quando le analisi sono state effettuate fuori dai laboratori di ISVEA (test in aziende vitivinicole 

e laboratorio di analisi in Puglia) i campioni sono stati addizionati con farina fossile e filtrati con 

carta da filtro. L’aggiunta di farina fossile consente di velocizzare il processo di filtrazione. 

I campioni così trattati sono stati raccolti in provette da 10 mL e caricati nel cestello 

dell’autocampionatore (quando presente) secondo la sequenza impostata nel programma di 

gestione dell’analisi strumentale.  

Prima di ogni sessione di analisi lo strumento aspira automaticamente 10 mL di soluzione di 

background dal contenitore posto sul retro dello strumento (opportunamente caricato con il 

liquido di riferimento). L’interferometro procede alla lettura del riferimento effettuando 3x16 

scansioni nell’intervallo spettrale 950-3050 cm-1. Il liquido viene successivamente pompato allo 

scarico e la cella avvinata con il primo campione caricato sul cestello. I primi tre campioni 

analizzati di ogni sequenza corrispondono a tre aliquote di un vino di riferimento: con la prima 

aliquota il circuito idraulico e la cella di misura vengono avvinati, mentre dall’analisi delle altre 

due aliquote si possono ottenere informazioni sullo stato di funzionamento dello strumento come 

specificato nel piano di assicurazione della qualità (Capitolo 6). 

Al termine della singola sessione di analisi il circuito e la cella vengono lavati con 10 mL di 

acqua demineralizzata mentre a fine giornata lavorativa si esegue un ciclo di lavaggio completo. 

Il ciclo di lavaggio prevede l’aspirazione di due soluzioni di pulizia: 

1) soluzione acquosa di candeggina commerciale al 5%, corrispondente ad una soluzione 

acquosa di ipoclorito di sodio allo 0,25%; 

2) soluzione detergente (in dotazione con lo strumento) al 4% in acqua. 

Nel caso in cui siano stati analizzati diversi campioni di mosto (tipicamente questo accade 

durante il periodo della vendemmia) è necessario ricorrere ad un lavaggio a caldo. Una soluzione 

di 5mL di candeggina, 5mL di soluzione detergente e 100 mL di acqua viene scaldata fino a 50°C, 

e aspirata dall’ago campionatore. Il liquido caldo viene mantenuto dentro il circuito idraulico e la 
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cella di misura per circa 60 secondi, prima di essere pompato allo scarico. Questa operazione 

serve ad eliminare le eventuali tracce di incrostazioni residue lasciate da campioni molto densi e 

sporchi (nonostante la filtrazione i campioni di mosto sono molto viscosi a causa dell’elevato 

contenuto zuccherino). 

Queste operazioni vengono ripetute anche quando i risultati del campione di controllo sono 

anomali. In questo caso vengono anche controllati: 

• filtro e ago campionatore che vengono lavati o eventualmente sostituiti; 

• tubo pompa, da sostituire se necessario; 

• essiccanti interferometro; 

Quando le suddette operazioni non permettono di risolvere il problema si ricorre a: 

• lavaggio con 50 mL di Hellmanex III al 5%, attesa di almeno 5 ore e lavaggio finale con 100 mL 

di background; 

• Standardizzazione cella di misura: per evitare una deriva dei risultati sul lungo periodo, 

bisogna fare un controllo periodico del cammino ottico della cella effettuando la sua 

standardizzazione, mediante soluzione opportuna fornita insieme allo strumento. La 

standardizzazione della cella di misura viene svolta anche quando viene installato un nuovo 

strumento di analisi. 

Il processo di standardizzazione si basa sul confronto dello spettro della soluzione di 

standardizzazione con uno spettro di riferimento registrato sul disco rigido del PC di controllo. 

Durante il processo di standardizzazione il software elabora un fattore di correzione: se la 

differenza tra i due spettri è sufficientemente piccola significa che non c’è stata una significativa 

modifica dei cammini ottici durante il trasporto, installazione o utilizzo dello strumento. Se invece 

la differenza registrata è grande, è necessario applicare il fattore correttivo calcolato.  

4.2. Metodi di riferimento di analisi 

4.2.1. Titolo alcolometrico volumico (TAV) 

La determinazione del titolo alcolometrico volumico nei campioni di mosto e vino è stata 

realizzata in accordo con il metodo di riferimento OIV (OIV MA-F-AS311-03 R2003). L’analisi del 

contenuto alcolico prevede una distillazione di 100 mL di campione a cui sono stati aggiunti 10 

mL di soluzione di Ca(OH)2 2 M a 20°C. L’idrossido di calcio è necessario per evitare l’evaporazione 

di acidi organici volatili, la cui presenza nel distillato finale comprometterebbe la corretta 

quantificazione del TAV.  
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La distillazione viene interrotta quando il volume del distillato ottenuto è circa il 75% del 

volume iniziale. Il distillato viene quindi termostatato a 20°C e dopo 20 minuti viene portato a 

volume (100 mL) con acqua demineralizzata. Il contenuto di TAV viene calcolato a partire dal 

valore di densità della soluzione idroalcolica misurato con un densimetro elettronico DE50 con 

tubo ad U oscillante della Mettler-Toledo (Columbus, Ohio). 

Il metodo per la determinazione del TAV mediante distillazione presenta un’incertezza pari a 

0,09% vol. 

4.2.2. Zuccheri totali 

L’analisi degli zuccheri totali, espressi come somma di glucosio e fruttosio (g/L), è stata 

eseguita per mezzo di cromatografia liquida ad alta prestazione (HPLC) accoppiata ad un 

rivelatore rifrattometrico, in accordo con il relativo metodo di riferimento OIV (OIV-MA-AS312-

01A: R2016 met B). La separazione cromatografica è stata realizzata con HPLC Agilent serie 1200 

(Agilent Technologies, Santa Clara, California) utilizzando una colonna a scambio ionico (PL Hi-

plex H 300x7.7 – Agilent) e acqua pura come fase mobile.  

Il metodo è applicabile solo per campioni con contenuto di glucosio e fruttosio pari a 10 g/L; 

pertanto, i vini dolci, i vini passito e i mosti in fermentazione con contenuto zuccherino superiore 

a 20 g/L devono essere opportunamente diluiti per poter applicare correttamente il metodo di 

analisi.  

La quantificazione degli zuccheri totali avviene per mezzo di curva di calibrazione costruita con 

un set di soluzioni standard in acqua. 

Il metodo presenta un limite di ripetibilità dell’8% quando la concentrazione di zuccheri totali 

è inferiore a 5 g/L; per concentrazioni superiori a 5 g/L il limite di ripetibilità del metodo è pari al 

3%. 

4.2.3. Acidità totale (AT) 

La determinazione dell’acidità totale prevede una titolazione a punto finale del vino con NaOH 

fino a pH 7,00. In questo modo vengono titolati tutti gli acidi organici presenti nel campione che 

saranno in g/L di acido tartarico equivalenti. La determinazione è stata realizzata in accordo con 

il metodo di riferimento OIV (OIV-MA-AS313-15: R2011): 5 mL di campione di vino/mosto sono 

stati analizzati per mezzo di titolatore automatico T90 (Mettler Toledo, Columbus, Ohio). Per il 

calcolo dell’acidità totale si fa riferimento alla seguente formula: 

 𝐴𝑐𝑖𝑑𝑖𝑡à 𝑡𝑜𝑡𝑎𝑙𝑒 =  
75 × 𝑁𝑁𝑎𝑂𝐻 × 𝑉𝑡𝑖𝑡

5
 (4.1) 
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75 =  𝑒𝑞𝑢𝑖𝑣𝑎𝑙𝑒𝑛𝑡𝑒 𝑖𝑛 𝑝𝑒𝑠𝑜 𝑑𝑖 𝑎𝑐𝑖𝑑𝑜 𝑡𝑎𝑟𝑡𝑎𝑟𝑖𝑐𝑜 

𝑁𝑁𝑎𝑂𝐻  =  𝑐𝑜𝑛𝑐𝑒𝑛𝑡𝑟𝑎𝑧𝑖𝑜𝑛𝑒 𝑒𝑞𝑢𝑖𝑣𝑎𝑙𝑒𝑛𝑡𝑒 𝑑𝑖 𝑁𝑎𝑂𝐻 

𝑉𝑡𝑖𝑡  =  𝑚𝐿 𝑑𝑖 𝑁𝑎𝑂𝐻 𝑡𝑖𝑡𝑜𝑙𝑎𝑛𝑡𝑒 

5 =  𝑚𝐿 𝑑𝑖 𝑐𝑎𝑚𝑝𝑖𝑜𝑛𝑒 𝑑𝑖 𝑣𝑖𝑛𝑜 

 

Occorre precisare che l’anidride carbonica viene preventivamente eliminata, in modo 

automatico, dal sistema di titolazione: la presenza di CO2 disciolta nel campione in analisi 

interferisce con la corretta valutazione dell’acidità totale. 

Il metodo per l’acidità totale prevede un valore di incertezza estesa (fattore di copertura = 2) pari 

a ±0,3 g/L di acido tartarico. 

4.2.4. Acidità volatile (AV) 

La determinazione dell’acidità volatile (espressa come g/L di acido acetico) viene realizzata per 

mezzo di tecnologia a flusso continuo segmentato con analizzatore Flowsys a 2 canali (SYSTEA 

S.p.A., Frosinone, Italia).  

Il campione di vino microfiltrato (0,45 µm) viene acidificato con soluzione di acido tartarico e 

addizionato con soluzione diluita di perossido di idrogeno e successivamente distillato in corrente 

di azoto. Ambiente acido e H2O2 permettono di eliminare l’SO2 presente nel vino (aggiunta 

sottoforma di bisolfito come conservante e antiossidante) che verrebbe distillata insieme agli 

acidi volatili, interferendo nella corretta determinazione di AV. 

Il condensato raccolto, esente da SO2, è costituito principalmente da acido acetico che 

rappresenta da solo circa il 95% degli acidi volatili del vino. Il contenuto di acido viene determinato 

per via colorimetrica sfruttando la reazione tra soluzione acida e soluzione a titolo noto di 

ioduro/iodato di potassio. La reazione redox tra ioduro e iodato in ambiente acido porta alla 

formazione di iodio molecolare che può essere rivelato spettrofotometricamente registrando il 

segnale di assorbanza a 352 nm (giallo). 

 5I− + IO3
− + 6H+ → 3I2 + 3H2O (4.2) 

Poiché la concentrazione di iodio molecolare (Equazione 4.2) dipende dal pH, e quindi dal 

contenuto di acidi organici presenti in soluzione, il valore di AV è proporzionale al segnale di 

assorbanza della soluzione a 352 nm. La quantificazione avviene per confronto con curva di 

calibrazione costruita con un set di soluzione standard di acido acetico in acqua. 

Il metodo descritto presenta una ripetibilità di 0,06 g/L con un’incertezza estesa pari a 0,12 

g/L, considerando un fattore di copertura di 2. 
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4.2.5. pH 

La misura del pH è stata realizzata con pH-metro da banco con elettrodo pH EL 120 (Steroglass 

S.r.l., Perugia, Italia), applicabile nel range di pH 0,00-14,00 unità di pH con una precisione di ± 

0,01. L’analisi viene effettuata immergendo l’elettrodo direttamente nel campione di vino/mosto 

opportunamente filtrato (0,2 o 0,45 µm). 

Prima della misura lo strumento viene calibrato con soluzioni certificate a pH noto (soluzioni 

NIST a pH 4,00/6,86/9,18). 

4.2.6. Acido malico (AM) e acido lattico (AL) 

L’analisi degli acidi organici (g/L) è stata eseguita per mezzo di cromatografia liquida ad alta 

prestazione (HPLC) dotata di rivelatore a matrice di diodi (DAD), in accordo con il metodo di 

riferimento OIV (OIV-MA-AS313-04). La separazione cromatografica è stata realizzata con 

strumentazione Agilent 1260 Infinity II (Agilent Technologies, Santa Clara, California) per mezzo 

di colonna a fase inversa ZORBAX Agilent, con fase mobile acquosa tamponata a pH = 2 per mezzo 

di tampone fosfato.  

La determinazione del contenuto di acidi organici avviene per lettura del segnale di assorbanza 

a 210 nm e per confronto con curva di calibrazione, costruita con soluzioni acquose di riferimento 

degli acidi in esame.  

In questo tipo di analisi, l’acido ascorbico rappresenta un interferente. Per una corretta 

valutazione del contenuto di acido malico e acido lattico il segnale di assorbanza a 210 nm viene 

corretto per il segnale di assorbanza a 260 nm dove l’assorbimento di acido ascorbico è 

preponderante.  

Acido malico e acido lattico vengono determinati con un’incertezza estesa di 0,2 g/L 

considerando un fattore di copertura uguale a 2. 
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I successivi paragrafi sono dedicati alla costruzione dei modelli predittivi realizzati secondo 

l’approccio chemiometrico descritto nel Capitolo 3. Inizialmente sono presentati i modelli di 

calibrazione di vino e mosto in fermentazione e nei paragrafi successivi viene affrontato il 

problema del vino passito (l’elevata complessità della matrice richiede un approccio specifico per 

questa tipologia di vino e lo sviluppo di modelli predittivi separati). 

Per quanto riguarda la determinazione dei parametri di qualità nel vino e nel mosto è stato 

sviluppato un modello unico capace di modellare le caratteristiche di entrambe le matrici 

enologiche: due matrici molto diverse fra loro che presentano anche un’elevata diversità a livello 

spettrale. La scelta di creare un modello unico nasce dal fatto che durante la vinificazione il mosto 

si trasforma in vino e il modello predittivo deve essere in grado di seguire l’evoluzione spettrale 

dei campioni lungo tutto il processo fermentativo: il modello deve essere in grado di predire 

efficacemente non solo i parametri di qualità del mosto ma anche del mosto in fermentazione e 

del vino finito. Solo nel caso della determinazione degli zuccheri totali (glucosio + fruttosio), il 

database è stato suddiviso in due sottogruppi: campioni con residuo zuccherino superiore a 10 

g/L (database degli zuccheri alti) e campioni a basse concentrazioni di zuccheri totali (< 10 g/L – 

zuccheri bassi). Questa separazione è necessaria per determinare in modo accurato il contenuto 

zuccherino su un esteso range di concentrazioni, da 0,1 ad oltre 300 g/L. Per questo motivo il 

database per gli zuccheri alti è costituito da mosti in fermentazione, mentre il database per gli 

zuccheri bassi è costituito da mosti a fine fermentazione e vini finiti che hanno caratteristiche 

spettrali molto simili fra loro (intensi assorbimenti delle molecole di etanolo; piccoli o assenti 

assorbimenti delle molecole di glucosio e fruttosio). 

Per un motivo analogo il database per l’acido lattico è costituito principalmente da campioni 

di vino finito: la fermentazione malolattica, successiva alla fermentazione alcolica, porta a 

maturazione il vino attraverso la trasformazione di acido malico in acido lattico. Il database è 

quindi costituito da campioni con caratteristiche spettrali simili, contraddistinti dagli assorbimenti 

delle molecole di etanolo e dall’assenza dei segnali delle molecole di zucchero (tipiche dei mosti 

durante la fermentazione alcolica). 

Nonostante le matrici enologiche presentino una grande variabilità spettrale, l’approccio 

chemiometrico utilizzato consente di estrapolare l’informazione di interesse maggiormente 

correlata alla variabile risposta per creare modelli predittivi affidabili e robusti. 

Il primo passo della procedura, descritta schematicamente in Figura 3.1, prevede la 

costruzione delle matrici dei dati con i valori delle analisi di riferimento e le informazioni spettrali 

relative a ciascun campione analizzato. Gli spettri infrarossi, acquisiti mediante interferometro 

FT-MIR Bacchus 3 con ausilio del software Nicolet Ez-Omnic FTIR in formato “.spc”, sono stati 
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convertiti in formato ASCII (.csv) ed importanti nel software UnscramblerX (Camo Analytics, Oslo, 

Norvegia), software commerciale per l’analisi di dati multivariati. 

La costruzione dei modelli predittivi per il vino passito (Croce et al., 2020) è stata eseguita 

mediante il software per analisi chemiometrica PLSToolbox (Eigenvector Research, Inc. Manson, 

Washington) basato sulla piattaforma Matlab (The MathWorks, Inc., Natick, MA USA). 

I dati sono stati organizzati assegnando a ciascun campione una riga e a ciascuna colonna una 

variabile spettrale, mentre i valori di riferimento dei parametri analitici sono stati raccolti in una 

colonna aggiuntiva. 

Una volta costruita la matrice dei dati, gli intervalli spettrali comprendenti gli assorbimenti 

relativi alle molecole di acqua (1035-1700 cm-1) e alle molecole di anidride carbonica (2299-2372 

cm-1) sono stati esclusi, in quanto interferenti nella determinazione dei parametri enologici. 

Queste regioni dello spettro, infatti, risultano molto rumorose e la ritenzione dei relativi segnali 

ostacolerebbe il corretto sviluppo di modelli predittivi affidabili e robusti (Bauer et al., 2008; 

Nieuwoudt et al., 2004). 

Su ciascun database è stata quindi condotta un’analisi esplorativa mediante analisi delle 

componenti principali (PCA) attraverso l’algoritmo NIPALS (H. Wold, 1975). I dati spettrali (su cui 

è stata applicata la PCA) sono stati medio centrati lungo le colonne per eliminare differenze 

sistematiche di locazione (Oliveri, 2017; Oliveri et al., 2020; Oliveri & Forina, 2012). Mediante PCA 

è inoltre possibile individuare ed eliminare campioni anomali, la cui presenza comprometterebbe 

lo sviluppo del modello predittivo. 

La matrice dei dati, ricostruita senza outlier e variabili non informative, è stata divisa in due 

sottomatrici (matrice di calibrazione e matrice di validazione) mediante algoritmo di Kennard-

stone (Kennard & Stone, 1969): il set di calibrazione sarà utilizzato per costruire i modelli di 

calibrazione che verranno testati sul set di validazione, per ciascun parametro. 

Il dato di calibrazione è stato inoltre pretrattato, secondo i metodi descritti nel Paragrafo 3.6, 

per eliminare caratteristiche indesiderate contenute nello spettro infrarosso e/o per esaltare 

l’informazione di interesse. Occorre sottolineare che in ciascun pretrattamento i dati spettrali 

sono sempre stati mediocentrati rispetto alle colonne. Ad eccezione del pretrattamento CC, che 

prevede solo il centraggio di colonna, negli altri casi è stata utilizzata una combinazione tra CC e 

altri metodi di pretrattamento: 1) centraggio di colonna in combinazione con standard normal 

variate (“CC+SNV” indicato sinteticamente con “SNV”); 2) centraggio di colonna con derivata 

prima (indicato sintenticamente con D1); 3) centraggio di colonna con derivata seconda (indicato 

con “D2”). Per i pretrattamenti in derivata è stato utilizzato l’algoritmo di Savitzky-Golay 

considerando un polinomio interpolante del terzo ordine applicato ad una finestra spettrale di 7 

punti (Oliveri et al., 2019). 
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Infine, prima di costruire i modelli di calibrazione, sono stati applicati gli algoritmi genetici, 

grazie ai quali è stato possibile selezionare le variabili spettrali maggiormente correlate al 

parametro enologico che si vuole determinare (Paragrafo 3.7). La selezione di variabili è stata 

effettuata su piattaforma Matlab mediante la toolbox sviluppata da Leardi, R.. 

Per quanto riguarda l’analisi supervisionata, i modelli di calibrazione sono stati costruiti 

mediante algoritmo Kernel (Lindgren et al., 1993), mentre la procedura di validazione interna è 

stata realizzata con strategia venetian-blind a 7 gruppi di cancellazione (Oliveri & Forina, 2012) al 

fine di ottimizzare la complessità del modello predittivo (per maggiori dettagli fare riferimento al 

Capitolo 3). 

Nei successivi paragrafi faremo riferimento ai parametri enologici utilizzando i seguenti 

acronimi: 

- TAV – Titolo Alcolometrico Volumico 

- ZA – Zuccheri Alti con concentrazione superiore a 10 g/L 

- ZB – Zuccheri Bassi con concentrazione inferiore a 10 g/L 

- ZT – Zuccheri Totali 

- AT – Acidità Totale 

- AV – Acidità Volatile 

- AM – Acido Malico 

- AL – Acido Lattico 

Per i pretrattamenti spettrali, gli algoritmi chemiometrici e altre definizioni verranno utilizzati 

i seguenti acronimi: 

- CC – Centraggio di Colonna 

- SNV – Standard Normal Variate 

- D1 – Derivata prima 

- D2 – Derivata seconda  

- OSC – Orthogonal Signal Correction 

- GA – Algoritmi Genetici 

- PLSR – Regressione ai minimi quadrati parziali (Partial Least Square Regression) 

- PCA – Analisi delle Componenti Principali 

- PC – Componenti Principali 

- MUT – Test di incertezza di Martens’ (Martens’ Uncertainty Test) 
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5.1. Modelli predittivi per vino e mosto in 

fermentazione 

5.1.1. Zuccheri alti (> 10 g/L) – ZA  

Il database utilizzato per costruire il modello di calibrazione per la determinazione degli ZA 

(campioni con contenuto zuccherino maggiore di 10 g/L) è costituito da 660 campioni di mosti in 

fermentazione. I campioni differiscono per colore, annata, varietà e regione di produzione ma per 

ragioni pratiche non è stato possibile risalire alle informazioni relative a ciascun campione. 

Tuttavia, considerando che il database è stato costruito in anni di lavoro e che i clienti ISVEA 

provengono da tutta Italia, è ragionevole supporre che i campioni in esame rappresentino una 

popolazione sufficientemente ampia e rappresentativa. Pertanto, anche i modelli predittivi, 

costruiti considerando il presente database, presenteranno una robustezza e affidabilità tali da 

poter essere applicati a qualsiasi campione di mosto in fermentazione.  

I campioni presentano una concentrazione media di zuccheri totali, espressi come somma 

delle concentrazioni di glucosio e fruttosio, pari a 145 g/L, con un valore minimo di 10 g/L e un 

valore massimo di 365 g/L. 

Il primo passo della procedura descritta in Figura 3.1 prevede lo studio preliminare del dataset 

mediante analisi esplorativa PCA (eseguita sui dati pretrattati mediante CC). I risultati della PCA 

sono mostrati in Figura 5.1. Il piano definito dalle prime due PC (Figura 5.1A) permette di 

descrivere efficacemente il 99% dell’informazione spettrale originaria. Per facilitare la lettura del 

grafico i campioni sono stati colorati in base al contenuto di zuccheri totali: giallo per campioni 

con concentrazione compresa tra 10 e 50 g/L, grigio per campioni per i quali 50 < ZA < 100 g/L, e 

rosso per concentrazioni superiori a 100 g/L. 

In base alla distribuzione dei campioni lungo PC1 si deduce che circa il 95% dell’informazione 

originaria è legata alla variabilità del contenuto di zuccheri totali.  

Infatti, il loading plot per PC1 (Figura 5.1B) presenta un profilo che è molto simile a quello di 

un campione di mosto in fermentazione: man mano che ci spostiamo lungo PC1, i segnali relativi 

alle molecole di glucosio e fruttosio (1000-1100 cm-1) aumentano, mentre diminuiscono i segnali 

relativi alle molecole di etanolo (1045 cm-1 e 2982 cm-1).  

D’altra parte, i campioni si distribuiscono lungo l’asse verticale in base al contenuto di etanolo: 

secondo il loading plot per PC2 (Figura 5.1C), i campioni a valori negativi di PC2 hanno intensi 

assorbimenti a 1045 e 2981 cm-1 (stretching C-O-H e -C-H delle molecole di etanolo), mentre i 

campioni a valori positivi in PC2 hanno assorbimenti di intensità minore e quindi un contenuto 

alcolico più basso.  
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Figura 5.1: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al contenuto zuccherino: giallo (< 50 g/L), grigio (tra 50 e 100 g/L), e rosso (> 100 g/L). 

 
L’analisi congiunta di score plot e influence plot permette di identificare campioni con 

caratteristiche “anomale”: alcuni campioni si trovano lontano dal centro del modello, pur 
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mantenendone la struttura di covarianza, mentre altri non vengono correttamente descritti dal 

modello PCA (Figura 5.1D).  

Nell’analisi esplorativa è stato deciso di rimuovere solo i campioni definiti nel Paragrafo 3.5 

come extreme outlier e per questo motivo non è stato eliminato nessun campione dal database 

ZA. Altri campioni anomali, in termini di correlazione con il valore di riferimento, verranno 

eventualmente eliminati nella fase di costruzione del modello PLSR. 

Il database è stato successivamente diviso in due sottogruppi: (1) set di calibrazione, costituito 

da 495 (75% del totale); (2) test set, costituito da 165 campioni (25%). 

Il dato spettrale è stato quindi pretrattato con CC, SNV, D1 e D2 e le 4 matrici risultanti sono 

state sottoposte a selezione di variabili mediante GA.  

In Figura 5.2 vengono mostrate le regioni spettrali selezionate dai GA per ogni database. Per 

facilitare l’interpretazione del grafico, gli intervalli spettrali selezionati dai GA sono stati 

confrontati con gli spettri medi di campioni con basse (curva blu – 10-50 g/L) e alte (curva rossa 

– 200-250 g/L) concentrazioni di zuccheri totali (seppure sempre > 10g/L). La figura mette in 

risalto le principali differenze spettrali tra i due tipi di matrice mostrando anche come si trasforma 

lo spettro infrarosso quando il residuo zuccherino diminuisce e il contenuto alcolico aumenta. 

 

 

Figura 5.2: Regioni spettrali selezionate dagli algoritmi genetici applicati alle 4 matrici dei dati. Le bande selezionate 
vengono confrontate con i profili spettrali medi di un insieme di mosti (curva rossa) e di vini (curva blu). 

 

In particolare, le principali differenze si presentano a basse frequenze tra 950 e 1200 cm-1 e 

nell’intervallo spettrale 2750-3000 cm-1. Indipendentemente dal tipo di pretrattamento, i GA 

individuano in entrambe le regioni spettrali, informazioni correlate alla variabile risposta. Per SNV 

viene inoltre selezionata la regione tra 1750-1950 cm-1 dove cadono i segnali di stretching dei 

doppi legami C=O e C=C; ciò è imputabile al calcolo stesso di SNV che può determinare uno 
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spostamento della variabilità in regioni inizialmente poco variabili a monte del pretrattamento 

(Oliveri et al., 2019). 

I 4 database vengono quindi ricostruiti considerando solo le variabili selezionate dai GA che 

saranno utilizzate per costruire il modello PLSR. 

Nella prima iterazione PLSR sono state considerate un massimo di 12 componenti. La scelta 

della dimensionalità ottimale con cui costruire i modelli definitivi è stata decisa sulla base del 

grafico che riporta l’errore di cross-validazione contro il numero di variabili latenti PLSR (Figura 

5.3). 

 

 

Figura 5.3: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 3 fattori per CC-PLSR, 10 fattori per SNV-PLSR, 3 fattori per D1-PLSR e 3 fattori per D2-PLSR. 

 

Per ciascun grafico sono stati evidenziati in colore rosso i punti corrispondenti alla 

dimensionalità ottimale. I modelli CC, D1 e D2 sono caratterizzati da un rapido decremento di 

RMSECV dopo la prima componente, mentre per SNV si osserva un leggero decremento fino a 10 

variabili latenti, dopo le quali l’errore si assesta al valore limite di 13 g/L. Nel caso di CC, D1 e D2 

sono quindi sufficienti 3 fattori per spiegare la maggior parte della varianza del blocco-𝑋 e della 

variabile risposta. Inoltre, l’inclusione di 3 variabili latenti permette di costruire un modello con 

un’incertezza estesa percentuale (calcolata come 2 volte il rapporto tra RMSECV e la media delle 

concentrazioni) del 5,5%, comparabile con l’incertezza estesa del metodo di riferimento per valori 
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di concentrazione maggiori di 5 g/L. Per SNV nemmeno l’inclusione di 10 fattori permette di 

raggiungere le stesse performance predittive. 

Una volta determinata la dimensionalità ottimale è possibile individuare, mediante analisi dei 

residui di predizione e studio dell’influence plot, campioni anomali che non vengono modellati 

adeguatamente dal modello PLSR e/o che presentano residui di predizione significativamente 

maggiori rispetto agli altri campioni (Figura 5.4, Figura 5.5, Figura 5.6 e Figura 5.7). 

 

 

Figura 5.4: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i valori 
limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.5: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Per il modello CC-PLSR (prima iterazione) sono stati identificati diversi campioni con 

caratteristiche anomale: 6 extreme outlier, 3 dei quali sono anche 𝑦-outlier, 16 campioni con alto 

leverage, e 4 F-residual, 1 dei quali ha anche un elevato residuo di predizione, ed infine un 

ulteriore 𝑦-outlier. I 27 campioni anomali vengono eliminati e il modello ricalcolato.  
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Anche per il modello SNV-PLSR vengono individuati diversi outlier: 2 residui 𝑦, 4 extreme 

outlier, 1 F-residual e ben 23 leverage. La matrice viene dunque ricostruita considerando i 

rimanenti 465 campioni del training set. 

 

 

Figura 5.6: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i valori 
limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Il modello D1-PLSR (prima iterazione) indentifica un totale di 27 campioni con caratteristiche 

anomale: 3 extreme outlier di cui 2 𝑦 residual, 1 F-residual, 21 leverage di cui 2 𝑦-residual, e 

ulteriori 3 𝑦-outlier. 

 

 

Figura 5.7: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i valori 
limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 Infine, per il modello D2-PLSR, lo studio combinato di influence plot e dei residui del modello 

permette di individuare i seguenti campioni anomali: 6 extreme outlier di cui 1 𝑦 residual, 3 F-

residual, 16 leverage di cui 2 𝑦-residual più altri 3 𝑦-residual, per un totale di 28 outlier che 

devono essere eliminati prima della successiva iterazione. 
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I database ricostruiti senza i campioni anomali vengono sottoposti ad una seconda iterazione 

PLSR per la quale è stato applicato il test statistico di Martens. Il MUT, applicato ai 4 modelli PLSR, 

permette di selezionare un ridotto numero di predittori significativi: 

- Modello CC: 40 predittori 

- Modello SNV: 89 predittori 

- Modello D1: 44 predittori 

- Modello D2: 56 predittori 

Per CC, SNV e D1, il MUT permette di ridurre il numero di predittori di oltre il 50%, mentre per 

D2 vengono identificati appena 7 predittori non significativi, confermando quindi la bontà dei GA 

nell’identificare le variabili spettrali più importanti per la determinazione degli ZA.  

Infine, i modelli PLSR, costruiti sulla base di questi predittori e sui campioni residui del training 

set, sono stati testati sui campioni “incogniti” del set di validazione. I dati spettrali del test set 

sono stati adeguatamente pretrattati secondo le trasformazioni matematiche citate in 

precedenza (CC, SNV, D1 e D2).  

Quando un modello PLSR viene utilizzato per scopi predittivi, i campioni incogniti vengono 

proiettati nel subspazio definito dalle variabili latenti. È possibile quindi identificare, dall’analisi 

dell’influence plot di predizione (analogamente a quanto visto per il training set), eventuali 

campioni anomali presenti nel set di validazione che quindi non possono essere predetti 

adeguatamente con il modello PLSR in esame. Per la corretta valutazione delle performance 

predittive è necessario rimuovere questi campioni e ripetere la predizione sui restanti campioni 

del test set. I valori predetti dal modello vengono quindi confrontati con i valori di riferimento: da 

questo confronto si ricavano i parametri di regressione R2
pred, RMSEP e bias che saranno utilizzati 

per confrontare i diversi modelli predittivi. In Tabella 5-1 sono riassunti i risultati ottenuti per i 4 

modelli PLSR. 

 

Tabella 5-1 

 Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 160 3 2,7 0,99 - 0,4 10,0 - 278,0 192 

SNV 159 10 7,5 0,98 - 0,7 10,0 - 278,0 192 

D1 164 3 2,7 0,99 - 0,6 10,0 - 278,0 192 

D2 163 3 2,3 0,99 - 0,3 10,0 - 278,0 192 
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In generale, l’approccio utilizzato consente di costruire modelli con performance predittive 

comparabili non solo ai valori riportati in letteratura ma anche con il metodo ufficiale di 

riferimento. La procedura con cui si ottengono i risultati peggiori sia in termini di complessità che 

di performance predittive è la SNV-GA. I modelli CC, D1 e D2 presentano invece errori comparabili 

tra loro e con l’incertezza del metodo di riferimento. In particolare, il modello che presenta le 

prestazioni migliori sia in termini di R2
pred che di bias sembra essere il modello in derivata seconda. 

La procedura D2-GA-PLSR per la costruzione di un modello di calibrazione è dunque appropriata 

per la determinazione degli ZA: l’accoppiamento D2-GA permette di effettuare una selezione 

accurata delle caratteristiche spettrali più importanti per la determinazione degli zuccheri totali 

con concentrazioni superiori a 10g/L.  

Nelle pagine seguenti vedremo alcune interessanti caratteristiche relative al modello 

identificato per la predizione degli ZA nei campioni di mosto in fermentazione. 

Considerazioni relative al modello D2 per la determinazione di ZA 

In Figura 5.8 vengono mostrati i coefficienti di regressione ottenuti per il modello D2-PLSR. La 

linea rossa rappresenta il profilo spettrale medio di campioni con alto residuo zuccherino, mentre 

la linea blu rappresenta il profilo medio di campioni con zuccheri totali compresi tra 10 e 50 g/L, 

(dopo applicazione del pretrattamento in derivata seconda): quando un mosto, caratterizzato da 

un elevato residuo zuccherino, diventa vino (basso residuo zuccherino), il profilo spettrale in rosso 

si modifica, approssimandosi al profilo di colore blu.  

È interessante notare come l’algoritmo PLSR individui coefficienti positivi in corrispondenza di 

frequenze per le quali la linea rossa è più intensa della linea blu e coefficienti negativi in 

corrispondenza di frequenze dove la linea rossa ha valori minori rispetto alla linea blu. In altre 

parole, i segnali che aumentano all’aumentare del residuo zuccherino sono associati a coefficienti 

positivi, mentre i segnali che diminuiscono con ZA sono associati a coefficienti negativi, 

confermando la bontà della procedura applicata nel descrivere una matrice enologica in 

evoluzione. 

La Figura 5.9 mostra la relazione tra i valori predetti dal modello PLSR e il valore di riferimento 

ottenuto con metodica ufficiale. È interessante notare come il modello proposto presenti le 

stesse capacità predittive per campioni con basso, medio e alto residuo zuccherino nonostante 

gli spettri in derivata presentino caratteristiche molto diverse come evidenziato dalla Figura 5.8. 

L’elevato coefficiente di determinazione (R2
pred = 0,99) e il basso errore di predizione, (RMSEP 

= 2,3) definiscono un modello con elevate capacità predittive in grado di predire il contenuto 

zuccherino durante un processo fermentativo. 
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Figura 5.8: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con il profilo medio in derivata seconda di campioni ad alto tenore zuccherino (curva rossa) e con valori di 
ZA compresi tra 10 e 50 g/L (curva blu). I coefficienti sono stati normalizzati per renderli confrontabili con i valori di 
assorbanza dei profili spettrali ed agevolare l’interpretazione grafica. 

 

Dalla Figura 5.9 si evince infine come i residui di predizione autoscalati siano normalmente 

distribuiti attorno allo zero ed entro i limiti di confidenza del 99,7%. Questo dimostra che il 

modello presenta le stesse performance predittive in tutto il range di concentrazione investigato 

e che può essere adeguatamente utilizzato per predire il contenuto di ZA in campioni di mosto 

ad inizio e fine fermentazione. 
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Figura 5.9: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello. 

 

5.1.2. Zuccheri bassi (< 10 g/L) – ZB  

Il database utilizzato per costruire il modello di calibrazione per la determinazione degli 

zuccheri bassi è costituito da 489 campioni con una concentrazione di zuccheri totali minore di 

10 g/L. Si tratta quindi di campioni di mosto che hanno quasi terminato la fermentazione alcolica 

o campioni di vino finito. I campioni analizzati costituiscono una popolazione sufficientemente 

ampia e rappresentativa per colore, annata, varietà e regione di produzione. I modelli 

chemiometrici saranno quindi sufficientemente robusti e affidabili da poter essere applicati per 

predire gli zuccheri totali in qualsiasi campione di mosto a fine fermentazione. 

I campioni sottoposti ad analisi secondo le metodiche ufficiali presentano una concentrazione 

media di 3 g/L con un valore minimo di 0,1 g/L e un valore massimo di 13 g/L. 

Il primo passo della procedura schematizzata in Figura 3.1, prevede lo studio del dataset 

mediante PCA. L’analisi delle componenti principali permette di visualizzare tutti i campioni in 
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grafici bidimensionali (Figura 5.10A,D) ed individuare outlier (Figura 5.10D) e/o assorbimenti 

particolari (Figura 5.10B-C).  

 

 

Figura 5.10: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al contenuto zuccherino: giallo (< 4 g/L), grigio (tra 4 e 8 g/L), e rosso (> 8 g/L). 
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In Figura 5.10A è presentato lo score plot per le prime due componenti principali. Per facilitare 

la lettura del grafico, i campioni sono stati colorati in base al contenuto di zuccheri totali: il colore 

giallo indica campioni con residuo zuccherino minore di 4 g/L, il grigio indica concentrazioni 

comprese tra 4 e 8 g/L, mentre il colore rosso è relativo a campioni con concentrazioni 8-13 g/L. 

La distribuzione omogenea dei campioni attorno all’origine degli assi è una prima indicazione 

che i campioni presentano caratteristiche spettrali simili: il database è infatti costituito da mosti 

a fine fermentazione i cui spettri di assorbimento sono dominati dai segnali delle molecole di 

etanolo. Nel paragrafo precedente abbiamo visto come il database di ZA fosse costituito da due 

tipologie di campioni con caratteristiche spettrali differenti: (1) vini finiti, che occupavano il terzo 

e quarto quadrante dello score plot; (2) mosti in fermentazione che occupavano il primo e il 

secondo quadrante. In questo caso i campioni hanno caratteristiche spettrali simili e la 

distribuzione omogenea che si osserva nello score plot è giustificata da tale similarità. Anche per 

questa ragione, la percentuale di varianza spiegata dalle prime due componenti è minore rispetto 

al caso precedente e sono necessarie un numero maggiore di componenti per poter raggiungere 

le stesse performance descrittive. In particolare PC1 spiega l’80%, mentre PC2 e PC3 spiegano il 

9% e il 6% della varianza iniziale, rispettivamente.  

In Figura 5.10B-C vengono mostrati i loading plot per PC1 e PC2: entrambi i profili presentano 

picchi negativi in corrispondenza dei segnali relativi alle molecole di etanolo. Dall’analisi congiunta 

di score plot e loading plot si osserva che, contrariamente a quanto ci si possa aspettare, i 

campioni ad alto contenuto di zuccheri (colorati in rosso) sono caratterizzati anche da un elevato 

contenuto alcolico (segnali intensi a 1045 cm-1). 

Tuttavia, se consideriamo i grafici di Figura 5.10 nel loro complesso è possibile spiegare tale 

anomalia. L’influence plot (Figura 5.10D) mostra infatti che ci sono alcuni campioni “rossi” nel II 

quadrante del grafico ovvero degli extreme outlier che possiedono caratteristiche anomale 

rispetto agli altri campioni (diversa struttura di correlazione tra le variabili). In questo caso si tratta 

di campioni con elevato contenuto zuccherino e alcolico ed è ragionevole supporre che si tratti 

di campioni di vino dolce, erroneamente assegnati al presente database, che devono essere 

eliminati prima dei successivi passaggi. Una volta eliminati questi outlier il database è stato 

suddiviso in set di calibrazione (361 campioni) e set di validazione (120 campioni) mediante 

algoritmo di Kennard-Stone. 

Gli spettri dei campioni del training set sono stati quindi sottoposti a pretrattamento CC, SNV, 

D1 e D2 e a selezione di variabili mediante GA. In Figura 5.11 vengono mostrate le regioni spettrali 

selezionate dai GA per i 4 database: indipendentemente dal tipo di pretrattamento, i GA 

selezionano la regione compresa tra 950 e 1400 cm-1 dove cadono i segnali di stretching C-O-H e 

di bending -C-H delle funzioni alcoliche e alifatiche. Per SNV, D2 e CC viene inoltre selezionata la 
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regione spettrale compresa tra 1700 e 1800 cm-1 dove cadono i segnali di stretching del doppio 

legame -C=O delle funzionalità carbossiliche e carboniliche. Viene infine selezionato l’intervallo 

2500-3000 cm-1 (stretching -C-H delle funzionalità alifatiche) per CC, SNV e D2. 

 

 

Figura 5.11: Regioni spettrali selezionate dagli algoritmi genetici applicati alle 4 matrici dei dati. Le bande selezionate 
vengono confrontate con i profili spettrali medi di un insieme di mosti (curva rossa) e di vini (curva blu). 

 

Le 4 matrici, composte da 361 righe e da un numero di colonne che dipende dalla selezione 

dei GA, sono state utilizzate per costruire i 4 modelli predittivi mediante algoritmo PLSR. 

Nella prima iterazione PLSR sono state considerate un massimo di 12 componenti. La scelta 

della dimensionalità ottimale è stata decisa sulla base del grafico che riporta l’errore di cross-

validazione contro il numero di variabili latenti PLSR. In Figura 5.12 sono riportati i grafici 

corrispondenti ai 4 modelli sopra citati. 

Per ciascun grafico sono stati evidenziati in colore rosso i punti corrispondenti alla 

dimensionalità ottimale. Per ogni modello Il minimo globale viene raggiunto in corrispondenza 

della massima dimensionalità. Tuttavia, considerando l’andamento asintotico delle curve, la 

scelta è ricaduta su un numero minore fattori: l’aumento della dimensionalità comporta solo un 

aumento della complessità senza che questa venga controbilanciata da un incremento delle 

performance predittive. Si può notare come, rispetto ai modelli ZA, il numero di variabili latenti 

necessarie per costruire modelli affidabili sia significativamente maggiore, indipendentemente 

dal pretrattamento. Ciò può essere imputabile alla maggiore complessità e ad una minore 

variazione degli spettri in esame.  

In base a queste considerazioni, il modello CC è stato costruito con 9 fattori che permettono 

di spiegare il 95% della varianza in 𝑦 e oltre il 99% della varianza del blocco-𝑋. Con 9 fattori si 

ottengono, inoltre, residui di predizione comparabili con l’incertezza del metodo e con i valori 

riportati in letteratura (Bauer et al., 2008; Patz et al., 2004; Urtubia et al., 2004).  
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Figura 5.12: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 9 fattori per CC-PLSR, 10 fattori per SNV-PLSR, 8 fattori per D1-PLSR e 7 fattori per D2-PLSR. 

 

Per il modello SNV sono stati scelti 10 fattori grazie ai quali è possibile spiegare il 95% e il 97% 

della varianza di 𝑦 e 𝑋, rispettivamente. L’inclusione di 8 fattori per D1 permette invece di 

spiegare il 97% della varianza in 𝑦 e la quasi totalità della varianza del blocco-𝑋, mentre per il 

modello D2 la complessità ottimale viene ottenuta con appena 7 fattori grazie ai quali viene 

spiegata il 97% della varianza in 𝑦 e oltre il 99% della varianza in 𝑋. 

Una volta determinata la dimensionalità ottimale è possibile individuare, mediante analisi dei 

residui di predizione e studio dell’influence plot, campioni anomali che non vengono modellati 

adeguatamente dal modello PLSR e/o che presentano residui di predizione significativamente 

maggiori rispetto agli altri campioni. L’influence plot per il modello CC-PLSR individua 5 campioni 

con leverage superiore alla soglia limite. Uno di questi campioni presenta anche un residuo 

autoscalato maggiore di 3. È stato inoltre individuato un campione che, nonostante sia descritto 

correttamente dal modello, presenta un residuo autoscalato superiore al limite di soglia al livello 

di confidenza del 99,7%. I 6 campioni anomali vengono quindi eliminati e il modello ricalcolato. 
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Figura 5.13: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Nel modello SNV vengono invece individuati solo 2 leverage e 2 𝑦-residual per un totale di 4 

campioni anomali (Figura 5.14). 

L’influence plot per D1 permette di individuare 4 campioni anomali con alti valori di leverage, 

mentre nel grafico di Figura 5.15 vengono individuati 2 𝑦-residual. 

 

 

Figura 5.14: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

In Figura 5.16 vengono invece, mostrati influence plot e plot dei residui autoscalati per il 

modello D2-PLSR. Nel modello costruito con 7 fattori vengono individuati solo 3 campioni anomali 

(1 extreme outlier, 1 leverage, e 1 campione con residuo autoscalato maggiore di 3). La rimozione 

di questi campioni permette di migliorare l’affidabilità del modello PLSR. 
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Figura 5.15: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.16: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

I database, ricostruiti senza campioni anomali, vengono sottoposti ad una seconda iterazione 
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quindi identificare, dall’analisi dell’influence plot di predizione (analogamente a quanto visto per 

il training set), eventuali campioni anomali presenti nel set di validazione che quindi non possono 

essere predetti adeguatamente con il modello PLSR in esame. Per la corretta valutazione delle 

performance predittive è necessario rimuovere questi campioni e applicare il modello ai campioni 

rimanenti del test set. 

In Tabella 5-2 sono riassunti i risultati ottenuti per i 4 modelli PLSR applicati ai relativi set di 

validazione. 

 

Tabella 5-2 

 
Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 121 9 0,6 0,96 - 0,1 – 8,7 2,2 

SNV 120 10 0,5 0,93 0,1 0,1 – 8,7 2,2 

D1 119 8 0,5 0,94 - 0,1 – 8,7 2,2 

D2 117 7 0,5 0,94 0,1 0,1 – 8,7 2,2 

 

In generale, l’approccio chemiometrico utilizzato permette di costruire modelli con 

performance predittive comparabili non solo ai modelli riportati in letteratura (Bauer et al., 2008; 

Friedel et al., 2013c) ma anche al metodo ufficiale di riferimento. Nel dettaglio, in base ai risultati 

mostrati in tabella, i modelli con le performance predittive peggiori sono CC-PLSR e SNV-PLSR. 

Nonostante le variabili selezionate per questi modelli, siano in larga parte coincidenti con i modelli 

in derivata, il pretrattamento applicato non è altrettanto efficace nell’esaltare l’informazione di 

interesse correlata al parametro ZB.  

In particolare, il modello costruito a partire da profili spettrali in derivata prima sembra avere 

prestazioni migliori. D1-PLSR presenta infatti un valore di R2
pred maggiore e un bias minore rispetto 

a D2 e permette di scartare un minor numero di outlier. 

Nelle pagine seguenti vedremo alcune interessanti caratteristiche relative al modello 

identificato per la predizione degli ZB nei campioni di mosto in fermentazione. 

Considerazioni relative al modello D1 per la determinazione di ZB 

In Figura 5.17 vengono mostrati i coefficienti relativi ai predittori selezionati per il modello D1 

secondo la procedura GA-PLSR-MUT. In questa figura la linea continua rappresenta il profilo di 

assorbimento medio in derivata dei campioni del training set. La ritenzione di un numero elevato 
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di fattori (8 variabili latenti) permette di modellare accuratamente il dato in ingresso rendendo 

tuttavia complicata l’interpretazione del risultato finale. 

 

 

Figura 5.17: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con il profilo medio in derivata dei campioni del training set. I coefficienti sono stati normalizzati per renderli 
confrontabili con i segnali del profilo in derivata. 

 

 

Figura 5.18: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello 

 

La Figura 5.18A mostra la relazione tra i valori predetti dal modello PLSR e il valore di 

riferimento ottenuto con metodica ufficiale. L’errore percentuale relativo del 20% definisce un 

modello con elevate capacità predittive che può essere applicato per la determinazione del 

tenore zuccherino in campioni a fine fermentazione. 

In particolare, lo scatter plot dei residui (Figura 5.18B) non presenta trend o bias significativi 

(Biaspred = 0,03) e tutti i campioni sono entro i limiti di confidenza. Il modello D1-PLSR presenta 

quindi le stesse performance predittive in tutto il range di concentrazione investigato (0,1-8,7 

g/L). 
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5.1.3. Titolo Alcolometrico Volumico – TAV 

Il database utilizzato per costruire il modello predittivo per la determinazione del TAV è 

costituito da 672 campioni di vino e mosti in fermentazione, con colore, annate, varietà e regioni 

di produzione diverse. Come descritto nella procedura operativa (Capitolo 3) ciascun vino è stato 

analizzato secondo la metodica ufficiale per la determinazione del TAV (Paragrafo 4.2.1) e filtrato 

a 0,45 µm per l’analisi spettrofotometrica. I campioni analizzati hanno valori di TAV compresi tra 

0,1 e 19,9% vol. 

Il primo passo della procedura descritta in Figura 3.1 prevede lo studio preliminare del dataset 

mediante analisi esplorativa PCA, i cui risultati sono mostrati in Figura 5.19Figura 5.19. 

Relativamente al database del TAV, con due sole variabili latenti è possibile descrivere oltre il 99% 

della varianza originaria del dato spettrale. In particolare, in Figura 5.19A viene mostrato lo score 

plot dei 672 campioni analizzati. Per semplificare la comprensione del grafico, i campioni sono 

stati colorati in base al contenuto di etanolo: i campioni in giallo presentano una concentrazione 

di etanolo inferiore al 6%; i campioni in grigio tra 6 e 12%; i campioni in rosso presentano invece 

un contenuto superiore ai 12 gradi alcolici.  

In base alla distribuzione dei campioni nel piano delle PC, risulta evidente come la prima 

componente permetta di separare i campioni in base al contenuto alcolico: a valori positivi di PC1 

troviamo campioni (colore giallo) con basso contenuto alcolico (mosti in fermentazione), mentre 

a valori negativi giacciono campioni di vino finito con gradazione alcolica maggiore (colore rosso).  

La seconda componente permette invece di separare i campioni in base al contenuto alcolico, 

separando i vini con gradazione inferiore 12% vol da vini con gradazioni più elevate. 

I loading plot permettono di giustificare queste valutazioni (Figura 5.19B-C). Il loading plot per 

PC1 presenta un profilo simile allo spettro di un mosto in fermentazione, caratterizzato da 

importanti assorbimenti a basse frequenze (Paragrafo 2.3) e una depressione stretta centrata a 

1045 cm-1 (stretching C-O-H delle molecole di etanolo). In base a questo grafico, man mano che 

lo score per PC1 aumenta, i segnali relativi alle molecole di etanolo diminuiscono, mentre i segnali 

relativi alle molecole di glucosio e fruttosio, aumentano. 

Il loading plot per PC2 è invece caratterizzato da un profilo simile allo spettro infrarosso di un 

vino finito, se guardato dall’alto verso il basso lungo l’asse verticale: nella regione compresa tra 

900 e 1200 cm-1 risultano evidenti i due assorbimenti tipici dello stretching del gruppo C-O-H delle 

molecole di etanolo. Anche PC2 permette infatti di separare i campioni in base al contenuto 

alcolico: spostandosi lungo l’asse verticale dal basso verso l’alto, il TAV diminuisce con 

conseguente diminuzione dei relativi picchi di assorbimento. 
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Figura 5.19: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al contenuto alcolico: giallo (< 6% vol), grigio (tra 6 e 12% vol), e rosso (>12% vol). 

 

Mediante PCA è anche possibile identificare campioni anomali attraverso lo studio 

dell’influence plot dove i limiti di confidenza del 99,7% permettono di dividere il grafico in 4 

regioni. Come descritto nel Paragrafo 3.5, in questa prima fase, è stato deciso di rimuovere solo 
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gli extreme outlier, ovvero i campioni che giacciono II quadrante dell’influence plot. Nel grafico 

di Figura 5.19D vengono identificati 4 campioni anomali che devono essere eliminati dal database 

del TAV prima di procedere oltre. Il database, adesso costituito da 668 campioni, è stato diviso in 

training set (501 dei campioni) e test set (167 campioni) mediante algoritmo di Kennard-Stone. 

Una volta eliminati gli extreme outlier mediante PCA e aver definito training set e test set, i 

campioni del set di calibrazioni sono stati pretrattati mediante CC, SNV, D1 e D2. 

Ciascun pretrattamento permette sia di eliminare le caratteristiche indesiderate che di 

esaltare l’informazione di interesse. In questo modo vengono create quattro nuove matrici dei 

dati che verranno utilizzate per creare quattro differenti modelli predittivi. 

Prima di applicare l’algoritmo PLSR, ciascuna matrice è stata sottoposta a selezione di variabili 

per mezzo dei GA. La dimensionalità di ciascuna matrice viene così ridotta attraverso la ritenzione 

delle variabili spettrali maggiormente informative, e ciò consente di costruire modelli più semplici 

e robusti. Le diverse combinazioni pretrattamento-GA consentono di sviluppare modelli PLSR con 

prestazioni differenti che verranno giudicate sulla base del residuo medio di predizione (RMSEP) 

e sul coefficiente di determinazione (R2
pred). 

In Figura 5.20 vengono mostrati gli intervalli spettrali selezionati dai GA per le quattro matrici 

dei dati. In figura vengono inoltre mostrati il profilo in assorbanza medio di un insieme di vini (11-

13% vol – curva blu) e di mosti in fermentazione (2-8% vol – curva rossa). 

 

 

Figura 5.20: Regioni spettrali selezionate dagli algoritmi genetici applicati alle 4 matrici dei dati. Le bande selezionate 
vengono confrontate con i profili spettrali medi di un insieme di mosti (curva rossa) e di vini (curva blu). 

 

È interessante notare come, indipendentemente dal tipo di pretrattamento applicato ai dati, 

i GA permettano di selezionare le stesse regioni spettrali nonostante i dati in ingresso abbiano 

caratteristiche diverse fra loro. 
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Le regioni selezionate dai GA comprendono i segnali di stretching C-O-H (1030-1045 cm-1) dei 

composti alcolici primari (etanolo) e secondari (zuccheri) e i segnali di stretching simmetrico e 

asimmetrico delle funzionalità -C-H alifatiche (2800-3000 cm-1). L’applicazione dei GA risulta 

pertanto una scelta molto azzeccata, in quanto permette di selezionare le lunghezze d’onda di 

maggior interesse per la determinazione del grado alcolico. 

In particolare i GA applicati a D1 permettono di selezionare 33 assorbimenti, mentre per D2 

vengono scelte 48 variabili. Per CC e SNV vengono invece ritenute un maggior numero di variabili, 

con 72 e 60 assorbimenti selezionati, rispettivamente. 

Considerando un totale di quasi 500 lunghezze d’onda, i GA si confermano quindi un ottimo 

strumento per ridurre le informazioni di input e semplificare la costruzione dei modelli PLSR.  

La selezione di un ridotto numero di variabili di input permette di costruire matrici con basso 

rapporto variabili/campioni con conseguente riduzione della probabilità di overfitting (Paragrafo 

3.3). Una volta costruite le 4 matrici dei dati, composte da 501 righe (campioni del training set) e 

un numero di colonne che dipende dalla selezione dei GA, sono stati costruiti i modelli di 

calibrazione PLSR. 

Il primo modello PLSR è stato costruito considerando un massimo di 12 variabili latenti. La 

complessità del modello di calibrazione, ovvero il numero ottimale di variabili latenti che saranno 

utilizzate per costruire il modello definitivo, è stata stimata considerando la variazione di RMSECV 

rispetto al numero di fattori PLSR. In Figura 5.21 vengono riportati i grafici corrispondenti ai 4 

modelli sopra citati. 

Una volta determinata la dimensionalità ottimale è possibile individuare, mediante analisi dei 

residui di predizione e studio dell’influence plot, campioni anomali che non vengono modellati 

adeguatamente dal modello PLSR e/o che presentano residui di predizione significativamente 

maggiori rispetto agli altri campioni.  

Per il modello CC (Figura 5.22) vengono identificati 5 campioni che presentano un residuo in 

predizione oltre il valore limite di controllo. Di questi campioni, uno è anche un extreme outlier, 

mentre un altro ha leverage oltre il valore limite. Vengono inoltre individuati 7 F-residual, 20 

leverage e 2 ulteriori extreme outlier per un totale di 34 outlier. 
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Figura 5.21: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 3 fattori per CC-PLSR, 9 fattori per SNV-PLSR, 5 fattori per D1-PLSR e 7 fattori per D2-PLSR. 

 

L’inclusione di 9 fattori nel modello SNV-PLSR (Figura 5.23) permette di individuare, 3 extreme 

outlier (1 è anche outlier in 𝑦), 17 leverage (3 sono anche outlier in 𝑦) e 1 F-residual, e 5 ulteriori 

outlier in 𝑦 per un totale di 25 campioni anomali.  

 

 

Figura 5.22: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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La prima iterazione per il modello D1-PLSR (Figura 5.24) permette di individuare 9 extreme outlier 

(di cui 1 anche outlier in 𝑦), 4 F-residual e 13 leverage (di cui 2 anche outler in 𝑦) per un totale di 

26 campioni anomali che vengono rimossi prima della seconda iterazione. 

 

 

Figura 5.23: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.24: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Infine per il modello D2-PLSR (modello a 7 fattori), vengono individuati 8 extreme outlier (di 

cui 1 è anche un outlier in 𝑦), 18 leverage, 4 F-residual e 1 outlier in 𝑦, per un totale di 31 campioni 

anomali (Figura 5.25). La rimozione di questi campioni permette di ridurre l’errore di predizione, 

migliorando la robustezza e affidabilità del modello PLSR. 
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Figura 5.25: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

I database, ricostruiti senza campioni anomali, vengono sottoposti ad una seconda iterazione 

PLSR per la quale è stato applicato il test statistico di Martens (durante la seconda iterazioni viene 

mantenuta la dimensionalità scelta nel passaggio precedente). Il MUT applicato ai 4 modelli 

permette di selezionare i predittori statisticamente significativi mediante i quali costruire i modelli 

di calibrazione definitivi: 

- Modello CC: 63 predittori 

- Modello SNV: 40 predittori 

- Modello D1: 31 predittori 

- Modello D2: 17 predittori 

I modelli PLSR così costruiti sono stati applicati ai campioni “incogniti” del test set. I dati 

spettrali sono stati pretrattati secondo le trasformazioni matematiche citate in precedenza (CC, 

SNV, D1 e D2). Quando un modello PLSR viene utilizzato per scopi predittivi, i campioni incogniti 

vengono proiettati nel subspazio definito dalle variabili latenti. È possibile quindi identificare, 

dall’analisi dell’influence plot di predizione (analogamente a quanto visto per il training set), 

eventuali campioni anomali presenti nel set di validazione, che quindi non possono essere 

predetti adeguatamente con il modello PLSR in esame. Per la corretta valutazione delle 

performance predittive è necessario rimuovere questi campioni e applicare nuovamente il 

modello ai rimanenti campioni del test set.  

Il valore predetto dal modello di calibrazione viene confrontato con il valore di riferimento 

ottenuto con metodica ufficiale e da questo confronto si ricavano i parametri di regressione R2, 

RMSEP e bias. Il modello che presenta le performance predittive migliori potrà essere applicato 

direttamente ai campioni reali di vino e mosto in fermentazione. 

 In Tabella 5-3 sono riassunti i risultati ottenuti per i 4 modelli PLSR. 
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Tabella 5-3 

 Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 162 3 0,09 0,99 0,01 0,50 - 16,50 12,30 

SNV 156 9 0,36 0,98 0,04 0,50 - 16,50 12,30 

D1 160 5 0,10 0,99 -0,02 0,50 - 16,50 12,30 

D2 155 7 0,09 0,99 -0,02 0,50 - 16,50 12,30 

 

In base ai valori riportati in tabella, la procedura con cui si ottengono i risultati peggiori è la 

SNV-GA. Nonostante l’elevato coefficiente di determinazione, i valori di RMSEP sono 3 volte 

superiori rispetto agli altri modelli. Probabilmente, il tipo di trasformazione applicata non è adatta 

ad esaltare l’informazione di interesse. Inoltre, per questo tipo di pretrattamento, i GA non 

selezionano quella parte dello spettro infrarosso caratterizzata dai segnali di stretching C-O-H 

delle funzionalità alcoliche primarie e secondarie (Figura 5.20), che sono strettamente correlate 

al contenuto di etanolo di un campione di mosto/vino (Bauer et al., 2008; Croce et al., 2020; Di 

Egidio et al., 2010; Gishen et al., 2010; Patz et al., 2004). Nonostante le performance siano 

peggiori rispetto agli altri modelli, i risultati ottenuti per SNV-PLSR risultano comunque in linea 

con i valori riportati in letteratura (Bauer et al., 2008; Friedel et al., 2013c). 

I modelli costruiti sui dati in derivata, D1-PLSR e D2-PLSR, presentano eccellenti proprietà 

predittive: l’inclusione di un numero ristretto di assorbimenti IR (combinazione GA e MUT) ha 

permesso di costruire modelli stabili con bassi errori di predizione e performance predittive 

migliori dei modelli presentati in letteratura (Bauer et al., 2008; Friedel et al., 2013a; Patz et al., 

2004; Shah et al., 2010). 

Tuttavia, alla luce dei risultati mostrati in tabella, il miglior approccio per la determinazione 

del TAV è quello che prevede la combinazione CC-GA. Il modello CC-PLSR presenta una 

dimensionalità minore rispetto ai precedenti oltre ad un RMSEP = 0,09% vol e un bias trascurabile. 

Considerazioni relative al modello CC per la determinazione del TAV 

Relativamente al modello costruito con la procedura CC-GA-PLSR-MUT, in Figura 5.26, 

vengono mostrati i coefficienti PLSR calcolati secondo la formula di Equazione 3.21. In questa 

figura la linea continua rossa è relativa al profilo di assorbimento medio di campioni di mosto, 

mentre la linea blu rappresenta il profilo di assorbimento medio di campioni di vino (i campioni 

sono stati scelti dal set di calibrazione in base al TAV). Man mano che il processo fermentativo 

evolve, il profilo spettrale in rosso si “trasforma” nel profilo spettrale in blu, con aumento o 

diminuzione di bande caratteristiche di ciascuna matrice. In altri termini, all’aumentare del TAV 

gli assorbimenti caratteristici delle molecole di etanolo aumentano, mentre gli assorbimenti delle 
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molecole di glucosio e fruttosio diminuiscono come conseguenza della correlazione negativa 

esistente tra le due molecole (fermentazione alcolica). 

 

 

Figura 5.26: i coefficienti di regressione con segno positivo sono indicati con barre rosse, mentre i coefficienti negativi 
con barre di colore blu. I coefficienti PLSR vengono confrontati con il profilo di assorbimento medio di un mosto (curva 
rossa) e di un vino (blu). I coefficienti e i profili in assorbanza sono stati normalizzati per agevolare l’interpretazione 
grafica. 

 

È interessante notare come le bande caratteristiche del profilo spettrale di un vino (1045 e 

2981 cm-1) siano caratterizzate da coefficienti di regressione con valore positivo: durante il 

processo fermentativo, si verifica un incremento dei segnali spettrali a 1045 e 1087 cm-1 come 

conseguenza della produzione di etanolo da parte dei lieviti; questi segnali diventano 

preponderanti sugli assorbimenti delle molecole di glucosio e fruttosio che invece vengono 

consumate nel medesimo processo biochimico. 

La Figura 5.27 mostra la relazione tra valore predetto dal modello CC-PLSR e valore di 

riferimento ottenuto con metodica ufficiale. È interessante notare come tutti i campioni siano 

normalmente distribuiti lungo la retta di regressione con una minima dispersione lungo l’intero 

range di variabilità. L’elevato coefficiente di determinazione, R2
pred = 0,99, il basso errore di 

predizione, RMSEP = 0,09% vol, e il bias trascurabile (bias = 0,01) confermano l’elevata capacità 

predittive del modello CC nel range di concentrazione 0,5-16,5% vol. 
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Figura 5.27: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello 

 

5.1.4. Acidità totale – AT 

Il database utilizzato per costruire il modello predittivo per la determinazione dell’acidità 

totale (AT) è costituito da 600 campioni di vino e mosto in fermentazione, con colore, annata, 

varietà e regioni di produzione diverse. Nel 2020 la popolazione di campioni è stata ampliata con 

53 nuovi campioni al fine di irrobustire la curva di calibrazione in tutto il range di concentrazione 

investigato. Ciascun campione è stato analizzato con metodica di riferimento e mediante 

interferometro FT-MIR (950-3050 cm-1). 

I campioni utilizzati per costruire il modello PLSR hanno valori di AT compresi nell’intervallo 

2,5-10 g/L di acido tartarico. 

Il primo passo della procedura descritta in Figura 3.1 prevede lo studio preliminare della 

matrice dei dati 𝑋 mediante analisi esplorativa PCA. Il modello PCA definito dalle prime due 

componenti principali permette di spiegare il 99% della varianza originaria. 
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In Figura 5.28A viene mostrato lo score plot della PCA per i 600 campioni analizzati. Per 

semplificare la comprensione del grafico i campioni sono stati colorati in base al valore di AT: i 

campioni rappresentati in giallo hanno AT minore di 3,3 g/L, quelli in grigio valori compresi tra 3,3 

e 6,6 g/L, mentre in rosso sono rappresentati i campioni con 6,6 g/L < AT < 10 g/L di acido 

tartarico.  

Analogamente a quanto visto nei paragrafi precedenti e in base al confronto tra score plot e 

loading plot (Figura 5.28B) è possibile affermare che la prima componente principale è 

responsabile della separazione tra campioni di mosto (valori positivi di PC1) e campioni di vino 

(valori negativi di PC1). Infatti, in base al loading plot per PC1, i segnali relativi alle molecole di 

glucosio e fruttosio (1030-1060 cm-1) aumentano man mano che lo score per PC1 aumenta; nella 

medesima direzione diminuisce invece il contributo delle molecole di etanolo (1045 cm-1).  

Inoltre, è possibile notare come anche i segnali a 1700-1750 cm-1 diminuiscono di intensità 

lungo la stessa direzione: secondo la teoria (Bevin et al., 2006, 2008; Cavaglia et al., 2019) questa 

regione spettrale è interessata dagli assorbimenti delle funzionalità carbossiliche degli acidi 

organici. Conseguentemente, i campioni a valori positivi di PC1 presentano un valore di AT 

mediamente più piccolo rispetto ai campioni del terzo e quarto quadrante dello score plot.  

Come osservato nei paragrafi precedenti, anche in questo caso il loading plot per PC2 (Figura 

5.28C) presenta un profilo simmetrico a quello di uno spettro di una soluzione alcolica con ridotto 

contenuto di zuccheri. È quindi lecito concludere che i campioni si separano lungo PC2 in base al 

contenuto alcolico. 

L’analisi dei residui mediante influence plot (Figura 5.28D) ha permesso di identificare la 

presenza di alcuni campioni anomali sia per valori di 𝑄 che di 𝑇2. Tuttavia, come descritto nel 

Capitolo 3, in questa prima fase esplorativa, è stato deciso di rimuovere soltanto gli extreme 

outlier. In seguito all’eliminazione dell’unico outlier individuato, il database è stato suddiviso in 

training set e test set mediante algoritmo di Kennard-Stone: il set di calibrazione è formato da 

449 campioni, mentre il set di validazione da 150 campioni, scelti dall’algoritmo in modo tale da 

coprire omogeneamente lo spazio multivariato.  

Il dato spettrale è stato quindi pretrattato con CC, SNV, D1 e D2 e le 4 matrici risultanti sono 

state sottoposte a selezione di variabili mediante GA. In Figura 5.29 sono mostrate le regioni 

spettrali selezionate dai GA per ogni database. Per facilitare l’interpretazione grafica, le bande 

selezionate dai GA sono state raffrontate con i profili medi di assorbimento di un insieme di 

campioni a bassa (curva blu) e alta (curva rossa) acidità. 
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Figura 5.28: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al valore di acidità totale: giallo (< 3,3 g/L), grigio (tra 3,3 e 6,6 g/L), e rosso (> 6,6 g/L). 

 

Le diverse strategie operative permettono di selezionare regioni spettrali frammentate ma 

con interessanti caratteristiche in comune. Indipendentemente dal tipo di pretrattamento, viene 

selezionata la regione compresa tra 1700 e 1900 cm-1 dove cadono i segnali di stretching -C=O 
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delle funzionalità carbossiliche. Viene largamente selezionate anche la regione 1100-1500 cm-1 

dove cadono i segnali di bending delle funzionalità -C=O e C-O-H. 

 

 

Figura 5.29: le barre orizzontali colorate rappresentano le regioni spettrali selezionate dai GA per ciascun database. Le 
bande selezionate sono confrontate con i profili spettrali medi di campioni a basso (curva blu – 2-4 g/L) e alto (curva 
blu – 7-9 g/L) valore di AT. 

 

In particolare, le procedure CC-GA e D2-GA permettono di selezionare 84 variabili 

appartenenti alle regioni spettrali sopra citate, mentre SNV-GA (84 variabili) individua 

informazione di interesse anche nell’intervallo 2800-3000 cm-1; D1-GA è la procedura più 

conservativa che individua 141 variabili spettrali appartenenti a tutto il dominio investigato (950-

3050 cm-1). 

Successivamente, le 4 matrici dei dati (costituite da 449 campioni) sono state utilizzate per 

costruire 4 differenti modelli di calibrazione mediante algoritmo PLSR. Le matrici sono 

caratterizzate da un diverso numero di colonne che dipende dal numero di variabili selezionate 

dai GA e da una colonna aggiuntiva utilizzata per riportare i valori di riferimento di AT. 

Nella prima iterazione PLSR sono state considerate un massimo di 12 componenti. La scelta 

della dimensionalità ottimale con cui costruire i modelli definitivi è stata decisa sulla base del 

grafico che riporta l’errore di cross-validazione contro il numero di variabili latenti PLSR (Figura 

5.30). 

In rosso sono evidenziati i punti relativi alla dimensionalità ottimale: i modelli CC, D1 e D2 

permettono di ottenere bassi valori di RMSECV con un ridotto numero di fattori, mentre con SNV 

non è possibile raggiungere le stesse performance nemmeno con l’inclusione di 12 fattori. In 

particolare per CC e D1 è stato deciso di utilizzare 5 fattori, mentre per D2 e SNV sono stati 

selezionati 6 e 8 fattori, rispettivamente. 
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Figura 5.30: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 5 fattori per CC-PLSR, 8 fattori per SNV-PLSR, 5 fattori per D1-PLSR e 6 fattori per D2-PLSR. 

 

Una volta determinata la dimensionalità ottimale è possibile individuare, mediante analisi 

dei residui di predizione e studio dell’influence plot, campioni anomali che non sono modellati 

adeguatamente dal modello PLSR e/o che presentano residui di predizione significativamente 

maggiori rispetto agli altri campioni (Figura 5.31, Figura 5.32, Figura 5.33 e Figura 5.34). 

 

 

Figura 5.31: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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Per il modello CC-PLSR (prima iterazione) sono stati identificati dallo studio dell’influence plot 

diversi campioni con caratteristiche anomale: 3 extreme outlier di cui 1 𝑦-residual, 20 campioni 

con alto leverage, di cui un 𝑦-outlier, più altri 2 𝑦-residual, per un totale di 25 campioni con 

caratteristiche anomale. 

Anche per il modelo SNV-PLSR vengono individuati diversi outlier: 6 residui in 𝑦, 2 extreme 

outlier, 3 F-residual e 13 leverage di cui 2 anche 𝑦-residual. La matrice viene dunque ricostruita 

considerando i rimanenti 575 campioni. 

 

 

Figura 5.32: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.33: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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anomale: 2 extreme outlier, 2 F-residual, 11 leverage di cui 2 𝑦-residual, e ulteriori 2 𝑦-outlier. 

Infine, per il modello D2-PLSR, dallo studio combinato di influence plot e residui di predizione, 

è possibile individuare 2 F-residual, 12 leverage e 5 𝑦-residual, per un totale di 19 outlier che 

devono essere eliminati prima della successiva iterazione. 
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La rimozione di questi campioni permette di ridurre l’errore di predizione, migliorando la 

robustezza e affidabilità del modello PLSR. 

 

 

Figura 5.34: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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I valori predetti dal modello di calibrazione sono stati quindi confrontati con il valore di 

riferimento ottenuto con metodica ufficiale e da questo confronto si ricavano i parametri di 

regressione R2, RMSEP e bias.  

In Tabella 5-4 sono riassunti i risultati ottenuti per i 4 modelli PLSR. 

 

Tabella 5-4 

 
Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 150 5 0,22 0,96 - 0,02 2,5-9,90 5,6 

SNV 150 8 0,36 0,91 - 0,05 2,5-9,90 5,6 

D1 150 5 0,24 0,95 - 0,01 2,5-9,90 5,6 

D2 150 5 0,23 0,95 - 0,03 2,5-9,90 5,6 

 

In base ai risultati presentati in tabella, i modelli CC, D1 e D2 presentano performance 

predittive simili, in accordo con le incertezze del metodo di riferimento e migliori dei valori 

riportati in letteratura (Bauer et al., 2008; Friedel et al., 2013a). Il modello sviluppato a partire da 

profili spettrali pretrattati con SNV fornisce risultati peggiori sia in termini di complessità che di 

performance predittive anche se in buon accordo con i valori riportati in letteratura (Bauer et al., 

2008).  Nel caso in cui più modelli predittivi abbiano performance e dimensionalità comparabile 

(in termini di variabili latenti PLSR) risulta conveniente scegliere il modello caratterizzato dal 

pretrattamento più semplice. Nel caso dei modelli CC, D1 e D2, è preferibile scegliere il primo, in 

quanto costruito a partire da profili spettrali a cui è applicato il solo centraggio di colonna. Negli 

altri casi i pretrattamenti in derivata sono sempre stati applicati in combinazione con CC. Inoltre, 

i pretrattamenti D1 e D2 trasformano l’informazione spettrale attraverso l’interpolazione dei 

punti del grafico con un polinomio di terzo grado e successiva derivazione del primo o del secondo 

ordine (Savitzky & Golay, 1964). Si tratta quindi di procedure complesse che trasformano 

considerevolmente il dato di input per i quali l’interpretazione del risultato finale risulta anche 

più complessa. 

Considerazioni relative al modello CC per la determinazione di AT 

Le considerazioni successive sono relative al modello CC scelto per quantificare AT in campioni 

incogniti di vino e mosto in fermentazione. Occorre sottolineare che i risultati ottenuti sono 

relativi alla procedura CC-GA-PLSR-MUT e non hanno validità generale. Tuttavia, è interessante 
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evidenziare come il modello costruito permetta di descrivere efficacemente la variazione 

spettrale provocata dall’evoluzione del carattere acido in campioni di mosto e vino. 

 

 

Figura 5.35: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con il profilo medio di assorbimento di campioni con 2 < AT < 4 g/L (curva rossa) e di campioni con 7 < AT 
< 9 g/L (curva blu). I coefficienti sono stati normalizzati per renderli confrontabili con i valori di assorbanza dei profili 
spettrali ed agevolare l’interpretazione grafica. 

 

In Figura 5.35 sono mostrate le regioni spettrali individuate dalla procedura GA-MUT. 

L’applicazione del MUT nelle iterazioni PLSR permette di scartare solo 13 variabili spettrali, 

risultate non significative al test di incertezza. Questo significa che l’approccio utilizzato (CC-GA-

PLSR-MUT) è particolarmente indicato per la ricerca delle informazioni spettrali correlate al 

parametro enologico AT. 

É interessante evidenziare come la regione 1700-1750 cm-1, dove cadono i segnali di 

assorbimento delle funzionalità carbossiliche, sia la più importante nel determinare il contenuto 

di AT di un mosto/vino. Questa regione è infatti caratterizzata da coefficienti positivi con valore 

superiore ai coefficienti individuati per le altre regioni. Questo significa che sarà proprio questa 

regione ad influire maggiormente nella determinazione di AT: un aumento dei segnali in questa 

regione è accompagnato da un corrispondente aumento dell’acidità totale nel campione di vino 

o mosto. 

La Figura 5.36 mostra infine la relazione tra valori predetti dal modello CC e valori di 

riferimento per i campioni del set di validazione. Il 98% dei campioni del test set hanno un residuo 

di predizione entro i limiti di confidenza confermando le ottime prestazioni del modello lungo 

tutto il range di concentrazione considerato.  
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Figura 5.36: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello. 

  

I parametri di regressione per CC mostrati in Tabella 5-4 confermano le buone prestazioni del 

modello che potrà quindi essere applicato a campioni reali senza ricorrere alla distillazione del 

campione come previsto dal metodo di riferimento di analisi. 
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2020a), alcuni dei vini presenti nel database sono vini difettati che presentano elevati valori di 
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quantificare il carattere acido in vini difettati consentendo ai produttori di vino di intervenire 

tempestivamente sul processo di vinificazione al fine di ridurre il deterioramento acido del vino. 

L’analisi delle componenti principali, applicata a tutti i campioni analizzati, permette di 

individuare relazioni tra campioni, tra questi e le variabili spettrali e di stimare il grado di 

correlazione esistente tra esse. La rappresentazione bidimensionale di tutti i campioni mediante 

scatter plot (Figura 5.37A) consente di descrivere efficacemente l’informazione contenuta nella 

matrice dei dati. In particolare la ritenzione delle prime due componenti principali permette di 

spiegare oltre il 99% della varianza originaria: la prima componente (92% dell’informazione) 

permette di separare i campioni in base al contenuto di zuccheri ed etanolo come si evince dal 

loading plot per PC1 (Figura 5.37B); la seconda componente (5% della varianza) permette invece 

di separare i campioni in base al contenuto alcolico (loading plot per PC2 – Figura 5.37C). Quando 

ci muoviamo lungo PC1 e PC2 verso valori positivi i segnali di assorbanza a 1045 e 2981 cm-1 

(stretching C-O-H e -C-H delle molecole di etanolo) diminuiscono come conseguenza di una 

riduzione del grado alcolico. 

Lo score plot fornisce interessanti informazioni quando i campioni vengono colorati in base al 

valore di AV: i campioni a valori positivi di PC1 hanno AV minore rispetto ai campioni del terzo e 

quarto quadrante. In base alle considerazioni precedenti possiamo quindi affermare che, 

mediamente, i vini finiti hanno AV maggiore rispetto ai campioni di mosto.  

Questa osservazione può essere spiegata considerando che, oltre ad etanolo e acido lattico, 

durante la vinificazione, vengono prodotte altre sostanze fra cui l’acido acetico. Inoltre, durante 

l’affinamento o invecchiamento dei vini, parte dell’alcol può trasformarsi in acido acetico come 

conseguenza di processi ossidativi.  

La PCA si conferma quindi tecnica idonea per descrivere un insieme di vini a partire 

dall’informazione contenuta nel medio infrarosso: la rappresentazione bidimensionale di un dato 

multivariato permette di enfatizzare caratteristiche che non sarebbero deducibili dall’analisi degli 

spettri di ogni singolo vino. In questo caso siamo in grado di discriminare campioni di mosto da 

campioni di vino, e risalire alle caratteristiche spettrali di ogni singolo campione (contenuto di 

zuccheri, alcol e acidità) mediante interpretazione combinata di grafici semplici come score plot 

e loading plot. 

La PCA consente inoltre di individuare campioni con caratteristiche anomale: l’influence plot 

mostrato in Figura 5.37C permette di individuare alcuni outlier con valori elevati di 𝑄 che di 𝑇2. 

In questa prima fase esplorativa è stato deciso di rimuovere solo gli extreme outlier considerando 

i limiti di confidenza al 99,7%. In questo caso sono stati individuati e rimossi 8 campioni con queste 

caratteristiche. 
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Figura 5.37: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base ad AV: giallo (< 0,7 g/L), grigio (tra 0,7 e 1,5 g/L), e rosso (> 1,5 g/L). 

 

Il dataset, adesso costituito da 565 campioni, è stato successivamente suddiviso in training set 

(424 campioni) e test set (141 campioni) mediante algoritmo di Kennard-Stone.  
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I campioni del training set sono stati quindi pretrattati mediante CC, SNV, D1 e D2. Da ciascun 

pretrattamento si originano 4 nuove matrici che verranno sottoposte a selezione di variabili 

mediante GA. Le diverse combinazioni pretrattamento-GA permettono di selezionare 

caratteristiche diverse dello spettro infrarosso e di costruire quindi modelli PLSR con prestazioni 

differenti. In  

Figura 5.38 sono mostrati i risultati ottenuti per applicazione dei GA alle 4 matrici dei dati 

pretrattati. 

 

 

Figura 5.38: Regioni spettrali selezionate dagli algoritmi genetici applicati alle 4 matrici dei dati. Le bande selezionate 
sono confrontate con il profilo spettrali medio dei campioni del training set (curva blu). 

 

Risulta subito evidente che, indipendentemente dal tipo di pretrattamento, i GA individuano 

tre regioni spettrali altamente correlate all’acidità volatile del vino: 1) 1100-1500 cm-1; 2) 1700-

1750 cm-1; 3) 2550-2750 cm-1.  

La regione a basse frequenze, in base alla teoria (Paragrafo 2.3), ha un ruolo importante 

quando si vogliono determinare composti acidi o parametri enologici correlati all’acidità. 

Questo intervallo spettrale è infatti caratterizzato dai segnali di bending dei legami, -C=O, C-

O-H, -C-H, e dai segnali di stretching C-O-H tipici di sostanze acide e loro derivati (Bevin et al., 

2006, 2008; Cavaglia et al., 2019; Coimbra et al., 2005).  

Le frequenze 1700-1750 cm-1 sono invece caratterizzate dai segnali di stretching -C=O delle 

funzionalità carbossiliche, che risultano quindi molto ben correlati ai parametri legati all’acidità. 
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Figura 5.39: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 9 fattori per CC-PLSR, 12 fattori per SNV-PLSR, 10 fattori per D1-PLSR e 10 fattori per D2-PLSR. 

 

La regione ad alte frequenze risulta più difficile da interpretare in quanto esente da picchi o 

bande di assorbimento particolari. È tuttavia possibile che questa regione sia influenzata dai 

contributi a banda larga dei modi vibrazionali di stretching -OH (2500-3300 cm-1). È quindi 

ragionevole supporre che l’aumento o la diminuzione del segnale in questa regione  sia correlato 

ad un aumento o diminuzione del carattere acido del campione di mosto o vino in esame (Palma 

& Barroso, 2002). L’applicazione dei GA al dato pretrattato con SNV consente di selezionare 96 

variabili, mentre per la procedura CC-GA ne vengono selezionate 102. Quando vengono applicate 

le trasformazioni in derivata il numero di variabili selezionate è maggiore: 153 variabili per D1-GA 

e 141 per D2-GA. Vedremo a fine paragrafo se la ritenzione di un maggior numero di variabili 

permette di migliorare le performance predittive del relativo modello PLSR. Le 4 matrici, 

composte da 465 righe e da un numero di colonne che dipende dalla selezione dei GA, sono state 

utilizzate per costruire i 4 modelli predittivi mediante algoritmo PLSR.  

Nella prima iterazione PLSR sono state calcolate un massimo di 12 componenti. La scelta della 

dimensionalità ottimale con cui costruire i modelli definitivi viene decisa sulla base del grafico che 

riporta l’errore di cross-validazione contro il numero di variabili latenti PLSR (scree plot). In Figura 

5.39 vengono riportati gli scree-plot relativi ai 4 modelli sopra citati.  
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Una volta individuata la dimensionalità ottimale, è possibile individuare i campioni anomali 

presenti nel set di calibrazione attraverso analisi di influence plot e residui di predizione. Le 

seguenti figure, costruite per ogni modello PLSR, permettono di individuare i campioni anomali 

che sono stati eliminati prima delle successive iterazioni. 

L’influence plot per il modello CC-PLSR (Figura 5.40) evidenzia la presenza di 12 campioni con 

alto leverage e 2 F-residual. Sono stati inoltre individuati 4 campioni che, nonostante siano 

correttamente descritti dal modello PLSR, presentano un residuo autoscalato superiore al limite 

di soglia al livello di confidenza del 99,7%.  

 

 

Figura 5.40: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.41: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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Figura 5.42: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Dall’influence plot per il modello SNV-PLSR è possibile individuare 6 leverage (di cui un 

campione con elevato residuo di predizione) e 2 extreme outlier; mentre il grafico di Figura 5.41D 

permette di individuare altri 4 campioni anomali, per un totale di 11 outlier. 

L’influence plot per D1 (Figura 5.42) permette di individuare 12 leverage (di cui un 𝑦-outlier), 

1 extreme outlier e 5 ulteriori 𝑦-residual, per un totale di 16 campioni anomali. 

In Figura 5.43 vengono invece mostrati influence plot e plot dei residui autoscalati per il 

modello D2-PLSR. Nel modello costruito con 10 fattori vengono individuati solo 15 campioni 

anomali (10 leverage e 5 𝑦-residual). La rimozione di questi campioni permette di ridurre l’errore 

di predizione, e di incrementare la robustezza e affidabilità del modello PLSR. 

 

 

Figura 5.43: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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- Modello CC: 79 predittori 

- Modello SNV: 34 predittori 

- Modello D1: 63 predittori 

- Modello D2: 89 predittori 

i quali verranno utilizzati per costruire il modello di calibrazione definitivo (terza iterazione). 

L’applicazione del MUT permette di ridurre notevolmente il numero di variabili di input: ad 

esempio, per SNV il numero di predittori è stato ridotto di oltre il 30% rispetto alla selezione 

originaria effettuata con i GA. 

L’algoritmo PLSR viene applicato una terza volta ai 4 database (ricostruiti senza campioni 

anomali e predittori non significativi) e il modello risultante viene testato sui campioni “incogniti” 

del test set. Quando un modello PLSR viene utilizzato per scopi predittivi, i campioni incogniti 

vengono proiettati nel subspazio definito dalle variabili latenti. È possibile quindi identificare, 

dall’analisi dell’influence plot di predizione (analogamente a quanto visto per il training set), 

eventuali campioni anomali presenti nel set di validazione che quindi non possono essere predetti 

adeguatamente con il modello PLSR in esame. 

Inoltre, per valutare correttamente le performance predittive, è necessario rimuovere gli 

outlier e applicare nuovamente il modello ai campioni rimanenti del test set. Il valore predetto 

dal modello di calibrazione viene confrontato con il valore di riferimento ottenuto con metodica 

ufficiale e da questo confronto si ricavano i parametri di regressione R2, RMSEP e bias che saranno 

utilizzati per confrontare i diversi modelli predittivi. In Tabella 5-5 sono riassunti i risultati ottenuti 

per i 4 diversi modelli 

 

Tabella 5-5 

 Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 139 9 0,06 0,93 - 0,01 0,05-1,40 0,5 

SNV 138 12 0,07 0,91 - 0,05-1,40 0,5 

D1 140 10 0,05 0,96 0,01 0,05-1,40 0,5 

D2 141 11 0,05 0,96 - 0,01 0,05-1,40 0,5 

 

I 4 modelli, in base ai risultati presentati in tabella, presentano prestazioni comparabili fra loro 

e in ottimo accordo con le incertezze associate ai metodi di riferimento di analisi. 

Indipendentemente dal tipo di pretrattamento, i modelli riescono a predire efficacemente 

l’acidità volatile a partire dall’informazione contenuta nel medio infrarosso.  
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A differenza dei modelli ZA, ZB e TAV, in questo caso è stato necessario utilizzare un maggior 

numero di variabili latenti per costruire i modelli PLSR. Nonostante la complessità maggiore di 

questi modelli, le strategie di validazione interna (cross-validazione) ed esterna (applicazione 

modello su test set) permettono di minimizzare Il rischio di sovrastimare le performance 

predittive dei modelli (overfitting – Paragrafo 3.3). 

I modelli D1 e D2 hanno performance leggermente superiori rispetto a CC e SNV, come 

dimostrato dal coefficiente di determinazione e dall’errore medio di predizione.  

La scelta del modello definitivo da applicare a campioni reali di mosto e vino deve essere fatta 

tenendo presente che a parità di performance predittive, occorre scegliere il modello più 

semplice in termini di pretrattamento e di dimensionalità (numero delle variabili latenti PLSR). 

Considerando quindi che all’aumentare dell’ordine di derivazione la complessità del 

pretrattamento aumenta, la scelta definitiva ricade sul modello D1. 

Considerazioni relative al modello D1 per la determinazione di AV 

Le considerazioni successive sono relative al modello D1 scelto per quantificare AV in campioni 

incogniti di vino e mosto in fermentazione. Occorre sottolineare che i risultati ottenuti sono 

relativi alla procedura D1-GA-PLSR-MUT e non hanno validità generale. Tuttavia, è interessante 

evidenziare come il modello costruito permetta di descrivere efficacemente la variazione 

spettrale provocata dall’evoluzione del carattere acido in campioni di mosto e vino. 

 

 

Figura 5.44: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con i profili mediati in derivata di campioni ad alta (curva rossa) e bassa acidità (curva nera). I coefficienti 
sono stati normalizzati per renderli confrontabili ai valori delle curve in derivata.  

 

Relativamente a questo modello, in  Figura 5.44, vengono mostrati i coefficienti di regressione 

calcolati in PLSR: le barre di colore rosso sono relative a coefficienti con segno positivo; le barre 

-0,4

-0,3

-0,2

-0,1

0

0,1

0,2

0,3

1117 1167 1217 1267 1317 1367 1417 1467 1517 1567 1617 1667 1717 1767

Frequenza (cm-1)

Coefficienti modello AV (D1)

Coefficienti positivi Coefficienti negativi 0,01 - 0,12 g/L 0,8 - 1,6 g/L



Capitolo 5  Modelli di calibrazione multivariata 

134 

 

di colore blu sono relative a coefficienti con segno negativo. In figura sono mostrati anche i profili 

medi in derivata prima di campioni ad alta e bassa AV. In questa figura la linea continua di colore 

nero rappresenta il profilo medio in derivata prima di campioni del training set con bassa acidità 

(0,01 – 0,17 g/L), mentre la linea rossa è relativa a campioni con elevata acidità (0,8 – 1,6). 

L’inclusione di un numero elevato di fattori permette di modellare accuratamente il dato in 

ingresso rendendo tuttavia complicata l’interpretazione del risultato finale. 

 La Figura 5.45 mostra infine la relazione tra i valori predetti dal modello PLSR e il valore di 

riferimento ottenuto con metodica ufficiale. Lo scatter plot dei residui di predizione (Figura 

5.45B) evidenzia come il modello presenti le stesse performance predittive in tutto il range di 

concentrazione investigato, e l’assenza di bias o trends conferma la qualità della procedura 

applicata per costruire un modello per determinare l’acidità volatile nel mosto e nel vino nel range 

0,05 – 1,4 g/L di acido acetico.  

 

 

Figura 5.45: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello. 
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5.1.6. pH 

Il database utilizzato per costruire il modello predittivo per la determinazione del pH è 

costituito da 617 campioni di vino e mosti in fermentazione, con colore, annata, varietà e regioni 

di produzione diverse. Come descritto nella procedura operativa (Capitolo 3) ciascun campione è 

stato analizzato secondo la metodica ufficiale (misura potenziometrica con pH-metro) e mediante 

interferometro Bacchus 3. I campioni sottoposti ad analisi multivariata hanno acidità tra 2,80 e 

4,20 unità di pH.  

Il primo passo della procedura descritta in Figura 3.1 prevede lo studio preliminare del dataset 

mediante analisi esplorativa PCA. L’inclusione di 2 componenti principali permette di descrivere 

oltre il 99% della varianza originaria. In Figura 5.46A viene mostrato lo score plot dei 617 campioni 

in studio.  

Per semplificare la comprensione del grafico i campioni sono stati colorati in base al valore di 

pH: i campioni in giallo hanno pH < 3,20; i campioni in grigio hanno pH compreso tra 3,20 e 3,70; 

i campioni in rosso hanno pH > 3,70.  

In base agli assorbimenti evidenziati nei loading plot (Figura 5.46C-B) possiamo facilmente 

dedurre che i campioni proiettati nel primo e secondo quadrante dello score plot sono mosti in 

fermentazione, mentre nel terzo e quarto quadrante vengono proiettati i campioni di vino. Infatti, 

spostandosi lungo PC1, da sinistra verso destra, gli assorbimenti relativi alle molecole di glucosio 

e fruttosio aumentano (1030 e 1060 cm-1), mentre diminuiscono quelli relativi alle molecole di 

etanolo (1045 e 2981 cm-1).  

È interessante sottolineare che i campioni ad alti valori di PC1 hanno valori di pH mediamente 

più bassi (più acidi) rispetto ai campioni del terzo e quarto quadrante dello score plot. Possiamo 

quindi concludere che i campioni di mosto presenti del database sono generalmente più acidi dei 

campioni di vino. Questa osservazione è conforme all’evoluzione del pH durante la vinificazione: 

il pH tende ad aumentare come conseguenza dei processi fermentativi (fermentazione 

malolattica) e di affinamento (precipitazione tartarica) con conseguente diminuzione di acidità. 

L’influence plot mostrato di Figura 5.46D evidenzia la presenza di alcuni campioni anomali sia 

per valori di 𝑄 che di 𝑇2. Come descritto nel Capitolo 3, in questa prima fase esplorativa, è stato 

deciso di rimuovere solo gli extreme outlier; altri campioni anomali saranno eventualmente 

rimossi durante l’analisi PLSR. 
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Figura 5.46: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al pH: giallo (< 3,20), grigio (tra 3,20 e 3,70 g/L), e rosso (> 3,70 g/L). 

 

Poiché nel database non sono presenti extreme outlier tutti i campioni originari sono stati 

utilizzati per costruire e validare il modello di calibrazione. Mediante algoritmo di Kennard-Stone 

D

-1,2

-1

-0,8

-0,6

-0,4

-0,2

0

0,2

0,4

0,6

0,8

-2 -1 0 1 2 3 4

P
C

-2

PC-1

Score plot

Basso

Medio

Alto

-0,1

-0,05

0

0,05

0,1

0,15

0,2

0,25

950 1200 1450 1700 1950 2200 2450 2700 2950

Lo
ad

in
g 

P
C

-1

Frequenza (cm-1)

Loading Plot PC-1 (96%)

A

B C

-0,5

-0,4

-0,3

-0,2

-0,1

0

0,1

950 1200 1450 1700 1950 2200 2450 2700 2950

Lo
ad

in
g 

P
C

-1

Frequenza (cm-1)

Loading Plot PC-2 (3%)

0

0,1

0,2

0,3

0,4

0 5 10 15 20 25 30

Q
-R

es
id

u
al

s 
(P

C
-2

)

Hotelling's T2 (PC-2)

Influence plot

Limite T

Limite Q

Basso

Medio

Alto



Capitolo 5  Modelli di calibrazione multivariata 

137 

 

il database è stato diviso in set di calibrazione (463 campioni) e set di validazione (154 campioni). 

I campioni del set di calibrazioni sono stati quindi pretrattati mediante: 

- Centraggio di colonna (CC) 

- Centraggio di colonna + Derivata prima (D1) 

- Centraggio di colonna + Derivata seconda (D2) 

- Centraggio di colonna + Standard normale variate (SNV) 

Ciascun pretrattamento permette di eliminare caratteristiche indesiderate e/o esaltare 

l’informazione di interesse.  

Tuttavia solo una parte dell’informazione spettrale è correlata al pH dei campioni analizzati, e 

grazie ai GA è stato possibile selezionare un ristretto gruppo di variabili spettrali. La riduzione del 

numero di variabili di input consente di costruire modelli PLSR più semplici e robusti (Friedel et 

al., 2013b). Le combinazioni pretrattamento-GA consentono di selezionare caratteristiche diverse 

dello spettro infrarosso permettendo di costruire modelli PLSR con prestazioni differenti.  

In Figura 5.47 è mostrato lo spettro infrarosso medio dei campioni del training set e le regioni 

spettrali selezionate dai GA per i 4 database. Risulta subito evidente che i GA individuano due 

regioni spettrali, indipendentemente dal tipo di pretrattamento applicato ai dati di partenza. I GA 

sono quindi in grado di riconoscere l’informazione di interesse anche per dati molto diversi fra 

loro.  

 

 

Figura 5.47: Regioni spettrali selezionate dagli algoritmi genetici applicati alle 4 matrici dei dati. Le bande selezionate 
vengono confrontate con il profilo spettrali medio dei campioni del training set (curva blu). 

 

Come già osservato nei paragrafi dedicati ad AT e AV, la regione a basse frequenze ha un ruolo 

importante quando si vogliono determinare composti acidi o parametri enologici correlati 

all’acidità. Infatti, in questo intervallo spettrale cadono i segnali di bending dei legami -C=O, C-O-
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H, tipici di sostanze acide e loro derivati (Bevin et al., 2006, 2008; Cavaglia et al., 2019; Manley et 

al., 2017). La seconda regione comprende le frequenze vibrazionali del doppio legame -C=O delle 

funzionalità carbossiliche ed è quindi di fondamentale importanza anche per la determinazione 

del pH. 

L’applicazione dei GA al dato pretrattato con CC e SNV consente di selezionare 81 e 72 variabili 

rispettivamente, mentre per i pretrattamenti in derivata vengono selezionate 78 variabili per D1 

e 87 variabili per D2.  

Le 4 matrici, adesso costituite da un diverso numero di colonne, sono state utilizzate per 

creare 4 differenti modelli di calibrazione mediante algoritmo PLSR. Nella prima iterazione PLSR 

sono state considerate un massimo di 12 componenti. La dimensionalità ottimale con cui 

costruire i modelli definitivi è stata decisa in questa fase, sulla base del grafico che riporta l’errore 

di cross-validazione contro il numero di variabili latenti PLSR. Nella Figura 5.48 vengono riportati 

i grafici di RMSECV corrispondenti ai 4 modelli sopra citati. 

In rosso vengono evidenziati i punti relativi alla dimensionalità ottimale: i modelli CC, D1 e D2 

consentono di ottenere valori bassi di RMSECV con un ridotto numero di fattori; per SNV 

nemmeno con la dimensionalità massima è possibile raggiungere le performance degli altri 

modelli. 
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Figura 5.48: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 5 fattori per CC-PLSR, 7 fattori per SNV-PLSR, 6 fattori per D1-PLSR e 6 fattori per D2-PLSR. 

 

Una volta determinata la dimensionalità ottimale (5 fattori per CC, 6 fattori per D1 e D2, 7 

fattori per SNV) è possibile costruire l’influence plot per PLSR al fine di individuare outlier che 

compromettono il corretto sviluppo del modello predittivo. In questa fase vengono anche 

individuati ed eliminati i campioni con residuo autoscalato di predizione maggiore dei limiti di 

soglia al 99,7%. Si tratta di campioni che presentano un’elevata differenza tra valore di 

riferimento e valore predetto dal modello (Paragrafo 3.5). Data l’elevata numerosità di campioni 

a disposizione è possibile eliminare i campioni senza un approfondito studio delle loro 

caratteristiche. Nella Figura 5.49, Figura 5.50, Figura 5.51, Figura 5.52 sono riportati influence 

plot e grafico dei residui autoscalati per i 4 modelli di calibrazione. 

Per il modello CC-PLSR (prima iterazione) sono stati identificati diversi campioni con 

caratteristiche anomale: 32 leverage, comprendenti anche due campioni con valori anomali per 

la variabile risposta, 4 F-residual, e altri 3 𝑦-residual. I 37 campioni anomali vengono eliminati e il 

modello ricalcolato.  

Anche per il modello SNV-PLSR sono stati individuati diversi outlier: 7 residui 𝑦, 1 extreme 

outlier, 2 F-residual, uno dei quali è anche un 𝑦-outlier ed altri 14 leverage. La matrice viene 

dunque ricostruita considerando i rimanenti 440 campioni del training set. 

 

 

Figura 5.49: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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Figura 5.50: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Il modello D1-PLSR (prima iterazione) indentifica un totale di 18 campioni con caratteristiche 

anomale: 3 𝑦-residual, 1 F-residual, 13 leverage di cui 2 𝑦-residual, e ulteriori 3 extreme outlier. 

Infine per il modello D2-PLSR (modello a 6 fattori), vengono individuati 13 leverage (di cui 2 outlier 

in 𝑦), 1 F-residual e 4 ulteriori outlier in 𝑦, per un totale di 16 campioni anomali. La rimozione di 

questi campioni permette di ridurre l’errore di predizione, migliorando la robustezza e affidabilità 

del modello PLSR. 

I database, ricostruiti senza campioni anomali, sono stati sottoposti ad una seconda iterazione 

PLSR per la quale è stato applicato il test statistico di Martens, considerando, per ciascun modello, 

la dimensionalità scelta nella prima iterazione. Il MUT viene applicato a tutti i modelli ma solo per 

D1 e CC si ottengono risultati migliori rispetto all’iterazione PLSR precedente.  

Quando il MUT viene applicato a SNV e D2, alcune variabili risultano non significative e la loro 

rimozione determina un peggioramento delle performance predittive nei relativi modelli di 

calibrazione. il MUT elimina variabili che in realtà sono importanti per la determinazione del pH e 

la loro ritenzione nel modello finale è pertanto necessaria. 
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Figura 5.51: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.52: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Per queste ragioni, il MUT è stato applicato solo ai modelli CC e D1: in entrambi i casi vengono 

rimosse un numero ridotto di variabili a conferma del fatto che i GA avevano già selezionato 

efficacemente le variabili importanti correlate al pH.  

L’elenco seguente riassume il numero di predittori utilizzati in ciascuno dei modelli PLSR 

sviluppati: 

- Modello CC: 79 predittori 

- Modello SNV: 72 predittori; MUT non applicato 

- Modello D1: 65 predittori 

- Modello D2: 87 predittori; MUT non applicato 

I modelli definitivi sono stati quindi applicati ai campioni “incogniti” del test set. I dati spettrali 

sono stati pretrattati secondo le trasformazioni matematiche citate in precedenza (CC, SNV, D1 e 

D2). Quando un modello PLSR viene utilizzato per scopi predittivi, i campioni incogniti vengono 
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proiettati nel subspazio definito dalle variabili latenti. È possibile quindi identificare, dall’analisi 

dell’influence plot di predizione (analogamente a quanto visto per il training set), eventuali 

campioni anomali presenti nel set di validazione che quindi non possono essere predetti 

adeguatamente con il modello PLSR in esame.  

Per la corretta valutazione delle performance predittive è necessario rimuovere questi 

campioni e applicare nuovamente il modello ai campioni del test set. Il valore predetto dal 

modello di calibrazione viene quindi confrontato con il valore di riferimento ottenuto con 

metodica ufficiale e da questo confronto si ricavano i parametri di regressione R2, RMSEP e bias. 

In Tabella 5-6 sono riassunti i risultati ottenuti per i 4 modelli: 

 

Tabella 5-6 

 Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 154 5 0,07 0,88 0,001 2,70-4,20 3,50 

SNV 145 7 0,08 0,81 0,004 2,70-4,20 3,50 

D1 152 6 0,06 0,94 0,01 2,70-4,20 3,50 

D2 154 6 0,07 0,91 0,01 2,70-4,20 3,50 

 

I 4 modelli, alla luce dei risultati ottenuti, presentano prestazioni comparabili fra loro e in 

ottimo accordo con le incertezze associate ai metodi di riferimento. I modelli D1-PLSR e D2-PLSR 

sono quelli che presentano prestazioni migliori in termini di RMSEP e R2. In particolare, D1 

permette di ottenere errori di predizione comparabili all’incertezza estesa del metodo di 

riferimento. 

Considerazioni relative al modello D1 per la determinazione del pH 

Le considerazioni successive sono relative al modello D1 scelto per quantificare il pH in 

campioni incogniti di vino e mosto in fermentazione. Occorre sottolineare che i risultati ottenuti 

sono relativi alla procedura D1-GA-PLSR-MUT e non hanno validità generale. Tuttavia, è 

interessante evidenziare come il modello costruito permetta di descrivere efficacemente la 

variazione spettrale provocata dall’evoluzione del carattere acido in campioni di mosto e vino. 

La Figura 5.53 riporta i coefficienti di regressione per il modello D1-PLSR. Per facilitare 

l’interpretazione del grafico, ciascun coefficiente è rappresentato con una barra colorata: il colore 

rosso è relativa a coefficienti con segno positivo; il colore blu è invece associato a coefficienti con 
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segno negativo.  In figura sono anche mostrati i profili medi in derivata per campioni ad alto e 

basso valore di pH. 

 

 

Figura 5.53: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con i profili mediati in derivata di campioni ad alta (curva rossa) e bassa acidità (curva nera). I coefficienti 
sono stati normalizzati per renderli confrontabili ai valori delle curve in derivata.  

 

Quando il pH diminuisce, il segnale di assorbanza tra 1700-1800 cm-1 aumenta e la relativa 

banda di assorbimento diventa più intensa e stretta. Conseguentemente, Il profilo in derivata 

dello stesso segnale presenta una pendenza maggiore attorno al punto di flesso. In figura, la curva 

nera presenta tra 1700 e 1750 cm-1 una pendenza maggiore rispetto alla curva rossa come 

conseguenza della diminuzione del pH.  

I valori dei coefficienti di regressione, negativi prima e positivi dopo il punto di flesso, sono 

coerenti con le valutazioni precedenti: man mano che l’acidità del campione aumenta, con 

conseguente aumento della pendenza nel profilo in derivata al punto di flesso, il pH del campione 

diminuisce. 

La Figura 5.54A mostra infine la relazione tra valori predetti dal modello PLSR e il valore di 

riferimento ottenuto con metodica ufficiale, relativamente ai campioni del test set.  

Dallo scatter plot dei residui di predizione (Figura 5.54B) si desume che il modello presenta le 

stesse performance predittive in tutto il range di concentrazione investigato, e l’assenza di bias o 

trends conferma la qualità del modello D1-PLSR nel predire il pH nel range 2,70 – 4,20. 
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Figura 5.54: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello. 

 

5.1.7. Acido malico – AM 

La matrice dei dati utilizzata in questo paragrafo è costituita da 417 righe e 486 colonne: 

ciascuna riga corrisponde ad un campione di mosto o vino per i quali sono stati acquisiti i segnali 

di assorbanza nel range 950-3050 cm-1. Il database è costituito da campioni di colore, annata, 

varietà e regioni di produzione diverse. 

L’analisi delle componenti principali è stata applicata a tutti i campioni analizzati al fine di 

individuare campioni e/o assorbimenti anomali e per poter studiare i dati di input nel loro 

complesso. La ritenzione delle prime due componenti principali permette di spiegare la quasi 

totalità dell’informazione iniziale: PC1 e PC2 descrivono il 98% e l’1% della varianza del dato 

spettrale (Figura 5.55).  In particolare la prima componente permette di separare i campioni in 

base al contenuto di zuccheri e alcol come si desume dall’analisi del loading plot per PC1 (Figura 

5.55B): i segnali a 1029 e 1068 cm-1, relativi alle molecole di glucosio e fruttosio, aumentano 
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quando ci muoviamo verso valori positivi di PC1; i segnali a 1045 e 2981 cm-1 relativi alle molecole 

di etanolo aumentano nella direzione contraria. 

 

 

Figura 5.55: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al contenuto di acido malico: giallo (< 1,0 g/L), grigio (tra 1,0 e 1,5 g/L), e rosso (> 1,5 g/Ll). 
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È interessante sottolineare come i campioni a valori negativi in PC1 siano caratterizzati 

generalmente da bassi e medi valori di AM, mentre quando PC1 assume valori positivi, anche AM 

aumenta (Figura 5.55A). 

Ancora una volta la PCA permette di descrivere accuratamente l’informazione contenuta nel 

database in esame: i campioni di mosto possiedono, oltre ad un alto contenuto di zuccheri, anche 

un’elevata concentrazione di acido malico; malico, glucosio e fruttosio sono infatti i precursori 

metabolici nelle reazioni fermentative (malolattica il primo, alcolica gli altri due) e si trovano ad 

alte concentrazioni nel succo d’uva e nel mosto. D’altra parte il vino (il prodotto finito della 

vinificazione) contiene elevate quantità di alcol e acido lattico.  

Vi sono tuttavia vini finiti con quantità residue di acido malico (nello score plot sono presenti 

alcuni “punti rossi” nella nube di campioni giallo/grigia). È probabile che nel database siano 

presenti vini che hanno terminato la fermentazione alcolica e che devono ancora completare la 

fermentazione malolattica. È anche possibile che tali punti siano relativi a vini bianchi, per i quali, 

non essendo prevista la fermentazione malolattica, mantengono elevate concentrazioni di acido 

malico. Viene così spiegato il motivo per cui non vi è una distinzione netta tra mosto e vino se 

consideriamo il contenuto di acido malico (analoghe considerazioni valgono anche per l’acido 

lattico). 

La seconda componente (Figura 5.55C) è invece legata alla distinzione dei campioni in base al 

contenuto alcolico. Per una corretta interpretazione di questo grafico conviene fare riferimento 

ai paragrafi precedenti in cui si evince come questa separazione sia imputabile alle molecole di 

etanolo (Paragrafo 5.1.3).  

L’influence plot mostrato in Figura 5.55D evidenzia la presenza di alcuni campioni anomali sia 

per valori di 𝑄 che di 𝑇2. Come descritto nel Paragrafo 3.5, è stato deciso di rimuovere solo gli 

extreme outlier considerando i limiti di confidenza al 99,7%. In questo caso non sono stati 

individuati campioni con caratteristiche anomale.  

Il dataset utilizzato per costruire e validare i modelli di calibrazione è quindi costituito da 417 

campioni che sono stati divisi in training set (313 campioni) e test set (104 campioni) mediante 

algoritmo di Kennard-Stone. 

Il dato spettrale è stato successivamente pretrattato con CC, SNV, D1 e D2 e le 4 matrici 

risultanti sono state sottoposte a selezione di variabili mediante GA. Ciascun pretrattamento 

permette di eliminare caratteristiche indesiderate ed esaltare l’informazione di interesse. 

In Figura 5.56 sono mostrate le regioni spettrali selezionate dai GA per ogni database. Per 

facilitare l’interpretazione grafica, le bande selezionate dai GA sono confrontate con lo spettro 

infrarosso medio per i campioni di calibrazione con valori di AM compresi tra 0,1 e 2,0 g/L.  
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Figura 5.56: Le barre orizzontali colorate rappresentano le regioni spettrali selezionate dai GA per ciascun database. Le 
bande selezionate vengono confrontate con lo spettro medio dei campioni del training set (0,1-2,0 g/L di acido malico). 

 

Risulta subito evidente che, indipendentemente dal tipo di pretrattamento, vengono 

selezionate le stesse regioni spettrali per i 4 database. La regione a basse frequenze ha un ruolo 

importante quando si vogliono determinare composti acidi o parametri enologici correlati 

all’acidità. Come già osservato nel paragrafo dedicato ad AT, AV e pH, gli algoritmi genetici 

individuano informazione di interesse in questa regione. In base alla teoria in questo intervallo 

spettrale sono presenti i segnali di bending dei legami C-O-H, -C=O, -C-H, e i segnali di stretching 

C-O-H. Per i 4 database vien anche selezionata la regione del doppio legame -C=O (funzionalità 

carbossiliche).  

I GA applicati a CC selezionano anche una regione ad alte frequenze, centrata a 2950 cm-1. È 

tuttavia probabile che si tratti di un artefatto. É infatti possibile che in questa regione vengano 

trovate correlazioni con la concentrazione di acido malico anche se le variazioni spettrali sono 

dovute ad altre sostanze (ad esempio etanolo e zuccheri). Considerando i risultati ottenuti nei 

paragrafi precedenti e in base alle conoscenze teoriche di spettroscopia infrarossa, questa 

regione non dovrebbe essere influenzata dalla concentrazioni di acidi organici (Cavaglia et al., 

2019; Friedel et al., 2013b; Manley et al., 2017; Moreira & Santos, 2004, 2005). Nonostante ciò, 

è stato deciso di non modificare la selezione dei GA e di utilizzare i predittori selezionati per 

costruire il relativo modello PLSR. 
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Figura 5.57: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 9 fattori per CC-PLSR, 12 fattori per SNV-PLSR, 10 fattori per D1-PLSR e 11 fattori per D2-PLSR. 

 

L’applicazione dei GA al dato pretrattato con CC ha quindi permesso di selezionare 103 

variabili spettrali; per la procedura SNV-GA ne vengono selezionate 87, mentre per D1 e D2 

vengono selezionate 99 e 84 variabili spettrali, rispettivamente.  

Le 4 matrici sono state quindi utilizzate per costruire 4 differenti modelli di calibrazione 

mediante algoritmo PLSR.  

Nella prima iterazione PLSR sono state considerate un massimo di 12 componenti. Il grafico di 

Figura 5.57, che riporta l’errore di cross-validazione contro il numero di variabili latenti PLSR, 

permette di selezionare la dimensionalità ottimale con cui costruire i modelli PLSR definitivi. In 

rosso vengono evidenziati i punti relativi alla dimensionalità ottimale scelta per ogni procedura. I 

modelli CC, D1 e D2 presentano bassi errori di predizione anche per un ridotto numero di fattori 

PLSR; per SNV non sono sufficienti 12 fattori per raggiungere le performance predittive degli altri 

modelli.  

In questa fase vengono anche individuati ed eliminati campioni con caratteristiche anomale 

nel dato spettrale e/o nel valore di riferimento (Figura 5.58, Figura 5.59, Figura 5.60 e Figura 

5.61). Data l’elevata numerosità di campioni a disposizione è stato possibile eliminare i campioni 

senza un approfondito studio delle loro caratteristiche. 
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Figura 5.58: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Per il modello CC-PLSR (prima iterazione) sono stati identificati diversi campioni con 

caratteristiche anomale. In particolare sono stati eliminati: 10 campioni con alto leverage, 2 𝑦-

residual, e 3 F-residual, per un totale di 15 outlier. 

 

 

Figura 5.59: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

Anche per il modelo SNV-PLSR vengono individuati alcuni outlier: 2 residui in 𝑦, 2 extreme 

outlier, 2 F-residual e 10 leverage. La matrice viene dunque ricostruita considerando i rimanenti 

297 campioni. Il modello D1-PLSR (prima iterazione) indentifica un totale di 3 outlier: 1 extreme 

outlier, 1 F-residual, e 1 𝑦-residual. Infine per il modello D2-PLSR, lo studio combinato di influence 

plot e residui di predizione ha permesso di individuare i seguenti campioni anomali: 1 F-residual, 

1 leverage e 2 𝑦-residual, e 2 extreme outlier per un totale di 6 outlier che devono essere eliminati 

prima della successiva iterazione.  
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Figura 5.60: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

 

Figura 5.61: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

I database, ricostruiti senza campioni anomali, sono stati sottoposti ad una seconda iterazione 

PLSR nella quale è stato applicato il test statistico di Martens. Per ciascun modello è stata 

considerata la dimensionalità ottimale scelta nella prima iterazione PLSR. Il MUT applicato ai 4 

modelli ha permesso di selezionare i seguenti predittori significativi che saranno utilizzati per 

costruire il modello di calibrazione finale: 

- Modello CC: 76 predittori 

- Modello SNV: 57 predittori 

- Modello D1: 63 predittori 

- Modello D2: 84 predittori 

L’applicazione del MUT permette di ridurre il numero di variabili significative per la 

determinazione dell’acido malico. Per D2 tutte le variabili selezionate dai GA risultano 

significative. 
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I modelli definitivi sono stati quindi applicati ai campioni “incogniti” del test set. I dati spettrali 

sono stati pretrattati secondo le trasformazioni matematiche citate in precedenza (CC, SNV, D1 e 

D2). Quando un modello PLSR viene utilizzato per scopi predittivi, i campioni incogniti vengono 

proiettati nel subspazio definito dalle variabili latenti. È possibile quindi identificare, dall’analisi 

dell’influence plot di predizione (analogamente a quanto visto per il training set), eventuali 

campioni anomali presenti nel set di validazione che quindi non possono essere predetti 

adeguatamente con il modello PLSR in esame.  

Per la corretta valutazione delle performance predittive è necessario rimuovere questi 

campioni e applicare nuovamente il modello ai campioni del test set. Il valore predetto dal 

modello di calibrazione viene confrontato con il valore di riferimento ottenuto con metodica 

ufficiale e da questo confronto si ricavano i parametri di regressione R2, RMSEP e bias che 

verranno utilizzati per confrontare i diversi modelli predittivi. In Tabella 5-7 sono riassunti i 

risultati ottenuti per i 4 diversi modelli 

 

Tabella 5-7 

 Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

CC 103 9 0,17 0,88 0,02 0,10-1,70 0,60 

SNV 103 12 0,14 0,92 0,01 0,10-1,70 0,60 

D1 104 10 0,15 0,90 0,02 0,10-1,70 0,60 

D2 104 11 0,13 0,92 0,01 0,10-1,70 0,60 

 

I 4 modelli presentano prestazioni comparabili fra loro e in ottimo accordo con l’incertezza del 

metodo di riferimento. Rispetto ai parametri enologici precedenti sono necessari un maggior 

numero di fattori per predire efficacemente la variabile risposta. Il rischio di overfitting è 

comunque minimo perché tenuto sotto controllo dalle procedure di validazione interna ed 

esterna (Croce et al., 2020).  

Il modello CC è quello che presenta le performance peggiori sia in termini di residuo di 

predizione che di coefficiente di determinazione. Probabilmente la ritenzione di lunghezze d’onda 

ad alte frequenze (2950 cm-1), non direttamente correlate alla concentrazione di acido malico, ha 

influito negativamente sulle prestazioni predittive del modello finale. È probabile inoltre che gli 

altri pretrattamenti (SNV e derivate) permettano di esaltare l’informazione di interesse riducendo 

le interferenze dovute a shift e drift della linea di base nonché variazioni globali di intensità 

(paragafo 3.1.6). 
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Tra questi modelli, D2 è quello che presenta le prestazioni migliori e che verrà utilizzato per 

predire la concentrazione di acido malico in campioni reali. 

Considerazioni relative al modello D2 per la determinazione di AM 

 

Figura 5.62: i coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con il profilo medio di assorbimento di campioni con 0,1 < AM < 0,4 g/L (curva nera) e di campioni con 1,5 
< AM < 2,0 g/L (curva rossa). I coefficienti sono stati normalizzati per renderli confrontabili con i profili spettrali in 
derivata seconda e per agevolare l’interpretazione grafica. 

 

Le considerazioni successive sono relative al modello D2 scelto per quantificare AM in 

campioni incogniti di vino e mosto in fermentazione. Occorre sottolineare che i risultati ottenuti 

sono relativi alla procedura D2-GA-PLSR-MUT e non hanno validità generale. Tuttavia, è 

interessante evidenziare come il modello costruito permetta di descrivere efficacemente la 

variazione spettrale dovuta alla concentrazione di acido malico in campioni di mosto e vino. 

Relativamente a questo modello in Figura 5.62 sono mostrati i coefficienti di regressione 

(positivi e negativi) calcolati con PLSR. Le relative barre colorate vengono confrontate con i profili 

spettrali medi in derivata seconda di campioni a bassa (0,1-0,4 g/L) e alta (1,5-2,0 g/L) 

concentrazione di AM. 

La ritenzione di un numero elevato di fattori permette di modellare accuratamente il dato in 

ingresso rendendo tuttavia complicata l’interpretazione del risultato finale. É comunque 

interessante notare che il modello presenta coefficienti positivi laddove la curva rossa sovrasta la 

curva nera e coefficienti negativi dove la curva nera sottende la curva rossa, come conseguenza 

di un aumento della concentrazione di AM. 

Tutto questo dimostra ancora una volta l’efficacia dell’algoritmo PLSR nel modellare 

accuratamente la variabilità spettrale correlata alla variazione della concentrazione del 

parametro enologico di interesse. 
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La Figura 5.63A mostra infine la relazione tra valori predetti dal modello PLSR e valori di 

riferimento ottenuti con metodica ufficiale. Dallo scatter plot dei residui di predizione (Figura 

5.63B) si evince come il modello presenti le stesse performance predittive in tutto il range di 

concentrazione investigato, e l’assenza di bias o trends conferma la qualità del modello D2-PLSR 

nel predire l’acido malico nel range 0,1 – 1,7 g/L. 

 

 

Figura 5.63: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello. 

  

5.1.8. Acido lattico – AL 

Il database utilizzato per costruire il modello predittivo per la determinazione di AL è costituito 

da campioni di vino che hanno terminato la fermentazione alcolica e che hanno iniziato o 

terminato la fermentazione malolattica. La determinazione dell’acido lattico diventa importante 

quando i batteri malolattici iniziano a metabolizzare e consumare l’acido malico. 

I 782 campioni analizzati sono caratterizzati da colore, annata, varietà e regioni di produzione 
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analizzato secondo la metodica ufficiale e mediante interferometro Bacchus 3. I campioni 

sottoposti ad analisi multivariata hanno valori di AL compresi tra 0,1 e 4,4 g/L. 

I campioni del database presentano una distribuzione molto ampia del parametro da 

modellare, con una concentrazione media di 145 g/L, un valore minimo di 10 g/L e un valore 

massimo di 365 g/L di zuccheri totali. 

Il primo passo della procedura descritta in Figura 3.1 prevede lo studio preliminare del dataset 

mediante analisi esplorativa, condotta su dati pretrattati mediante CC. I risultati della PCA sono 

mostrati in Figura 5.64. Il piano definito dalle prime due PC (Figura 5.64A) permette di descrivere 

efficacemente il 93% dell’informazione originaria. Per facilitare la lettura del grafico 2D, i 

campioni sono stati colorati in base al contenuto acido lattico: i campioni in giallo hanno AL < 0,8 

g/L, i campioni in grigio hanno AL compreso tra 0,8 e 1,6 g/L, mentre i campioni in rosso hanno 

AL > 1,6. I campioni sembrano distribuirsi lungo la bisettrice del secondo e quarto quadrante in 

base al contenuto di AL. 

I campioni in studio appartengono alla categoria dei “vini che hanno terminato la 

fermentazione alcolica” e presentano caratteristiche spettroscopiche molto simili fra loro: i 

segnali relativi alle molecole di zucchero sono assenti, mentre sono presenti i segnali relativi alle 

molecole di etanolo. I campioni nello score plot sono distribuiti omogeneamente attorno 

all’origine degli assi come conseguenza della similarità spettrale esistente tra i diversi campioni. 

Nei paragrafi precedenti abbiamo visto come la maggior parte della variabilità spettrale fosse 

legata alla concentrazione di zuccheri totali e di etanolo (nello score plot i campioni di mosto 

erano separati dai campioni di vino finito). La presenza di un’unica categoria di campioni facilita 

il processo di ricerca delle variabili latenti in PLSR. Tale ricerca non sarà infatti “disturbata” da 

variabilità spettrale non correlata alla concentrazione di acido lattico e quindi non rilevante ai fini 

predittivi (ad es. variabilità dovuta al contenuto di zuccheri o di etanolo).  

In Figura 5.64B-C sono rappresentati i loading plot per le prime due componenti principali. Il 

loading plot per PC1 è caratterizzato da un picco molto pronunciato centrato a 1800 cm-1 nella 

regione dove cadono i segnali di stretching -C=O.  

In base a questo grafico, i campioni a valori positivi di PC1 sono caratterizzati da segnali a 1750-

1850 cm-1 più intensi rispetto a campioni a valori negativi di PC1. I campioni ad alti valori di PC1 

(colore giallo) sono però caratterizzati da un contenuto di acido lattico più basso rispetto a 

campioni a valori negativi di PC1 (colore rosso). Per spiegare l’apparente disaccordo tra i due 

grafici è necessario sottolineare che l’acido lattico è solo uno degli acidi presenti nel vino che si 

modifica lungo i processi fermentativi: l’acido lattico si forma infatti come prodotto della 

fermentazione malolattica a partire dall’acido malico (Equazione 1.2). È quindi lecito supporre 
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che i campioni di colore giallo hanno un elevato contenuto di acido malico; viceversa i campioni 

di colore rosso sono caratterizzati da un basso contenuto di acido malico.  

 

 

Figura 5.64: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al valore di acido lattico: giallo (< 0,8 g/L), grigio (tra 0,8 e 1,6 g/L), e rosso (> 1,6 g/L). 
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La diminuzione di intensità dei segnali relativi alle funzionalità carbossiliche può essere 

spiegata considerando i differenti valori dei coefficienti di estinzione molare, , di acido malico e 

lattico, che definiscono la proporzionalità tra assorbanza e concentrazione nella legge di Lambert-

Beer (Picó, 2012). In base alle considerazioni precedenti ci dovremmo aspettare che 𝑚𝑎𝑙𝑖𝑐𝑜 >

𝑙𝑎𝑡𝑡𝑖𝑐𝑜 e per poterlo verificare sperimentalmente sono state preparate due soluzioni 

idroalcoliche di acido malico e acido lattico alla stessa concentrazione molare di 55,5 mmol/L.  

 

 

Figura 5.65: spettri di assorbimento di due soluzioni idroalcoliche contenenti acido lattico (curva blu) e acido malico 
(curva rossa) alla concentrazione di 55 mmol/L. 

 

In Figura 5.65 sono mostrati gli spettri di assorbimenti tra 950 e 1950 cm-1 (regione nella quale 

cadono gli assorbimenti relativi agli acidi organici) delle due soluzioni idroalcoliche. Le principali 

differenze tra i due profili spettrali si osservano nella regione a 1700-1850 cm-1 e tra 1100 e 1450 

cm-1 dove cadono i segnali di bending delle funzionalità C-O-H e -C=O. 

Questi risultati dimostrano che, nell’approssimazione che il comportamento ottico di un acido 

organico sia lo stesso che nel vino, l’acido malico presenta assorbimenti più intensi dell’acido 

lattico, a parità di concentrazione, nella regione tra 1700-1850 cm-1. È stato quindi verificato che 

𝑚𝑎𝑙𝑖𝑐𝑜 > 𝑙𝑎𝑡𝑡𝑖𝑐𝑜, e che i campioni a valori positivi in PC1 hanno assorbimenti intensi a 1700-

1850 cm-1 in virtù di una maggiore concentrazione di acido malico. 

Per quanto riguarda l’analisi di campioni anomali, l’influence plot (Figura 5.64D) evidenzia la 

presenza di alcuni campioni con alti valori di 𝑄 che di 𝑇2. Come descritto nel Capitolo 3, nella fase 

esplorativa, è stato deciso di rimuovere solo gli extreme outlier. 

I campioni rimanenti sono quindi divisi in training set (587 campioni) e test set (195 campioni) 

mediante algoritmo di Kennard-Stone.  

Il dato spettrale viene quindi pretrattato con CC, SNV, D1 e D2 e le 4 matrici risultanti sono 

state sottoposte a selezione di variabili mediante GA. In Figura 5.66 vengono mostrate le regioni 
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spettrali selezionate dai GA per ogni database. Per facilitare l’interpretazione grafica, in figura 

viene anche mostrato lo spettro infrarosso medio calcolato per i campioni del set di calibrazione 

con valori di AL compresi tra 0,1 e 4,5 g/L.  

In base a questa figura, sono state selezionate le seguenti regioni MIR: 1100-1150 cm-1 (anche 

per AM era stato selezionato questo intervallo spettrale), 1300-1500 cm-1 e per D1 e D2 anche la 

regione dei doppi legami -C=O.  

La selezione a bassa frequenza è in accordo con quanto osservato in Figura 5.64: le principali 

differenze spettrali tra le due soluzioni idroalcoliche di malico e lattico si osservano proprio tra 

1100 e 1500 cm-1, ed è lecito supporre che tali variazioni siano importanti anche per la 

fermentazione malolattica del vino. 

 

 

Figura 5.66: le barre orizzontali colorate rappresentano le regioni spettrali selezionate dai GA per ciascun database. Le 
bande selezionate vengono confrontate con lo spettro medio dei campioni del training set. 

 

È interessante sottolineare come solo per D1 e D2 venga selezionata la regione dei doppi 

legame. Vedremo a fine paragrafo se l’inclusione o l’esclusione di questa parte di informazione è 

rilevante per la determinazione di AL nel vino. 

Le 4 matrici, caratterizzate da 587 righe e un differente numero di colonne, sono state 

utilizzate per creare 4 differenti modelli di calibrazione mediante algoritmo PLSR. In ogni matrice 

una colonna aggiuntiva è stata utilizzata per riportare i valori di riferimento. 

Nella prima iterazione PLSR sono state considerate un massimo di 12 componenti. La scelta 

della dimensionalità ottimale con cui costruire i modelli definitivi è stata decisa sulla base degli 

andamenti riportati in Figura 5.67: in rosso sono state evidenziate le dimensionalità ottimali per 

ogni modello. Rispetto ad altri parametri è necessario ritenere un maggior numero di componenti 

per poter modellare adeguatamente le variazioni spettrali dovute ad un differente contenuto di 
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Figura 5.67: Scree-Plot dei 4 modelli PLSR (prima iterazione). Il punto rosso indica la dimensionalità ottimale scelta per 
ogni modello: 12 fattori per CC-PLSR e per SNV-PLSR, 10 fattori per D1-PLSR e 8 fattori per D2-PLSR. 

 

In particolare, i modelli CC e SNV sono stati costruiti considerando la dimensionalità massima 

di 12 componenti, mentre per D1 e D2 sono state utilizzate 10 e 8 componenti, rispettivamente.  

In questa fase sono stati anche individuati ed eliminati campioni anomali in 𝑋 e con residui di 

predizione elevati. Data l’elevata numerosità di campioni a disposizione è possibile eliminare i 

campioni senza un approfondito studio delle loro caratteristiche. 

 

Figura 5.68: (A) Influence plot Lev-F per il modello CC-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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L’influence plot per D1 permette di individuare 6 leverage, 1 F-residual e 5 ulteriori 𝑦-residual, 

per un totale di 12 campioni anomali. 

 

 

Figura 5.69: (A) Influence plot Lev-F per il modello SNV-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 

 

L’influence plot per il modello SNV-PLSR mostra che nel dato sono presenti 8 campioni con 

alto leverage e 3 F-residual. Sono stati inoltre individuati 8 campioni che, nonostante siano 

correttamente proiettati nello spazio PLSR, presentano un residuo autoscalato superiore al limite 

di soglia al livello di confidenza del 99,7%. L’influence plot per il modello D1-PLSR evidenzia la 

presenza di 10 leverage e 1 extreme outlier; mentre il grafico di Figura 5.70D permette di 

individuare altri 2 𝑦-residual per un totale di 13 outlier. 

 

 

Figura 5.70: (A) Influence plot Lev-F per il modello D1-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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permette di ridurre l’errore di predizione, migliorando la robustezza e affidabilità del modello 

PLSR. 

 

 

Figura 5.71: (A) Influence plot Lev-F per il modello D2-PLSR (prima iterazione); le linee tratteggiate rappresentano i 
valori limite calcolati in base alle rispettive statistiche; (B) Residui autoscalati contro il valore di riferimento; le linee 
tratteggiate delimitano l’intervallo di fiducia al 99,7%. 
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predittive è necessario rimuovere questi campioni e applicare nuovamente il modello ai campioni 

del test set. Il valore predetto dal modello di calibrazione è stato confrontato con il valore di 

riferimento ottenuto con metodica ufficiale e da questo confronto si ricavano i parametri di 

regressione R2, RMSEP e bias che verranno utilizzati per confrontare i diversi modelli predittivi. In 

Tabella 5-8 sono riassunti i risultati ottenuti per i 4 diversi modelli 

 

Tabella 5-8 

 
Numero di 
campioni 

Numero 
di Fattori 

RMSEP R
2
 Bias Range Media 

CC 191 12 0,17 0,89 0,02 0,10-2,50 1,6 

SNV 188 12 0,18 0,87 -0,01 0,10-2,50 1,6 

D1 190 10 0,16 0,90 0,01 0,10-2,50 1,6 

D2 185 8 0,18 0,88 0,02 0,10-2,50 1,6 

 

I 4 modelli presentano prestazione comparabili fra loro e in ottimo accordo con le incertezze 

associate ai metodi di riferimento di analisi. Indipendentemente dal tipo di procedura applicata, 

i modelli riescono a predire efficacemente l’acido lattico a partire dall’informazione contenuta 

nel MIR. A dispetto delle attese, i pretrattamenti in derivata non sembrano fornire prestazioni 

nettamente superiori rispetto agli altri parametri. Evidentemente la regione dei doppi legami C=O 

(1700-1900 cm-1), selezionata solo per D1 e D2, non contribuisce in modo così significativo alla 

determinazione di AL nei campioni del test set. 

È necessario comunque rimarcare la bontà dei risultati ottenuti soprattutto se consideriamo 

che gli acidi organici presenti nel vino sono caratterizzati da formule di struttura e assorbimenti 

simili. Questo significa che le bande di assorbimento si sovrappongono rendendo difficile la 

quantificazione dei singoli componenti. Discriminare i contributi dell’acido lattico da quelli di 

malico e tartarico è un’operazione molto complicata e solo mediante l’accoppiamento di un 

interferometro con un tecniche cromatografiche permette di ottenere risultati migliori (Palma & 

Barroso, 2002; Regmi et al., 2012).  

Nonostante i 4 modelli presentino caratteristiche molto simili, il modello che permette di 

ottenere i risultati migliori, in termini di R2, bias e RMSEP, è quello sviluppato con la procedura 

D1-GA-PLSR-MUT. 
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Considerazioni relative al modello D1 per la determinazione di AL 

Le considerazioni successive sono relative al modello D1 scelto per quantificare AL in campioni 

incogniti di vino e mosto in fermentazione. Occorre sottolineare che i risultati ottenuti sono 

relativi alla procedura D1-GA-PLSR-MUT e non hanno validità generale.  

É interessante notare come siano necessari un numero elevato di fattori per predire 

efficacemente la variabile risposta: rispetto ad altri parametri enologici, l’informazione spettrale 

è meno “evidente” ed è necessario ritenere un maggior numero di fattori per spiegare la varianza 

spettrale dovuta ad AL. Nonostante l’elevato numero di componenti, il rischio di overfitting è 

comunque piccolo: grazie alle procedure di validazione interna (cross-validazione) ed esterna 

(applicazione del modello ai campioni del test set), è possibile costruire un modello di calibrazione 

robusto e affidabile.  

Relativamente a questo modello, in Figura 5.72, sono mostrati i coefficienti di regressione 

positivi e negativi calcolati dall’algoritmo PLSR, insieme ai profili spettrali medi in derivata prima 

di campioni a bassa (0,1-1,1 g/L) e alta (1,5-2,5 g/L) concentrazione di AL. La ritenzione di un 

numero elevato di fattori permette di modellare accuratamente il dato in ingresso rendendo 

tuttavia complicata l’interpretazione del risultato finale.  

I due profili in derivata sono praticamente identici fra loro; per esaltarne le differenze e per 

rendere più semplice l’interpretazione grafica, in Figura 5.72B è mostrato il profilo della 

differenza tra campioni ad alto e basso contenuto di acido lattico. Il profilo differenza permette 

di evidenziare le regioni spettrali che subiscono le variazioni più pronunciate quando il contenuto 

di AL aumenta. 

La figura mostra che per frequenze a differenza positiva (aumento di intensità dei segnali dello 

spettro MIR) il modello è caratterizzato da coefficienti positivi, mentre in corrispondenza di 

frequenze a differenza negativa il modello è caratterizzato da coefficienti a valore negativo, come 

conseguenza di una diminuzione di intensità nei relativi profili in derivata. 

Tutto questo dimostra come la procedura D1-GA-PLSR sia idonea per lo sviluppo di un modello 

predittivo per la determinazione di AL in campioni di vino: il modello è infatti in grado di modellare 

adeguatamente sia la variabilità del blocco 𝑋 che della variabile risposta. 

A tal proposito, la Figura 5.73A mostra la relazione tra valori predetti dal modello PLSR e valori 

di riferimento ottenuti con metodica ufficiale. Lo scatter plot dei residui di predizione (Figura 

5.73B) evidenzia come il modello presenti le stesse performance predittive in tutto il range di 

concentrazione investigato confermando la qualità del modello nel predire l’acido lattico nel 

range 0,1 – 2,5 g/L. 
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Figura 5.72: (A) I coefficienti di regressione con segno positivo (barre rosse) e i coefficienti negativi (barre blu) vengono 
confrontati con il profilo medio in derivata seconda di campioni con 0,1 < AL < 1,1 g/L (curva rossa) e di campioni con 
1,5 < AT < 2,5 g/L (curva nera). I coefficienti sono stati normalizzati per renderli confrontabili con i valori di assorbanza 
dei profili spettrali ed agevolare l’interpretazione grafica; (B) La curva nera rappresenta il profilo differenza delle curve 
mostrate in (A). 

 

Il grafico dei residui mostra tuttavia una non omogena distribuzione dei residui attorno allo 

zero con un leggero trend non lineare. Nonostante le ottime performance del modello lineare 

(PLSR) è probabile che la costruzione di un modello non-lineare possa incrementare 

ulteriormente la qualità del risultato finale 

 

-0,2

-0,1

0

0,1

0,2

1252 1352 1452 1552 1652 1752

Frequenza (cm-1)

Coefficienti modello AL (Derivata prima)

Coefficienti positivi Coefficienti negativi Differenza (Alto/Basso)

-0,3

-0,2

-0,1

0

0,1

0,2

1252 1352 1452 1552 1652 1752

Frequenza (cm-1)

Coefficienti modello AL (Derivata prima)

Coefficienti positivi Coefficienti negativi 1,5-2,5 g/L 0,1-1,1 g/L

A

B



Capitolo 5  Modelli di calibrazione multivariata 

164 

 

 

Figura 5.73: (A) Valore predetto contro valore di riferimento; (B) Residui di predizione del modello 

 

 

 

 

 

 

 

 

 

 

 

 

 

-0,2

0,4

1,0

1,6

2,2

-0,3 0,3 0,9 1,5 2,1

V
al

o
re

 p
re

d
et

to
 -

A
L 

(g
/L

)

Valore di riferimento - AL (g/L)

Acido lattico - Modello D1

Acido lattico

Lineare (Acido
lattico)

-5

-3

-1

1

3

5

0,0 0,2 0,4 0,6 0,8 1,0 1,2 1,4 1,6 1,8

R
es

id
u

i a
u

to
sc

al
at

i

Valore di riferimento - AL (g/L)

Analisi dei residui di predizione 

A

B



Capitolo 5  Modelli di calibrazione multivariata 

165 

 

5.1.9. Considerazioni finali sui modelli predittivi per vino e mosto 

in fermentazione 

 

Tabella 5-9 

Parametro 
enologico 

Pretrattamento 
Numero 
di fattori 

RMSEP
* 

R2 
Bias 

* 

Range 
* 

Incertezza 
metodo di 
riferimento 

* 

Incertezza 
letteratura * 
(Patz et al., 

2004) 

ZA D2 3 2,3 0,99 - 0,3 
10,0 - 
278,0 

1% 10% 

ZB D1 8 0,45 0,94 0,03 
0,10 - 
8,70 

3% 22% 

TAV CC 3 0,09 0,99 0,01 
0,50 - 
16,50 

0,09 0,16 

AT CC 5 0,22 0,96 - 0,02 
2,50 - 
9,90 

0,15 0,25 

AV D1 10 0,05 0,96 0,01 
0,05 - 
1,40 

0,06 0,09 

pH D1 6 0,06 0,94 0,01 
2,70 - 
4,20 

0,01 0,12 

AM D2 11 0,13 0,92 0,01 
0,10 - 
1,70 

0,10 0,60 

AL D1 10 0,16 0,90 0,01 
0,10 - 
2,50 

0,10 0,20 

*  I valori di RMSEP, bias e range sono espressi nelle relative unità di misura, così come i valori di 
incertezza riportati in letteratura e del metodo di riferimento  

I modelli sviluppati nei paragrafi precedenti permettono di determinare in modo rapido e 

simultaneo i parametri di qualità di maggior interesse enologico, nel vino e nel mosto in 

fermentazione, a partire dall’informazione contenuta nello spettro infrarosso (950-3050 cm-1). 

Nel presente lavoro di tesi sono stati sviluppati modelli separati per la determinazione del titolo 

alcolometrico volumico (TAV), zuccheri totali con concentrazione maggiore e inferiore a 10 g/L 

(ZA e ZB), acidità totale (AT), acidità volatile (AV), pH, acido malico (AM) e acido lattico (AL). 

Il connubio tra chemiometria e spettroscopia ha permesso di sviluppare un metodo di analisi 

innovativo che si propone di affiancare se non addirittura sostituire i metodi di riferimento di 

analisi.  

La procedura descritta nel Capitolo 3, ha permesso di sviluppare, per ciascun parametro 

enologico, 4 diversi modelli che differiscono principalmente per il tipo di pretrattamento 

applicato al dato spettrale. Il più semplice pretrattamento utilizzato è il centraggio di colonna (CC) 

che ha permesso di eliminare differenze sistematiche di locazione eventualmente presenti tra le 

variabili. Gli altri pretrattamenti (standard normal variate – SNV, derivata prima – D1, derivata 

seconda – D2) sono sempre stati utilizzati in combinazione con CC e hanno permesso di eliminare 

drift e/o shift della linea di base e/o variazioni di intensità globale. 
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Gli effetti di ciascun pretrattamento sono stati valutati in base al loro impatto sulle prestazioni 

del modello di calibrazione applicato ai campioni “incogniti” del set di validazione. 

Dal confronto tra valore predetto da ciascun modello e valore di riferimento sono stati 

calcolati i parametri di regressione R2, RMSEP e bias che definiscono la qualità del modello di 

calibrazione. Nonostante la procedura complessiva permetta di costruire quattro modelli con 

prestazioni comparabili è stato scelto il modello con le performance predittive migliori, i cui 

parametri di qualità sono mostrati in Tabella 5-9. 

La prima cosa che si nota è l’assenza di un modello SNV, mentre CC, D1 e D2 sono stati 

equamente utilizzati per determinare i parametri enologici di interesse. SNV è ampiamente 

utilizzato in spettroscopia NIR, come dimostrano i numerosi esempi in letteratura (Chauchard et 

al., 2004; Cozzolino et al., 2008; Oliveri et al., 2020), ma in questo caso si è rivelato meno 

performante degli altri pretrattamenti. L’inadeguatezza di SNV come metodo di pretrattamento 

dei dati, in combinazione con algoritmi di selezione delle variabili (GA e MUT) può imputarsi al 

fatto che questo pretrattamento determina una distribuzione dell’informazione lungo tutto il 

segnale spettrale perdendo la corrispondenza tra bande di interesse e imputazione chimica 

(Oliveri et al., 2019).  

In dettaglio, i modelli CC sono stati utilizzati per determinare il titolo alcolometrico volumico 

e l’acidità totale; i modelli D1 sono stati invece applicati per la determinazione di zuccheri bassi, 

acidità volatile, pH e acido malico; mentre D2 è stato utilizzato per quantificare zuccheri alti e 

acido malico. Nonostante il diverso numero di variabili latenti, tutti i modelli sono caratterizzati 

da coefficienti di determinazione superiori a 0,9 e da bias trascurabili.  

Le prestazioni dei modelli sono state valutate anche in termini di RMSEP ovvero in termini 

della radice quadrata della media degli errori di predizione. L’RMSEP rappresenta una stima 

dell’incertezza associata al metodo chemiometrico e consente di confrontare i modelli predittivi 

direttamente con i metodi di riferimento di analisi (Paragrafo 4.2) e con i valori riportati in 

letteratura (Bauer et al., 2008; Friedel et al., 2013b; Patz et al., 2004). In base ai risultati riportati 

in Tabella 5-9 (ultima colonna), possiamo concludere che la procedura utilizzata in questo lavoro 

di tesi consente di costruire modelli predittivi con prestazioni superiori ai modelli riportati in 

letteratura e comparabili ai metodi di riferimento di analisi. 
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5.2. Modelli predittivi per il vino passito (Croce et al., 

2020) 

Il passito è una particolare tipologia di vino ottenuto dalla vinificazione di uva appassita (uva 

sottoposta ad un processo di essiccatura naturale o forzata). L’appassitura del grappolo, può 

avvenire direttamente sulla pianta (vendemmia tardiva o aggressione degli acini da parte di una 

muffa nobile, la botrytis cinerea), o su opportuni graticci in ambiente aperto o in locali dove 

temperatura e umidità sono controllate.  

Durante l’appassitura (massimo 3-4 mesi) l’acino si disidrata perdendo fino al 50% in peso di 

acqua. Il relativo aumento di zuccheri, acidi organici e molecole aromatiche donano all’uva passa 

un caratteristico aroma e gusto particolarmente dolce.  

Inoltre, l’elevato tenore zuccherino determina, nella successiva fase fermentativa, lo sviluppo 

di un’elevata concentrazione di alcol, non inferiore al 12% vol.  

I vini passito, a differenza dei vini liquorosi, con cui spesso condividono la dolcezza e l’elevato 

tenore alcolico, vengono prodotti attraverso la fermentazione degli zuccheri naturali senza 

aggiunta di etanolo al mosto. 

Questa tipologia di vino è prodotta e apprezzata in tutto il mondo e comprende vini illustri 

come i Sauternes francesi, il Tokaj ungherese, il Trockenbeerenauslese tedesco, oltre ad 

importanti vini italiani come il Passito di Pantelleria, il Vin Santo e lo Sciacchetrà (Hindle & 

Johnson, 1972; Ministero delle politiche agricole alimentari e forestali, 2020b). 

Nonostante i vini passito vengano comunemente ritenuti vini dolci esistono anche varietà 

secche. Alcuni illustri esempi sono l’Amarone della Valpolicella e lo Sforzato di Valtellina.  

Dopo la fase di appassitura le uve vengono vinificate con la procedura classica che solitamente 

prevede l’inoculo di lieviti selezionati, del genere Saccharomyces, con elevata tolleranza ad alcol 

e zuccheri. 

Dopo la fermentazione alcolica, il vino viene addizionato di conservanti (il più comune è il 

bisolfito di potassio) e trasferito in botti di legno per l’affinamento prolungato (anche 10 anni di 

invecchiamento). Grazie all’affinamento, il vino passito guadagna il caratteristico colore ambrato 

e una maggiore complessità organolettica come conseguenza dell’estrazione di sostanze dal 

legno della botte quali tannini, sali minerali e composti aromatici (Pascal Ribéreau-Gayon, Y. 

Glories, A. Maujean, 2006; Silva et al., 2014). 

L’intera procedura, dalla vendemmia all’invecchiamento, permette di ottenere un vino dalle 

peculiari caratteristiche che lo differenziano nettamente da un classico rosso o bianco. La 

complessità di questa matrice necessita di strategie dedicate per la determinazione chimica dei 
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suoi componenti. La complessità si riflette anche a livello spettrale dove sono marcati gli 

assorbimenti di glucosio/fruttosio ed etanolo. Lo spettro infrarosso di un vino passito presenta 

una struttura di correlazione tra assorbimenti diversa da quelle di un mosto (caratterizzato da un 

elevato residuo zuccherino e da un ridotto titolo alcolometrico) e di un vino finito (caratterizzato 

da un contenuto alcolico > 11% vol. e da un trascurabile contenuto di zuccheri). Per questo motivo 

la predizione di alcol e zuccheri totali con i modelli sviluppati precedentemente risulta poco 

indicata.  

In questo paragrafo vengono costruiti modelli chemiometrici per la determinazione del titolo 

alcolometrico volumico (TAV), zuccheri totali (ZT) e acidità totale (AT) nel vino passito, a partire 

dagli assorbimenti nel medio infrarosso (950-3050 cm-1). 

Per consentire di esaltare le informazioni maggiormente correlate al TAV, ZT e AT, in una 

matrice dall’elevata complessità spettrale, è stato necessario ricorrere ad un particolare metodo 

di pretrattamento spettrale. Gli spettri FT-MIR sono stati infatti trasformati per mezzo 

dell’Orthogonal Signal Correction (OSC – Paragrafo 3.6.2.3). 

Il vantaggio di questo pretrattamento è quello di rimuovere quella parte di informazione 

spettrale non correlata alla variabile risposta: attraverso una variante del metodo PLSR è possibile 

ricostruire il dato spettrale mantenendo solo l’informazione correlata alla variabile 𝑦, 

consentendo di ottenere modelli predittivi molto affidabili.  

Un altro vantaggio nell’utilizzo di OSC è che non necessita di metodi di selezione di variabili 

(GA e MUT) permettendo di utilizzare tutta l’informazione contenuta nel range spettrale 950-

3050 cm-1. Inoltre, poiché l’informazione non rilevante viene eliminata, sono necessari un ridotto 

numero di variabili latenti per costruire i modelli di calibrazione, rendendo, oltretutto, molto 

semplice l’interpretazione del risultato finale (S. Wold et al., 1998). 

In questo caso, la procedura operativa, utilizzata per sviluppare i modelli predittivi per TAV, ZT 

e AT nel vino passito, è stata concepita come segue: 

1. Analisi esplorativa mediante PCA con eliminazione di campioni anomali; 

2. Creazione di set di calibrazione (80% dei campioni disponibili) e validazione (20%) mediante; 

3. algoritmo di Kennard-Stone; 

4. Pretrattamento spettrale: centraggio di colonna e OSC; 

5. Sviluppo modello PLS; 

6. Predizione parametri enologici sui campioni del test set. 

Il database completo è costituito da 320 vini italiani, appartenenti a 47 differenti tipologie e 

differenti annate (2010-2017), provenienti da 12 regioni italiane e dalle Isole Eolie, Isola d’Elba e 

dall’Isola di Pantelleria. Una dettagliata descrizione dei campioni utilizzati è fornita in Tabella 

5-11). 
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Tutti i campioni sono stati analizzati con i metodi di riferimento di analisi (Paragrafo 4.2) e per 

ciascuno di essi è stato acquisito lo spettro MIR nel range 950-3050 cm-1. Tutti i vini sono stati 

analizzati per determinare il contenuto alcolico (TAV), mentre due sottogruppi di 120 e 111 

campioni (regioni e annate differenti) sono stati analizzati anche per ZT e AT. Il primo passo della 

procedura descritta prevede lo studio del dato mediante PCA. In questo caso, a differenza degli 

esempi precedenti, tutti i campioni anomali individuati dall’influence plot sono stati eliminati dal 

database originario: l’eliminazione ha riguardato tutti i campioni appartenenti al primo, secondo 

e quarto quadrante dell’influence plot. 

La rimozione di tutti gli outlier è necessaria per consentire il corretto calcolo delle variabili 

latenti OSC.  OSC è infatti una variante di PLSR, e come tale, è basata sulla definizione di un 

subspazio delle variabili latenti grazie alle quali la matrice dei dati 𝑋 verrà ricostruita senza 

l’informazione non correlata alla variabile 𝑦. 

Come discusso nei paragrafi precedenti, le regioni spettrali dove assorbono le molecole di 

acqua e CO2 sono state eliminate. Occorre sottolineare che questa operazione non è 

strettamente necessaria se si utilizza OSC in quanto la trasformazione del profilo spettrale è 

orientata verso l’eliminazione di regioni non informative (Croce et al., 2020). È stato tuttavia 

deciso di procedere come negli esempi precedenti.  

La matrice dei dati per la determinazione del TAV nel vino passito è costituita da 320 righe 

(campioni di vino passito) e 486 colonne ognuna delle quali rappresenta una variabile spettrale 

dell’intervallo 950-3050 cm-1. 

In Figura 5.74 sono riportati i risultati dell’analisi PCA eseguita sul database del TAV (i campioni 

sono stati colorati in base al contenuto di TAV per facilitare l’interpretazione grafica).  

La prima componente principale, che descrive il 97% dell’informazione originaria, sembra 

essere legata alla variabilità nel contenuto zuccherino (Figura 5.74A). Infatti, il loading plot per 

PC1 (Figura 5.74B), mostra che i campioni ad alti valori di PC1 hanno un profilo di assorbimento 

tipico di un campione ad alto contenuto di zuccheri con assorbimenti intensi nella regione 1000-

1100 cm-1.  

La seconda componente (2% della varianza spiegata) permette invece di separare i campioni 

in base al contenuto alcolico: i campioni si distribuiscono lungo l’asse verticale secondo la scala 

cromatica giallo (<13% vol) – grigio (13-16% vol) – rosso (>16% vol). Il loading plot per PC2 (Figura 

5.74C), mostra infatti un picco pronunciato e positivo a 1045 cm-1 caratteristico dei segnali di 

stretching delle funzionalità C-O-H delle molecole di etanolo.  

L’analisi degli outlier, mediante influence plot (Figura 5.74C), evidenzia la presenza di alcuni 

campioni anomali. In particolare si osservano 3 extreme outlier, 8 campioni ad alti valori di 𝑇2, e 
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7 𝑄-residual, per un totale di 18 campioni anomali che devono essere eliminati prima di dividere 

i campioni in set di calibrazione e validazione e prima del pretrattamento OSC. 

 

 

Figura 5.74: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al valore di TAV: giallo (< 13% vol), grigio (tra 13 e 16% vol), e rosso (> 16% vol). 

 

I risultati della PCA, applicata al database per ZA, sono mostrati in Figura 5.75. In particolare, 

in Figura 5.75A viene mostrato lo score plot per le prime due componenti principali, dove i 
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campioni sono stati colorati in base al contenuto di ZA: giallo (< 120 g/L), grigio (tra 120 e 240 

g/L), e rosso (> 240 g/L). 

 

 

Figura 5.75: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al contenuto zuccherino: giallo (< 120 g/L), grigio (tra 120 e 240 g/L), e rosso (> 240 g/L). 

 

La PC1, che descrive il 98% dell’informazione originaria, è legata, come abbiamo visto, al 

contenuto zuccherino. L’analisi del loading plot per PC1 (Figura 5.75B) e la distribuzione dei 

campioni lungo l’asse orizzontale, secondo la scala cromatica giallo-grigio-rosso, confermano 

D

-0,6

-0,4

-0,2

0

0,2

0,4

0,6

0,8

-3 -2 -1 0 1 2 3 4 5

PC
-2

PC-1

Score plot

Basso

Medio

Alto

-0,05

0

0,05

0,1

0,15

0,2

0,25

950 1200 1450 1700 1950 2200 2450 2700 2950

Lo
ad

in
g 

PC
-1

Frequenza (cm-1)

Loading Plot PC-1 (98%)

A

B C

-0,2

-0,1

0

0,1

0,2

0,3

0,4

0,5

950 1200 1450 1700 1950 2200 2450 2700 2950

Lo
ad

in
g 

PC
-1

Frequenza (cm-1)

Loading Plot PC-2 (1%)

0

0,03

0,06

0,09

0,12

0 3 6 9 12 15

Q
-R

es
id

ua
ls

 (P
C-

2)

Hotelling's T2 (PC-2)

Influence plot

Limite T

Limite Q

Basso

Medio

Alto



Capitolo 5  Modelli di calibrazione multivariata 

172 

 

questa valutazione. Come nel caso precedente, la seconda componente (2% della varianza 

spigata) è invece legata al diverso grado alcolico dei vini passito. 

 

 

Figura 5.76: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base all’acidità totale: giallo (< 5 g/L), grigio (tra 5 e 8 g/L), e rosso (> 8 g/L). 

 

Anche in questo caso il loading plot per PC2 (Figura 5.75C), mostra un picco pronunciato e 

positivo a 1045 cm-1, caratteristico dei segnali di stretching delle funzionalità C-O-H delle 

molecole di etanolo. 
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L’analisi degli outlier mediante influence plot (Figura 5.75D) evidenzia la presenza di alcuni 

campioni anomali. In particolare si osservano 4 campioni ad alti valori di 𝑇2, e 1 𝑄-residual. Questi 

campioni vengono eliminati prima di dividere i campioni in set di calibrazione e validazione e 

prima del pretrattamento OSC. 

Infine, in Figura 5.76 sono riportati i risultati dell’analisi PCA eseguita sul database per la 

determinazione di AT. In particolare, in Figura 5.76A, viene mostrato lo score plot per le prime 

due componenti principali. Per facilitare la lettura del grafico, i campioni sono stati colorati in 

base al contenuto di AT (giallo < 5 g/L, grigio tra 5 e 8 g/L, e rosso > 8 g/L). 

Anche in questo caso la prima componente, che descrive il 98% dell’informazione originaria, 

è legata al contenuto zuccherino. I campioni ad alti valori di PC1 sono caratterizzati anche da alti 

valori di AT. Il loading plot per PC1 (Figura 5.76B) è infatti caratterizzato dagli assorbimenti 

correlati all’acidità (Moreira & Santos, 2005).  

Il fatto che i campioni ad alto contenuto zuccherino siano anche quelli con AT più alta è 

coerente con le caratteristiche della matrice enologica studiata. Infatti, durante l’appassitura, non 

aumenta solo il contenuto di zuccheri totali, ma anche il contenuto di acidi organici con 

conseguente aumento dell’acidità totale nel vino passito. In linea generale, un’appassitura più 

spinta permette di produrre un prodotto più dolce (o più alcolico) e con AT maggiore, rispetto a 

vini prodotti da uve meno appassite. 

Anche in questo caso, la seconda componente (1% della varianza spiegata) è legata al diverso 

grado alcolico dei vini passito, come si evince dal loading plot per PC2 (Figura 5.76C). 

L’analisi degli outlier mediante influence plot (Figura 5.76D) evidenzia la presenza di alcuni 

campioni anomali. In particolare si osservano 2 campioni ad alti valori di 𝑇2, e 2 𝑄-residual. Questi 

campioni vengono eliminati prima di dividere i campioni in set di calibrazione e validazione e 

prima del pretrattamento OSC. 

Successivamente, i database per TAV, ZA e AT (senza i campioni anomali) sono stati divisi 

mediante algoritmo di Kennard-Stone in set di calibrazione e set di validazione. Per ogni 

parametro, il primo set viene sottoposto al pretrattamento OSC, mentre il secondo verrà 

utilizzato per validare il modello PLSR definitivo. 

Il profilo spettrale originario e i profili trasformati con OSC sono mostrati in Figura 5.77. In 

maggior dettaglio, in Figura 5.77A è mostrato lo spettro medio di 15 campioni, scelti casualmente 

dal set di calibrazione.  

Lo spettro IR è dominato da 4 principali gruppi di assorbimento: 

❖ 1000–1200 cm−1, dovuti ai modi di stretching C-O-H dei gruppi alcolici primari, secondari e 

terziari; 
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❖ 1200–1400 cm−1, dove cadono gli assorbimenti delle funzionalità -C-H, C-O-H, -C=O (modi di 

bending) 

❖ 1700–1800 cm−1, dove sono presenti ii segnali di stretching -C=O delle funzionalità chetoniche 

e carbossiliche 

❖ 2800–3000 cm−1, caratteristici degli stretching simmetrici e asimmetrici dei gruppi -C-H delle 

funzionalità alchiliche CH3 e CH2. 

 

 

Figura 5.77: (A) Spettro di assorbimento medio di 15 campioni selezionati casualmente dal set di calibrazione; (B) profili 
spettrali dopo la trasformazione OSC applicata a ciascun database (TAV, ZT, AT). 

 

Grazie all’applicazione della trasformazione OSC, è possibile evidenziare le regioni spettrali 

maggiormente correlate a TAV, ZA e AT. Le principali differenze si osservano tra 1000 e 1700 cm-

1 e attorno a 2900 cm-1, dimostrando la capacità del pretrattamento spettrale utilizzato, nel 

separare ed esaltare le risposte spettrali correlate ai tre diversi parametri enologici 
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Una volta eseguito il pretrattamento OSC (e centraggio di colonna), è possibile costruire i 

modelli di calibrazione per ogni singolo parametro.  

Il modello predittivo per la determinazione del TAV nel vino passito è stato ottenuto per 

applicazione del metodo PLSR ai 244 campioni del set di calibrazione. In questo caso sono 

necessarie solo due variabili latenti per spiegare la maggior parte della covarianza 𝑋𝑦 e non sono 

necessarie ulteriori iterazioni in quanto non sono stati identificati outlier (già rimossi con la PCA). 

Si ricorda inoltre che con OSC non è necessario applicare il MUT, in quanto, già in fase di 

pretrattamento, è possibile selezionare le variabili maggiormente correlate alla variabile risposta 

scartando quelle inutili o non correlate. 

Il modello viene direttamente testato sui 58 campioni del set di validazione. La Figura 5.78 

mostra la relazione tra valore misurato e valore predetto per i campioni del test set: i campioni 

sono stati colorati in base al contenuto alcolico, dal blu (basso tenore alcolico) al giallo (alto tenore 

alcolico). È interessante notare come tutti i campioni siano distribuiti in modo uniforme attorno 

alla linea di regressione con una dispersione trascurabile per l’intero range di variabilità. L’elevato 

coefficiente di predizione, R2
pred = 0,99, e il bias trascurabile confermano la bontà del modello 

proposto.  

 

 

Figura 5.78: risultati PLSR per TAV: (A) valore predetto vs valore di riferimento; (B) residui di predizione del modello. 

 

La Figura 5.78B mostra invece la relazione tra residuo autoscalato e valore di riferimento: le 

linee tratteggiate (colore blu) definiscono l’intervallo di confidenza al 99,7%. In base alla 

distribuzione random dei campioni nell’intervallo di fiducia si evince che il modello presenta 

capacità predittive comparabili in tutto l’intervallo di concentrazione considerato (10-20% vol.). 

Per quanto riguarda il modello ZT-PLSR, 90 differenti campioni di vino passito sono stati scelti 

dall’algoritmo di Kennard-Stone per il set di calibrazione, mentre 25 campioni sono stati utilizzati 
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per validare il modello finale. Anche in questo caso, l’algoritmo PLSR è stato applicato su un dato 

pretrattato con OSC-CC. Il modello è stato costruito considerando una sola variabile latente grazie 

alla quale è possibile descrivere la maggior parte della covarianza 𝑋𝑦.  

Occorre ricordare che grazie al pretrattamento OSC (variante di PLSR) si possono costruire 

modelli molto semplici che richiedono un ridotto numero di fattori nei quali però viene 

concentrata la maggior parte dell’informazione. 

 La Figura 5.79A mostra la relazione tra valori predetti e misurati per ZA. I risultati ottenuti per 

il test set confermano le ottime capacità predittive estese a tutto il range di concentrazione 

investigato. In particolare, lo scatter plot dei residui (Figura 5.79B) non presenta trend o bias 

significativi (biaspred = 0,07) e tutti i residui sono entro i limiti di confidenza. La bontà del modello 

sviluppato è inoltre confermata dall’elevato coefficiente di determinazione in predizione, R2
pred = 

0,98, e dal basso RMSEP = 9,9 g/L. 

 

 

Figura 5.79: risultati PLSR per ZT: (A) valore predetto vs valore di riferimento; (B) residui di predizione del modello. 

 

 

In accordo con l’approccio fin qui discusso, il modello PLSR-AT è stato costruito considerando 

i campioni del training set (87 vini passito). Il modello definitivo è stato costruito considerando 

solo una variabile latente e testato sui campioni di validazione. 

Dal confronto fra valore predetto e valore misurato sono stati calcolati i parametri di 

regressione: l’elevato valore di R2
pred (maggiore di 0,92) e il basso RMSEP (minore di 0,29 g/L), 

confermano la qualità della procedura utilizzata. 

La Figura 5.80A mostra la relazione tra valore predetto e valore di riferimento per questo 

parametro: i campioni sono colorati in base al valore di riferimento e quasi tutti sono distribuiti 

in modo random attorno alla linea teorica (linea verde), con un leggero trend negativo (Figura 
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5.80B). La figura mostra inoltre che tutti i campioni sono entro i limiti di confidenza per il livello 

di fiducia del 99,7%. 

 

 

Figura 5.80: risultati PLSR per AT: (A) valore predetto vs valore di riferimento; (B) residui di predizione del modello. 

 

In conclusione, l’approccio chemiometrico utilizzato in questo paragrafo ha permesso di 

costruire modelli con una ridotta complessità (ridotto numero di variabili latenti) e con elevate 

capacità predittive come mostrato in Tabella 5-10. Nonostante l’elevata complessità chimica e 

spettrale del vino passito, la procedura OSC-PLSR permette di estrarre le informazioni di interesse 

senza ricorre alle metodologia analitiche classiche della wet chemistry (Croce et al., 2020). 

 

Tabella 5-10 

 
Numero di 
campioni 

Numero di 
Fattori 

RMSEP R
2
 Bias Range Media 

TAV 58 2 0,28 0,99 0,05 10,2 - 20,5 14,9 

ZA 25 1 9,93 0,98 0,07 4,1 - 360 130,2 

AT 20 1 0,29 0,92 - 0,02 3,7 - 11,3 6,5 

 

Il pretrattamento OSC consente infatti di trasformare il dato spettrale esaltando 

l’informazione di interesse senza ricorrere a selezione di variabile (GA e MUT non sono quindi 

necessari): i modelli PLSR sono caratterizzati da un ridotto numero di fattori in grado di spiegare 

la maggior parte della covarianza 𝑋𝑦. 

Entrando nel dettaglio, il modello per la determinazione del TAV è caratterizzato da un 

eccellente affidabilità predittiva con un errore (0,28% vol) comparabile non solo ai modelli 
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sviluppati per i vini classici (Paragrafo 5.1.3) ma anche con il metodo di riferimento OIV (0,09% 

vol.). 

Per valutare correttamente la qualità del modello ZT, occorre sottolineare che il contenuto di 

zuccheri totali nel vino passito dipende da diversi fattori, come ad esempio dalle procedure di 

appassitura e vinificazione, e dal tipo di vitigno. Per esempio, l’Amarone della Valpolicella e il 

Recioto della Valpolicella, che sono prodotti a partire dalla disidratazione parziale del Corvina (45-

95%), Rondinella (5-30%) e altre varietà di uva rossa (fino al 25%), sono vinificate in due modi 

diversi: la prima tipologia di vino è caratterizzata da un basso residuo zuccherino ( < 12 g/L), 

mentre la seconda categoria può contenere oltre 100 g/L di ZT (Ministero delle politiche agricole 

alimentari e forestali, 2020b).  Secondo il metodo di riferimento, la determinazione di ZT in un 

vino con residuo zuccherino elevato richiede la diluizione del campione ad una concentrazione 

inferiore a 20 g/L. I due vini verrebbero quindi analizzati in modo diverso con il Recioto che deve 

necessariamente essere diluito.  

La determinazione di ZT mediante modelli chemiometrici basati sull’informazione MIR 

permette di determinare il contenuto zuccherino in matrici con differenti livelli di ZT (da 20 g/L 

fino ad oltre 250 g/L) senza ricorrere alla diluizione del campione. In questo modo un singolo 

modello predittivo può essere applicato sia per l’Amarone della Valpolicella che per il Recioto 

della Valpolicella. I risultati mostrati in tabella, definiscono un modello con prestazioni più che 

soddisfacenti permettendo di determinare gli ZT in un esteso range di concentrazione con un 

residuo di predizione medio inferiore a 9,9 g/L.  

Interessanti risultati sono stati ottenuti anche per la determinazione di AT: il modello è 

caratterizzato da capacità predittive (RMSPE = 0,29 g/L e R2
pred =0,92) analoghe ai modelli 

sviluppati per matrici più semplici come i vini da tavola (Patz et al., 2004). Nonostante gli spettri 

siano caratterizzati dalle “interferenze” di zuccheri e alcol, il modello proposto è capace di predire 

AT con un errore di predizione comparabile all’incertezza estesa del metodo di riferimento (0,30 

g/L). 
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Tabella 5-11 

Vino Vitigno principale Regione Annata TAV ZA AT 

Malvasia delle Lipari DOC 
Passito 

Malvasia Isole Eolie 2016-17 9 4 3 

Puglia IGT Fiano Passito Fiano Puglia 2010-12 11 2 4 

Puglia IGT da Uve 
Stramature 

Misto Puglia 2014 5 1 - 

Salento IGT Primitivo 
Passito 

Misto Puglia 2014-15-16 5 1 - 

Calabria IGT Passito Misto Calabria 2011 6 2 1 

Greco di DOC Passito Greco di Calabria 2011 3 1 1 

Locride IGT Montonico 
Passito 

Montonico Calabria 2015 5 1 1 

Terre di Cosenza Pollino 
DOC Moscato Passito 

Moscato Calabria 2015 3 1 1 

Falanghina del Sannio DOC 
Taburno - 

Falanghina Campania 2014 5 - - 

Sannio Moscato Passito 
DOC 

Moscato Campania 2010 1 - - 

Elba Aleatico Passito DOCG Aleatico Isola d’Elba 2017 3 - - 

Elba DOC Moscato Passito Moscato Isola d’Elba 2015-16 7 2 2 

Lazio IGT Passito Misto Lazio 2013 2 - - 

Cinque Terre Sciacchettrà 
Bosco 

Albarola 
Vermentino 

Liguria 2015 6 2 2 

Bianchello del Metauro 
DOC Passito 

Biancame Marche 2017 8 3 2 

I Terreni di Sanseverino 
DOC Passito 

Montepulciano 
Vernaccia 

Marche 2015 2 1 - 

Marche IGT e Passito Misto Marche 2013 3 - - 

Verdicchio dei Castelli di 
Jesi DOC Passito 

Verdicchio Marche 2017 7 3 1 

Verdicchio di Matelica DOC 
Passito 

Verdicchio Marche 2015 6 1 - 

Moscato del Molise DOC 
Passito 

Moscato Molise 2017 7 2 - 

Passito di Pantelleria DOC Zibibbo Isola di Pantelleria 2015 9 5 3 

Isola dei Nuraghi IGT 
Passito 

Misto Sardinia 2012-17 14 8 8 

Passito di Noto DOC Moscato Sicilia 2014-17 8 3 1 

Terre Siciliane IGT Passito Misto Sicilia 2017 4 - - 

Terre Siciliane IGT Misto Sicilia 2012 6 1 - 

Terre Siciliane IGT Moscato 
Passito 

Moscato Sicilia 2014 10 3 4 
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Vino Vitigno principale Regione Annata TAV ZA AT 

 Pisano di San Torpè DOC 
Vin Santo Amabile 

Trebbiano Toscana 2011 7 3 3 

Colli dell'Etruria Centrale 
DOC Vin Santo Occhio di 

Pernice 
Sangiovese Toscana 2014 5 1 - 

Montecarlo DOC Vin 
Santo 

Sangiovese Toscana 2016 2 - - 

Montescudaio DOC Vin 
Santo 

Trebbiano Toscana 2016 2 - - 

Moscadello di Montalcino 
DOC 

Moscato Toscana 2014 11 7 6 

San Gimignano Vin Santo 
DOC 

Trebbiano 
Malvasia 
Vernaccia 

Toscana 2014 14 8 8 

Sant'Antimo Vin Santo 
DOC 

Malvasia 
Trebbiano 

Toscana 2010 4 - - 

Sant'Antimo Vin Santo 
Occhio di Pernice DOC 

Sangiovese 
Trebbiano 

Toscana 2015 5 1 1 

Val di Cornia Aleatico 
Passito DOC 

Aleatico Toscana 2015 4 1 1 

Valdichiana DOC Vin 
Santo 

Malvasia 
Trebbiano 

Toscana 2016 3 - - 

Vin Santo del Chianti 
Classico DOC 

Malvasia 
Trebbiano 

Toscana 2012 19 8 13 

Vin Santo del Chianti 
Classico Occhio di Pernice 

DOC 
Sangiovese Toscana 2014 13 7 7 

Vin Santo del Chianti 
Rufina DOC Occhio di 

Pernice 
Sangiovese Toscana 2017 9 5 3 

Vin Santo di 
Montepulciano DOC 

Grechetto 
Trebbiano 
Malvasia 

Toscana 2017 10 5 4 

Vin Santo di 
Montepulciano Occhio di 

Pernice DOC 
Sangiovese Toscana 2016 12 4 6 

Colli del Trasimeno DOC 
Vin Santo 

Misto Umbria 2014 14 7 8 

Montefalco Sagrantino 
Passito DOCG 

Sagratino Umbria 2015 5 1 1 

Umbria IGT Passito Misto Umbria 2013 4 2 2 

Orvieto DOC Classico 
Superiore 

Trebbiano 
Grechetto 
Canaiolo 

Umbria/Lazio 2010 7 1 1 

Recioto della Valpolicella 
DOCG 

Corvina 
Corvinone 
Rondinella 

Veneto 2017 4 1 1 

Amarone della 
Valpolicella DOCG 

Corvina 
Corvinone 
Rondinella 

Veneto 2016 12 6 6 
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In questo paragrafo verranno discusse le attività svolte e la strategia sviluppata per garantire 

l’affidabilità del risultato analitico ottenuto mediante spettroscopia MIR e modelli chemiometrici; 

ciò è stato possibile attraverso la creazione di un programma di controllo della qualità delle 

performance strumentali. In altre parole, attraverso la creazione di un piano di assicurazione della 

qualità vengono monitorate la precisione e l’esattezza della misura strumentale nel tempo. In 

questo contesto, l’uso delle carte di controllo costituisce la metodologia principale per valutare 

statisticamente l’andamento nel tempo delle prestazioni del processo di misura. Tra le cause più 

comuni che alterano la corretta acquisizione del segnale strumentale possono esserci: 

- Scorretta aspirazione del liquido dall’ago campionatore 

- Presenza di bolle di aria nel circuito idraulico 

- Residui accumulati nel filtro campionatore 

- Scarso avvinamento/lavaggio della cella di misura 

- Usura o sporco nella cella di misura 

- Variazione cammino ottico indesiderata 

- Variazione temperatura/umidità laboratorio 

Quando una o più di queste situazioni si presentano, lo spettro infrarosso viene acquisito in 

modo scorretto e le variazioni spettrali che ne conseguono, alterano la corretta stima dei 

parametri enologici di interesse. 

Al fine di verificare il corretto funzionamento strumentale, ad ogni sessione di analisi, vengono 

acquisiti campioni di controllo di cui sono noti i valori di riferimento. Il vino utilizzato come 

standard di riferimento deve avere alcune importanti caratteristiche: (1) essere disponibile in 

grande quantità; (2) essere stabile; (3) le concentrazioni dei parametri enologici di interesse 

devono ricadere all’interno dei range di validità dei modelli chemiometrici. 

Alla luce delle caratteristiche descritte, i “vini in scatola” risultano particolarmente idonei 

come campioni di controllo in quanto relativamente stabili e disponibili in elevate quantità 

(contenitori da 5 L). In Tabella 6-1Figura 6.1 sono riportati i valori di riferimento per il vino bag-

in-box (Bib) scelto come campione di controllo.  

 

Tabella 6-1 

 
Titolo 

alcolometrico 
volumico (% vol) 

Zuccheri 
totali (g/L) 

Acidità totale 
(g/L acido 
tartarico) 

Acidità volatile 
(g/L acido 
acetico) 

pH 
CO2 
(g/L) 

Bib di 
controllo 

12,0 < 0,1 4,8 0,38 3,81 0,56 
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Il monitoraggio del TAV per il campione di controllo rappresenta uno dei metodi più semplici 

per il controllo delle prestazioni strumentali; tale monitoraggio può essere messo in atto 

mediante l’impiego di carte di controllo univariate che consentiranno di verificare se il TAV 

stimato dai modelli PLS risulta, o meno, in specifica rispetto alla misura di riferimento. 

È stato infatti osservato sperimentalmente che il TAV è il parametro enologico più sensibile 

alle variazioni delle condizioni sperimentali e che risente maggiormente del calo delle prestazioni 

strumentali. La corretta valutazione del grado alcolico è inoltre di fondamentale importanza per 

i produttori di vino ed è pertanto necessario fornire un risultato affidabile nel tempo (precisione 

ed esattezza di misura devono essere costanti nel tempo).  

Per una valutazione completa delle prestazioni strumentali non è sufficiente focalizzarsi sulle 

performance predittive del modello PLS, ma è necessario controllare i segnali di assorbimento del 

Bib a tutte le frequenze acquisite tra 950 e 3050 cm-1. Pertanto, l’utilizzo di metodi multivariati di 

analisi rappresenta la scelta corretta quando si vuole studiare un sistema complesso descritto da 

centinaia di variabili spettrali. Le carte di controllo multivariate permettono di effettuare un 

controllo molto potente e dettagliato pur mantenendo la semplicità di interpretazione delle carte 

di controllo univariate (Ferrer, 2007; Kourti, 2002, 2005; Tracy et al., 1992). Per mezzo della PCA 

è infatti possibile definire la regione dello spazio multivariato “sotto controllo” ovvero la regione 

dello spazio occupata dai campioni di Bib che sono stati acquisiti in condizioni di perfetto 

funzionamento dello strumento. Al presentarsi di situazioni anomale o derive strumentali, la carta 

di controllo multivariata sarà in grado di segnalare all’operatore la “situazione fuori controllo” 

permettendo eventualmente di individuare le cause che l’hanno determinata. In particolare, le 

carte di controllo, utilizzate in questo lavoro di tesi, sono basate sulla statistica del 𝑇2 di Hotelling 

e sulla statistica-𝑄 (Ferrer, 2007; Kourti, 2002).  

Le carte di controllo univariate e multivariate sono ampiamente utilizzate in ISVEA per il 

controllo qualità della strumentazione Bacchus 3 a disposizione dell’azienda. Nelle pagine 

seguenti vengono mostrati i risultati ottenuti dal monitoraggio quadrimestrale di un 

interferometro Bacchus 3, con il quale sono stati analizzati in triplo i campioni di controllo Bib per 

52 sessione di analisi. A tal proposito occorre sottolineare che la prima acquisizione è stata 

utilizzata per avvinare il circuito idraulico e la cella di misura, mentre le altre due acquisizioni sono 

state utilizzate come riferimento per il monitoraggio strumentale. Per i campioni di Bib è stato 

inoltre quantificato il TAV mediante applicazione del relativo modello PLS (Paragrafo 5.1.3). 

Questi ultimi dati saranno utilizzati per costruire le carte di controllo univariate, mentre i dati 

spettrali saranno utilizzati per le carte di controllo multivariate. 
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6.1. Costruzione carte di controllo univariate e 

multivariate 

Le carte di controllo sono state costruite considerando le acquisizioni spettrali ottenute dalle 

prime 30 sessioni di analisi, per un totale di due mesi e mezzo di lavoro. In questo lasso di tempo 

lo strumento ha funzionato correttamente e i dati ottenuti sono stati ritenuti idonei per costruire 

le carte di controllo univariate e multivariate. Poiché per ogni sessione analitica in triplo la prima 

acquisizione spettrale è stata scartata (utilizzata per avvinare il circuito idraulico del Bacchus 3), 

il numero totale di campioni utilizzati per costruire le carte di controllo è pari a 60. 

6.1.1. Carte di controllo univariate (CCU) per il monitoraggio del 

TAV 

Le CCU per il monitoraggio del TAV sono state costruite al fine di evidenziare variazioni di 

precisione ed esattezza nel tempo nella determinazione di questo parametro. La trattazione che 

segue può comunque essere estesa anche a tutti gli altri parametri enologici.  

Le CCU utilizzate sono di due tipi: 

a) X-Chart per la verifica dell’esattezza nel tempo (informazioni anche su variazione di precisione 

della misura) 

b) R-Chart per la verifica della precisione nel tempo  

Costruzione delle X-Chart 

L’X-Chart consiste in un grafico bidimensionale in cui si riportano i valori del TAV predetto per il 

campione di controllo. La carta è predisposta secondo quanto riportato nella norma ISO 5725-

6:1994 (E). La carta X è caratterizzata da linee, parallele all’asse x (asse delle sequenze temporali 

delle determinazioni), passanti per: 

- il valore medio X̅ 

- i limiti di attenzione per X̅ − 2s e X̅ + 2s   

- i limiti di controllo per X̅ − 3s e X̅ + 3s    

𝑠 è lo scarto tipo calcolato secondo la formula: 
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 s =  √
∑ (Xi − X̅)2N
i=1

N − 1
 (6.1) 

dove Xi rappresentano le singole determinazioni effettuate nelle 30 sessione analitiche con 𝑖 che 

va da 1 a 60. Le due linee più vicine alla linea media rappresentano i “limiti dell’attenzione” 

(warning limits = WL) e corrispondono al limite di fiducia del valor singolo al 95%; le due linee 

esterne rappresentano i “limiti del controllo” (control limits = CL) e corrispondono al limite di 

confidenza del valor singolo al 99%. 

A titolo di esempio in Figura 6.1 viene riportata l’X-Chart con i valori del TAV degli ultimi 30 

campioni analizzati. 

 

Figura 6.1: X-Chart costruita considerando i campioni analizzati in condizioni di perfetto funzionamento dello 
strumento. Le linee verdi corrispondono ai limiti di attenzione al livello di confidenza del 95% mentre le linee rosse 
sono i limiti di controllo (99 %). 

 

Costruzione delle R-Chart 

Le R-Chart sono costruite utilizzando le differenze tra i valori delle misure in duplicato (𝑅𝑖 è 

definito “range” per l’𝑖-esima determinazione in doppio) delle determinazioni eseguite sul 

campione di prova. La carta è predisposta secondo quanto riportato nella norma ISO 5725-6: 

1994 (E) dalla quale sono stati estratti i parametri statistici per il calcolo dei limiti di controllo: 

a) la linea centrale viene individuata per il valore R̅  =  1,128s 

b) limite di attenzione per WL =  2,834s  

c) limite di controllo per CL =  3,686s 

dove 𝑠 è la deviazione standard calcolata secondo l’Equazione 6.1, R̅ è definito “range medio”, 

WL corrisponde al limite di ripetibilità al livello di fiducia del 95%, che rappresenta la massima 
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differenza tollerabile perché due misure possano essere considerate indistinguibili mentre CL è 

il valore di soglia oltre il quale è necessario interrompere l’analisi e intervenire con misure 

correttive per riportare i valori entro i limiti di validità della misura. 

In Figura 6.2 viene mostrata la carta di controllo con i valori delle 30 misure effettuate in 

doppio: per ciascuna analisi è stato calcolato il valore assoluto della differenza tra le due misure, 

Ri, e riportato nell’R-Chart secondo l’ordine temporale di acquisizione. Tutti i valori riportati sono 

entro i limiti di attenzione a prova del fatto che la misura è ripetibile e che le prestazioni 

strumentali sono stabili nel tempo. 

 

 

Figura 6.2: R-Chart costruita considerando le analisi in doppio eseguite sul Bib.  La linea verde corrisponde al limite di 
attenzione al livello di confidenza del 95%, e coincide con il limite di ripetibilità. La linea rossa definisce il limite di 
controllo, oltre il quale è obbligatorio sospendere le analisi e analizzare le cause della perdita di precisione. 

 

6.1.2. Carte di controllo multivariate (CCM) 

Il database utilizzato per costruire le CCM consiste in 486 colonne (variabili spettrali 950-3050 

cm-1 con esclusione degli assorbimenti di CO2 e H2O) e 60 righe, corrispondenti ai Bib analizzati 

nella seconda e terza acquisizione delle 30 sessioni analitiche. 

Come detto, le CCM vengono costruite a partire dai risultati ottenuti dall’analisi PCA applicata 

ai 60 campioni di controllo. Il modello PCA, costruito considerando le prime quattro componenti 

principali, permette di descrivere oltre il 96% della varianza originaria (Figura 6.3).  

In Figura 6.4.A viene riportato lo score plot per le prime due componenti (87% della varianza 

originaria), in cui ogni campione è stato colorato in base al valore del TAV predetto dal modello 

PLS: colore giallo per i campioni con TAV < 11,9% vol, colore grigio per 11,9% vol < TAV < 12,1% 

vol, rosso per valori di TAV predetto maggiori di 12,1% vol. L’ellisse di confidenza al livello di 

probabilità del 99,7%, chiamato ellisse di Hotelling, definisce la regione dello spazio multivariato 

caratterizzata dai campioni “sotto controllo”. 
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Figura 6.3: Scree plot per l’analisi delle componenti principali effettuata sui 60 campioni analizzati 

 

Ogni spostamento all’interno dell’ellisse è ritenuto accettabile e conforme; quando un 

campione cade al di fuori dell’ellisse di controllo, significa che non è stato acquisito correttamente 

ed è necessario indagare le cause che hanno determinato tale anomalia.  

Per meglio comprendere la distribuzione dei campioni nello score plot è necessario osservare 

il loading plot per PC1: il profilo evidenziato in Figura 6.4.B presenta intensi assorbimenti a 1045 

cm-1 e 1087 cm-1 e nella regione degli stretching -C-H. Altre importanti variazioni si presentano in 

prossimità degli estremi dell’intervallo di acquisizione (950-3050 cm-1) e tra 1700-1900 cm-1. Le 

principali variazioni coinvolgono le lunghezze d’onda maggiormente correlate al contenuto 

alcolico del vino analizzato ed è per questa ragione che il valore predetto dal modello PLS non è 

mai costante ma presenta degli scostamenti dal valore di riferimento, che sono tanto più marcati 

quanto maggiori sono le variazioni spettrali registrate. In base a questa osservazione è quindi 

lecito aspettarsi campioni con TAV predetto maggiore di 12,1% vol a valori positivi di PC1 e 

campioni con TAV < 11,9% vol a valori negativi di PC1. 

In Figura 6.4.D è infine mostrato l’influence plot 𝑄-𝑇2 con i limiti di confidenza definiti dalle 

rispettive statistiche. I campioni sono tutti distribuiti entro i limiti di controllo all’interno del III 

quadrante dell’influence plot. 

In Figura 6.5 vengono riportate le due CCM costruite sulla base della statistica 𝑄 e 𝑇2: in ascissa 

vengono riportati i campioni analizzati secondo l’ordine temporale mentre in ordinata sono 

riportati i valori di 𝑄 e 𝑇2. In particolare la carta 𝑇2 permette di individuare spostamenti anomali 

nel piano definito dalle PC. Tali spostamenti sono dovuti a variazioni di intensità del segnale 

spettrale che possono dipendere, ad esempio, da un non perfetto avvinamento/lavaggio della 

cella di misura (i campioni risultano quindi leggermente diluiti).  
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Figura 6.4: (A) Score plot per le prime due componenti principali; (B) Loading plot per PC1; (C) Loading plot per PC2; 
(D) Influence plot Q-T2; le linee tratteggiate indicano i valori limite calcolati in base alle rispettive statistiche. I campioni 
sono stati colorati in base al TAV predetto dal modello PLS: giallo (< 11,9% vol), grigio (tra 11,9 e 12,1% vol), e rosso (> 
12,1% vol). 

 

D’altra parte, la carta 𝑄 permette di evidenziare eventuali scostamenti dal piano delle 

componenti. I campioni oltre i limiti di controllo 𝑄 presentano caratteristiche spettrali anomale 

con diversa struttura di correlazione tra le variabili. Questo fatto può dipendere da una scorretta 
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aspirazione del campione o del background (presenza di bollicine nella cella di misura) o al 

deperimento del campione di controllo analizzato (il Bib si è deteriorato e deve essere sostituito). 

 

 

Figura 6.5: (A) carta di controllo T2; (B) carta di controllo Q. I campioni sono colorati in base al TAV predetto dal relativo 
modello PLS (giallo < 11,9, 11,9 < grigio < 12,1, e rosso > 12,1% vol). I limiti di controllo (linee tratteggiate) sono stati 
calcolati sulla base delle rispettive statistiche. 

 

6.2. Utilizzo carte di controllo multivariate e univariate 

Le CCM e le CCU sono state utilizzate per controllare le prestazioni strumentali nel mese e 

mezzo successivo alla costruzione delle carte di controllo, per un totale di 22 sessioni di analisi. 

Anche in questo caso i campioni sono stati analizzati in triplo ma solo la seconda e terza 

acquisizione sono state riportate nelle carte di controllo, per un totale di 44 campioni analizzati. 

Una prima valutazione sulle prestazioni strumentali può essere fatta considerando le 

proiezioni dei nuovi campioni nel piano delle PC definito dai campioni “sotto controllo” (perfette 

condizioni di funzionamento dello strumento) (Figura 6.4).  
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In Figura 6.6 è riportato lo score plot per le prime due PC (87% della varianza) nel quale 

vengono proiettati i campioni analizzati nelle 22 sessioni analitiche in questione. Anche in questo 

caso i campioni sono stati colorati in base al valore del TAV predetto dal modello PLS. 

 

 

Figura 6.6: in alto a sinistra, è mostrato lo score plot per le prime due PC (87% della varianza) su cui sono proiettati i 
nuovi campioni di Bib analizzati (colorati in base al valore del TAV predetto). In basso a sinistra, sono riportati i valori di 
score per PC1 mentre in alto a destra, gli score per PC2 in funzione della sequenza di analisi. Le ampie oscillazioni lungo 
PC1 sono indice di una situazione “fuori controllo”. Dopo la trentesima analisi è stato eseguito un intervento tecnico 
sullo strumento che ha permesso di riportare la situazione “sotto controllo”. 

 

Dallo score plot (figura in alto a sinistra) è possibile osservare come alcuni campioni siano al di 

fuori dell’ellisse di Hotelling: i campioni a valori negativi di PC1 (colore giallo) sono distanti dal 

centro del modello delle PC e possiedono un valore di TAV < 11,9% (rispetto al valor medio di 

predizione).  

I grafici costruiti considerando i valori di PC1 (grafico in basso) e PC2 (grafico in alto a destra) 

in funzione della sequenza analitica, permettono di evidenziare come evolve la disposizione dei 

Bib nel piano delle componenti: fino alla trentesima acquisizione le oscillazioni sono abbastanza 

pronunciate e determinano la fuoriuscita dei campioni dall’ellisse di confidenza; dopo l’intervento 

tecnico (attivato in seguito al non corretto funzionamento dello strumento) le oscillazioni, 

soprattutto in PC1, diventano meno importanti e i campioni ritornano dentro l’ellisse di Hotelling. 
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In Figura 6.7 sono riportate le carte di controllo 𝑇2 e 𝑄: i grafici sono costruiti considerando le 

prime 4 PC (96% della varianza - Figura 6.3) e forniscono quindi informazioni più complete 

rispetto allo score plot (grafico bidimensionale delle prime 2 PC).  

 

 

Figura 6.7: (A) carta di controllo T2 e (B) carta di controllo Q, utilizzate per il controllo delle nuove sessioni di analisi (44 
campioni totali). 

 

Quello che si osserva è che già dalla quinta acquisizione spettrale effettuata, il sistema diventa 

instabile e molti campioni finiscono oltre i limiti di controllo. In particolare, le oscillazioni più 

pronunciate si osservano nella carta 𝑄 dove vengono registrati diversi campioni oltre i limiti di 

soglia fino alla trentesima acquisizione, dopo la quale, l’intervento tecnico effettuato sullo 

strumento ha riportato la situazione sotto controllo. 
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A titolo di esempio, il campione Bib-25 ha le caratteristiche anomale di un extreme outlier con 

valori di 𝑇2 e 𝑄 oltre i limiti di controllo, mentre il campione Bib-32, si trova entro i limiti di 

controllo ed è descritto correttamente dal modello PCA (Figura 6.4 e Figura 6.6). Nella Figura 6.8 

sono riportati il contributo-𝑇 e contributo-𝑄 (Paragrafo 3.5) per il campione anomalo Bib-25 

analizzato prima dell’intervento tecnico. Secondo il grafico del contributo-𝑇, Bib-25 è 

caratterizzato da assorbimenti poco intensi (rispetto alla media delle acquisizioni) in tutta la 

regione spettrale investigata con particolare riferimento alle frequenze caratteristiche delle 

funzionalità alcoliche. Per questo campione è stato infatti predetto un valore eccezionalmente 

basso per il TAV, pari a 11,4% vol. 

Dal grafico del contributo-𝑄 è facile evidenziare come Bib-25 sia caratterizzato anche da valori 

eccezionalmente elevati tra 2950 e 3050 cm-1: questa regione spettrale, oltre ad essere 

influenzata dagli assorbimenti delle molecole di etanolo, glucosio e fruttosio risente del 

contributo delle molecole di acqua. La trasmittanza delle molecole di acqua oltre i 3000 cm-1 è 

prossima a zero (tutta la radiazione infrarossa è assorbita dalle molecole di acqua) e il calcolo del 

valore di assorbanza (logaritmo del rapporto tra la trasmittanza background e la trasmittanza del 

campione) può essere affetto da un errore considerevole se la misura non viene eseguita 

correttamente. 

 

 

Figura 6.8: (A) grafico del contributo-T per Bib-25; (B) grafico del contributo-Q per Bib-25. 

 

Per ristabilire le normali condizioni operative è stato predisposto un intervento tecnico 

straordinario (le operazioni di pulizia della cella e del circuito idraulico si sono rivelate infruttuose) 

nel quale sono stati cambiati alcuni componenti dello strumento. In particolare, è emerso che il 

distanziatore (spacer) in PTFE della cella di misura era usurato e che le cell window erano 

particolarmente sporche (Figura 6.9). Durante l’intervento sono stati sostituiti anche il filtro del 

campionatore e i tubi pompa. 

 

-0,6

-0,4

-0,2

0

0,2

950 1450 1950 2450 2950

C
o

n
t-

T

Frequenza (cm-1)

Contributo-T Bib-25

0

0,0001

0,0002

0,0003

950 1450 1950 2450 2950

C
o

n
t-

Q

Frequenza (cm-1)

Contributo-Q Bib-25

A B



Capitolo 6  Piano di assicurazione della qualità 

193 

 

 

Figura 6.9: rappresentazione schematizzata di una cella IR a trasmissione per liquidi. 

 

In seguito a questo intervento la situazione è tornata alla normalità e i nuovi campioni acquisiti 

non presentavano alcuna anomalia particolare. 

Analogamente alle CCM, anche le CCU (Figura 6.10 e Figura 6.11) sono caratterizzate da punti 

oltre i limiti di attenzione e di controllo. In particolare il campione numero 11 è stato predetto 

con un valore di TAV eccezionalmente basso (11,1% vol), mentre per il suo doppio è stato 

predetto un valore vicino al valor medio di predizione (scarsa ripetibilità della misura). Sia la carta-

X che la carta-R evidenziano la perdita di accuratezza nella misura. Tuttavia, dopo questo 

campione, la situazione sembra tornare sotto controllo fino alla 27-esima acquisizione per la 

quale viene registrato un altro valore fuori limite. 

 

 

Figura 6.10: X-chart del titolo alcolometrico volumico predetto per i nuovi campioni di Bib. 

 

In seguito all’intervento tecnico le fluttuazioni nella X-Chart sono meno evidenti e i campioni 

si distribuiscono omogeneamente attorno al valor medio. Analogamente, nelle R-chart tutti i 

valori di range si trovano al di sotto della linea nera come conseguenza dell’aumento della 

precisione nella misura. 
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Nonostante la grande utilità delle CCU risulta evidente come queste non permettano di 

evidenziare in modo marcato l’origine della situazione anomala, ritardando quindi l’intervento di 

manutenzione. Le CCU forniscono informazioni limitate al singolo parametro analizzato e per un 

monitoraggio completo sarebbe necessario controllare anche gli altri parametri enologici. In 

questo modo però il controllo qualità torna ad essere un problema di tipo multivariato. 

 

 

Figura 6.11: R-chart del titolo alcolometrico volumico predetto dalle analisi in doppio per i nuovi campioni di Bib. 

 

L’utilizzo combinato di carte multivariate e carte univariate per il controllo dei parametri 

enologici più sensibili è quindi la soluzione migliore da adottare per monitorare le performance 

strumentali e per evidenziare tempestivamente il presentarsi di situazioni anomale. 
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Il presente lavoro di tesi, oltre ad ampliare la ricerca nel campo della chemiometria applicata 

al mondo enologico, rappresenta il primo tentativo di fornire un nuovo servizio di analisi basato 

sullo sviluppo e gestione di modelli quantitativi di predizione in remoto.  

Per poter testare la procedura analitica, sviluppata presso i laboratori di ISVEA, in un contesto 

più applicativo, tre interferometri Bacchus 3 sono stati installati in due aziende vitivinicole toscane 

e in un laboratorio di prova in provincia di Lecce. 

L’applicazione in campo della procedura analitica permette di evidenziare i limiti e punti di 

forza del metodo proposto. In particolar modo è stata valutata la semplicità di utilizzo di 

strumento e software di analisi da parte di operatori (esperti e non) senza supervisione. 

Tutte le fasi di installazione sono state eseguite con la supervisione di personale di Steroglass 

S.r.l., azienda che si occupa della commercializzazione e manutenzione degli interferometri 

Bacchus 3 in Italia.  

Le installazioni degli interferometri Bacchus 3 sono state effettuate in presenza, presso le 

aziende vitivinicole toscane (Settembre 2019), e via remoto per il laboratorio di analisi enologiche 

pugliese (Luglio 2020). In quest’ultimo caso, a causa dell’emergenza sanitaria Covid-19, lo 

strumento è stato spedito via corriere e ogni fase dell’installazione è stata seguita in video 

conferenza. 

Una volta completate le operazioni di installazione, sono stati predisposti alcuni cicli di 

lavaggio e la cella di misura è stata standardizzata, come descritto nel Paragrafo 4.1. 

Successivamente sono stati analizzati alcuni campioni di prova per testare la fluidica e il corretto 

funzionamento dell’interferometro nella regione dello spettro elettromagnetico compresa tra 

950 e 3050 cm-1. 

A questo punto, per poter applicare correttamente il metodo analitico sviluppato per la 

quantificazione dei parametri di qualità enologici, è necessario apportare alcune importanti 

modifiche ai modelli matematici di predizione. Infatti, a causa delle inevitabili differenze 

strumentali tra spettrofotometri, l’applicazione dei modelli chemiometrici agli spettri acquisiti 

con la nuova strumentazione comporta errori di predizione maggiori di quelli riportati in Tabella 

5-9. Per consentire la corretta determinazione dei parametri enologici è quindi necessario 

effettuare l’allineamento dei modelli chemiometrici alle nuove condizioni sperimentali. 

7.1. Allineamento modelli di calibrazione 

Una limitazione pratica delle calibrazioni multivariate si presenta quando un modello di 

calibrazione esistente, sviluppato come descritto nei paragrafi precedenti, viene applicato a 

spettri acquisiti con nuovi strumenti e/o in differenti condizioni sperimentali. Se un modello di 
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calibrazione è stato sviluppato su uno strumento sarà caratterizzato da significativi contributi che 

derivano dallo strumento stesso e quindi non potrà essere generalmente utilizzato per stimare le 

proprietà di interesse di campioni acquisiti con strumenti diversi. Analogo discorso vale se gli 

spettri vengono acquisiti sullo stesso strumento ma le condizioni sperimentali (ad es. variazioni 

di temperatura e umidità) sono cambiate. Considerare queste variazioni è di fondamentale 

importanza per poter utilizzare i modelli predittivi nelle analisi di routine (A. C. Olivieri & Faber, 

2009; Alejandro C. Olivieri et al., 2006). 

Una soluzione a questo problema potrebbe essere quella di aggiornare i modelli 

chemiometrici con un considerevole numero di campioni acquisiti con la nuova strumentazione, 

in modo da considerare gli effetti derivanti dalle nuove condizioni sperimentali. Questa soluzione 

non è però proponibile perché richiederebbe un considerevole sforzo in termini di costi e tempo. 

Inoltre, questa procedura dovrebbe essere ripetuta ogni volta che viene acquistato un nuovo 

strumento o quando le condizioni ambientali cambiano. 

Esistono tuttavia metodi matematici grazie ai quali è possibile, con uno sforzo minimo, 

effettuare il trasferimento della calibrazione o allineamento dei modelli alle nuove condizioni 

sperimentali. Se le variazioni sistematiche, introdotte dalle nuove condizioni sperimentali, sono 

piccole e costanti (effetti additivi e moltiplicativi), è possibile modificare il modello di calibrazione 

attraverso una semplice correzione dei coefficienti di regressione (pendenza ed intercetta). 

Questa strategia di allineamento agisce direttamente sulla variabile esplicativa e rappresenta la 

strategia di trasferimento di calibrazione più semplice da applicare (Anderson & Kalivas, 1999; 

Bouveresse & Massart, 1996; Feudale et al., 2002; Steven Brown et al., 2009). Nonostante la 

correzione agisca solamente sulla variabile risposta, e non sul dato spettrale, ovvero quella di 

parte di informazione che effettivamente risente delle condizioni sperimentali, questo tipo di 

approccio è molto utilizzato in spettroscopia infrarossa (Feudale et al., 2002). 

La procedura di allineamento consiste nel modificare la relazione matematica che lega il dato 

spettrale e la variabile risposta, attraverso il calcolo di nuovi coefficienti di regressione 𝒃𝑃𝐿𝑆. 

Ogni nuovo strumento sarà quindi caratterizzato da specifici modelli predittivi i cui coefficienti 

differiscono da quelli originali per un fattore additivo e un fattore moltiplicativo. 

In altre parole la relazione che intercorre tra valori predetti dal modello originario (�̂�𝑝𝑟𝑒𝑑) e 

valori predetti dal modello allineato (�̂�𝑐𝑜𝑟𝑟) può essere scritta come: 

 �̂�𝑐𝑜𝑟𝑟 = (�̂�𝑝𝑟𝑒𝑑 − 𝑞)/𝑚 (7.1) 

dove 𝑞 e 𝑚 rappresentano l’intercetta e la pendenza della retta di calibrazione ottenuta per 

confronto tra �̂�𝑝𝑟𝑒𝑑  e valore di riferimento, 𝑦𝑟𝑖𝑓.  
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Dopo la correzione, i residui di predizioni calcolati per confronto tra �̂�𝑐𝑜𝑟𝑟  e 𝑦𝑟𝑖𝑓  sono 

confrontabili con quelli elencati in Tabella 5-9 e la nuova retta di calibrazione è caratterizzata da 

pendenza unitaria e intercetta nulla.  

In base all’equazione precedente siamo adesso in grado di calcolare i nuovi coefficienti PLS e 

allineare i modelli predittivi alle nuove condizioni sperimentali. Esplicitando i coefficienti 𝑏𝑗 e il 

termine noto 𝑏0 (per il modello i-esimo) nell’Equazione 3.22, si ottiene: 

 �̂�𝑝𝑟𝑒𝑑 =∑𝑥𝑗𝑏𝑗 + 𝑏0

𝐽

𝑗=1

 (7.2) 

da cui, sostituendo nell’Equazione 7.1: 

 �̂�𝑐𝑜𝑟𝑟 =
(∑ 𝑥𝑗𝑏𝑗 + 𝑏0

𝐽
𝑗=1 ) − 𝑞

𝑚
 (7.3) 

Raggruppando i coefficienti e il termine noto è possibile semplificare in: 

 �̂�𝑐𝑜𝑟𝑟 =
∑ 𝑥𝑗𝑏𝑗
𝐽
𝑗=1

𝑚
+
𝑏0 − 𝑞

𝑚
 (7.4) 

cui segue: 

 �̂�𝑐𝑜𝑟𝑟 =∑𝑥𝑗𝑏𝑗
′ + 𝑏0

′

𝐽

𝑗=1

 (7.5) 

dove 𝑏𝑗
′ = 

𝑏𝑗
𝑚⁄  e 𝑏0

′ =
(𝑏0 − 𝑞)

𝑚⁄  rappresentano i coefficienti del modello allineato alle nuove 

condizioni sperimentali. 

Al fine di procedere con quanto fin qui descritto, è stato necessario acquisire alcuni campioni 

di mosto e vino a concentrazione nota di alcol, zuccheri, acidità totale, acidità volatile, pH, acido 

malico e acido lattico, con una variabilità estesa a tutto il range di concentrazione in cui sono 

definiti i modelli chemiometrici.  

I campioni sono stati analizzati con i nuovi Bacchus 3 installati presso le cantine toscane e il 

laboratorio di analisi in Puglia. Di seguito viene illustrata in dettaglio la procedura di allineamento 

dei modelli chemiometrici applicata in questo lavoro sperimentale.  

54 campioni di vino sono stati analizzati nei laboratori di ISVEA con le metodiche ufficiali per 

la determinazione di alcol, zuccheri totali, acidità totale, volatile, pH, acido malico e acido lattico. 

In Tabella 7-1 sono riportate le statistiche descrittive per ogni parametro analizzato. 
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Tabella 7-1 
 

TAV ZB AT AV PH AM AL 

MEDIA 13,6 6,5 5,8 0,5 3,7 0,8 1,1 

MEDIANA 13,6 7,0 5,6 0,5 3,7 0,4 1,2 

DEV. STD. 1,4 3,6 0,6 0,2 0,2 0,9 0,6 

MIN 10,9 0,4 4,5 0,1 3,3 0,0 0,1 

MAX 19,6 14,7 7,7 0,9 4,2 3,2 2,2 

 

Parallelamente, due aliquote di ogni campione sono state analizzate per via 

spettrofotometrica con la nuova strumentazione Bacchus 3, per un totale di 108 spettri MIR. In 

seguito ad applicazione dei modelli di calibrazione sono stati predetti i parametri enologici per i 

campioni di allineamento. Seguendo quanto descritto precedentemente, i valori predetti dai 

modelli di calibrazione sono stati confrontati con i valori di riferimento. Poiché le nuove condizioni 

sperimentali influiscono sulla misura IR, gli spettri dei campioni saranno caratterizzati da una 

variabilità non efficacemente descritta dai modelli PLS. Conseguentemente il valore predetto da 

ogni modello sarà affetto da un errore superiore all’RMSEP di validazione (Tabella 7-2). 

Tabella 7-2 

PARAMETRO RMSEPVAL RMSEPPRED RMSEPCORR 

ZB 0,45 0,88 0,68 

TAV 0,09 0,46 0,17 

AT 0,22 0,31 0,27 

AV 0,05 0,12 0,07 

PH 0,06 0,11 0,07 

AM 0,13 0,34 0,36 

AL 0,16 0,69 0,32 

RMSEPval rappresenta l’errore medio di predizione calcolato per il set di validazione; RMSEPpred è l’errore di 
predizione ottenuto per i campioni di allineamento; RMSEPcorr è l’errore di predizione dopo l’allineamento dei modelli 
alle nuove condizioni sperimentali. 

 

La Figura 7.1 mostra la relazione tra valore predetto e valore di riferimento (in blu) per le 

procedure di allineamento applicate ai modelli per il laboratorio pugliese: le equazioni della retta 

di calibrazione (metodo dei minimi quadrati lineare – OLS) sono caratterizzate da pendenza non 

unitaria e da intercetta diversa da zero. Come conseguenza di ciò, l’errore di predizione calcolato 

per i modelli non allineati (RSMEPpred) è significativamente maggiore  

rispetto agli errori di validazione (Tabella 7-2).  
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Figura 7.1: procedura di allineamento per (A) ZB, (B) TAV, (C) AT, (D) AV, (E) pH, (F) AM, (G) AL. I punti in blu 
rappresentano i campioni predetti dal modello prima dell’allineamento. In seguito alla correzione, la retta di 
calibrazione ha pendenza unitaria e intercetta nulla (linea rossa). 
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Le equazioni delle rette di calibrazione sono state ottenute per applicazione del metodo dei 

minimi quadrati ai campioni di allineamento. Per una corretta valutazione di pendenza ed 

intercetta è stato necessario eliminare campioni con elevato residuo e cioè oltre i limiti di 

confidenza al 99,7%. Come descritto nel Paragrafo 3.5, un elevato residuo di predizione può 

essere dovuto ad errori commessi durante l’analisi chimica e non necessariamente dipendere dal 

modello chemiometrico. Dalle equazioni delle rette di calibrazione (relazioni in blu) si ottengono 

i valori di pendenza e intercetta da utilizzare nei calcoli correttivi (Equazioni 7.1-7.5).  

La regressione OLS tra valori corretti e valori di riferimento è adesso caratterizzata da 

pendenza unitaria e intercetta nulla (equazioni in rosso): la correzione dei coefficienti ha 

permesso di eliminare differenze sistematiche additive e moltiplicative che contribuivano ad 

alzare i valori di RMSEP. In seguito alle correzioni è possibile ottenere valori di RMSEP comparabili 

a quelli calcolati in fase di validazione del metodo (Tabella 7-2). 

Tuttavia, nonostante la procedura di allineamento, gli RMSEPcorr sono comunque maggiori 

dei relativi RMSEPval. È infatti possibile che le differenze tra i due strumenti non possano essere 

completamente corrette mediante questo metodo di standardizzazione, dove le correzioni 

vengono applicate alla sola variabile risposta (Bouveresse & Massart, 1996; Feudale et al., 2002; 

A. C. Olivieri & Faber, 2009; Steven Brown et al., 2009). Da un punto di vista applicativo, i risultati 

ottenuti sono comunque soddisfacenti e comparabili con i valori riportati in letteratura (Patz et 

al., 2004). 

Da notare che in letteratura sono riportate procedure di allineamento più avanzate che 

prevedono la manipolazione dell’informazione spettrale. Nonostante l’argomento esuli dagli 

obiettivi di questo lavoro di tesi  il lettore potrà trovare interessanti strategie di allineamento e 

standardizzazione nelle seguenti review scientifiche: Anderson & Kalivas, 1999; Bouveresse & 

Massart, 1996; de Noord, 1994; Feudale et al., 2002. 

7.2. Remote Wine Analysis (RWA): gestione e 

stoccaggio del dato in piattaforma on-line 

Nei capitoli precedenti abbiamo visto come gli interferometri Bacchus 3 siano macchine 

relativamente semplici da utilizzare. La semplicità è tale che anche personale non esperto può 

provvedere in modo autonomo a gestire le sessioni analitiche e l’ottenimento delle stime 

quantitative mediante modelli PLS (previo addestramento iniziale).  
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Un altro vantaggio di questo tipo di tecnologia è che la strategia di predizione è gestita in cloud 

e quindi non occupa uno spazio fisico reale e può essere gestita e aggiornata in uno spazio di 

archiviazione virtuale. Per poter conoscere il risultato delle analisi svolte in laboratorio sarà 

sufficiente accedere a questo spazio di archiviazione ed applicare i modelli chemiometrici agli 

spettri infrarossi dei campioni analizzati. 

Per consentire ad ISVEA di mantenere il controllo sul processo analitico è stata creata 

un’apposita piattaforma on-line a cui il cliente deve accedere per poter visualizzare il risultato 

dell’analisi spettrofotometrica. Infatti, anche se lo strumento è stato installato direttamente in 

loco, è solo tramite la piattaforma gestita da ISVEA che il cliente può usufruire del servizio 

analitico.  

La piattaforma online nasce dalla collaborazione tra ISVEA e WENDA, un’azienda italiana 

specializzata in sviluppo di app e piattaforme online per la gestione e tracciabilità di vino e 

alimenti. 

I modelli chemiometrici sono stati archiviati nella piattaforma online dove il cliente potrà 

ottenere il risultato dell’analisi una volta che avrà caricato in cloud lo spettro infrarosso del 

campione analizzato. ISVEA sarà così in grado di fornire un servizio analitico senza dover 

analizzare chimicamente il campione ma controllando via remoto la corretta esecuzione 

dell’analisi e il numero di campioni processati dai propri clienti. 

Il presente lavoro di ricerca rappresenta quindi il primo tentativo di fornire un nuovo servizio 

di analisi basato sulla "Remote Wine Analysis – RWA" ovvero “analisi del vino via remoto”. L’RWA 

apre la strada ad una nuova modalità di gestione e controllo di analisi chimiche e rappresenta un 

traguardo importante per il mondo della chimica analitica.  

La procedura qui di seguito descritta, rappresenta il capitolo conclusivo di anni di test e 

verifiche sul campo grazie alle quali è stato possibile ottimizzare il processo analitico e la 

piattaforma in cloud. 

Più in dettaglio, la piattaforma WENDA è stata concepita con le seguenti sezioni: 

1) Spazio archiviazione modelli chemiometrici 

2) Caricamento e archiviazione file generati dai Bacchus 3 

3) Sezione dedicata al calcolo del risultato analitico in seguito ad applicazione delle equazioni 

lineari PLS ai file Bacchus 3 

Poiché per ogni Bacchus 3 installato sono state effettuate procedure di allineamento diverse, 

per ciascun cliente sono stati calcolati set di coefficienti diversi: ad esempio, per la cantina “A” e 

la cantina “B” sono stati definiti due modelli diversi per il TAV (ad es. TAV_A e TAV_B) 

caratterizzati quindi da set di coefficienti diversi.  
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Ciascun set di coefficienti è stato quindi convertito in file “.txt” e caricato in piattaforma nella 

sezione dedicata. In Figura 7.2 viene mostrata la sezione dedicata all’upload dei modelli 

chemiometrici (visibile solo al personale ISVEA). 

Ciascun modello è identificato da: 

a) Tipo di pretrattamento da applicare ai dati spettrali  

b) Range di validità del modello 

 

Figura 7.2: sezione della piattaforma dedicata al caricamento dei modelli PLS. Solo il personale ISVEA può accedere e 
modificare questa sezione. 

 

Nel Capitolo 5 abbiamo visto come molti modelli siano stati costruiti a partire da dati spettrali 

pretrattati. Per poter applicare correttamente i suddetti modelli è necessario pretrattare 

adeguatamente i dati spettrali dei campioni analizzati. 

La piattaforma è stata quindi realizzata per immagazzinare i file Bacchus 3 e sottoporli a 

trasformazioni matematiche specifiche prima di applicare i modelli chemiometrici. 

La prima versione della piattaforma non prevedeva questo tipo di funzionalità e i dati spettrali 

non subivano alcuna trasformazione preliminare. Tuttavia, considerando gli ottimi risultati 

ottenuti per i modelli D1 e D2 è stato necessario provvedere ad un aggiornamento (Marzo 2020).  

Grazie alla stretta collaborazione con gli sviluppatori di WENDA è stato possibile implementare 

direttamente in cloud gli algoritmi di prepocessamento spettrale di Savitzky-Golay.  Gli algoritmi 

di calcolo delle funzioni in derivata sono stati costruiti considerando un polinomio interpolante 

del terzo ordine e una finestra spettrale a 7 punti, come specificato nel Paragrafo 5.1. Questo 

tipo di aggiornamento ha consentito di migliorare considerevolmente le capacità predittive dei 

modelli per la determinazione degli zuccheri totali e dei parametri di acidità. 

Da un punto di vista gestionale, per ciascun cliente sono stati quindi creati account separati 

con username e password individuali: in questo modo a ciascun cliente sarà assegnato uno spazio 

di lavoro personale in cui caricare gli spettri infrarossi dei campioni di mosto e vino e in cui 

verranno riportati i risultati dell’analisi chemiometrica. 
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La procedura analitica di RWA 

La procedura analitica di RWA ha inizio con l’acquisizione degli spettri infrarossi dei campioni 

analizzati mediante interferometro Bacchus 3: gli spettri vengono salvati in formato “.txt” in una 

cartella del computer decisa dall’operatore. Inizialmente il file di output era in formato “.spc” e 

solo in seguito alle richieste di ISVEA, TDI ha sviluppato una versione aggiornata del software 

Bacchus 3 per l’export degli spettri nel formato “.txt” (più semplice da utilizzare). 

 

 

Figura 7.3: schermata principale piattaforma WENDA 

 

Una volta inserite le credenziali di accesso si accede alla schermata “Home” (Figura 7.3). 

Cliccando sull’icona “Analisi” è possibile accedere alla relativa sezione dove è possibile effettuare 

l’upload dei file “.txt” (Figura 7.4).  

In questa sezione, il cliente ha la possibilità di inserire molte delle informazioni legate al 

campione analizzato che verranno automaticamente salvate nella banca dati online. Il cliente può 

infatti inserire: 

a) Colore: colore campione, ad es. rosso 

b) Anno: annata di produzione, ad es. 2019 

c) Origine: indicazione geografica o denominazione di origine o per vini che ne sono sprovvisti, 

l’origine geografica 

d) Descrizione: generica 

e) Volume (hl): volume della massa campionata 

f) Varietà: cultivar o blend di più cultivar di vitis vinifera 

g) Lotto: numero di lotto di confezionamento se presente 

h) Contenitore: tipologia di contenitore ospitante la massa campionata 

i) Data ricevimento: data del ricevimento dei campioni da parte del laboratorio 

j) Data di prelievo: data del campionamento 



Capitolo 7  Applicazione in campo della procedura analitica 

205 

 

La data di ricevimento e di prelievo possono differire, ad esempio, se l’analisi è svolta conto 

terzi. Queste informazioni sono facoltative ad eccetto di colore ed annata che devono essere 

inserite obbligatoriamente per consentire ad ISVEA di avere alcune informazioni statistiche di 

ritorno dall’analisi dei campioni. La scelta di rendere facoltative le altre informazioni permette di 

rendere più fluida la gestione e l’utilizzo della piattaforma. 

 

 

Figura 7.4: sezione analisi 

 

Una volta inserite le informazioni desiderate è possibile caricare lo spettro del primo campione 

cliccando sul pulsante “Carica campione”: la schermata che si apre offre la possibilità di trascinare 

il file “.txt” dalla cartella di salvataggio direttamente dentro la piattaforma.  

A questo punto, se sono stati analizzati più campioni sarà sufficiente cliccare sul pulsante 

“PROSSIMO” ed inserire le informazioni e lo spettro dei campioni successivi, altrimenti si clicca 

su “FINE”. 

In Figura 7.5 vengono mostrati i risultati di un’analisi eseguita in triplo su un campione di 

mosto “S”. I risultati delle analisi chemiometriche sono riportati in colore verde se i valori sono 

compresi nell’intervallo di validità dei modelli predittivi (Figura 7.2), altrimenti vengono riportati 

in rosso. Ad esempio per campione di mosto “S”, il modello ZB è chiaramente inadatto per predire 

la concentrazione di zuccheri totali (estrapolazione fuori dall’intervallo di validità del modello ZB) 

e per questo motivo la concentrazione zuccherina è riportata in rosso; d’altra parte la 
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determinazione di questo parametro risulta più idonea se effettuata con il modello ZA, e infatti i 

risultati riportati nella medesima colonna sono di colore verde. 

 

 

Figura 7.5: risultati di un’analisi eseguita in triplo sul campione di mosto “S”. 

 

Una volta analizzati tutti i campioni di interesse i risultati possono essere esportati in formato 

“.csv” (cliccando sull’icona evidenziata dalla freccia blu in Figura 7.5) e consentire l’archiviazione 

su qualsiasi PC o dispositivo mobile. 

7.3. Considerazioni conclusive 

 

Figura 7.6: Rappresentazione schematizzata di Remote Wine Analysis 

 

In Figura 7.6 viene mostrata la procedura schematizzata di RWA: tutto inizia da ISVEA, il luogo 

dove i modelli chemiometrici sono stati costruiti e validati. Le cantine rappresentano gli 
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utilizzatori del servizio analitico e luogo dove sono stati installati gli interferometri Bacchus 3. 

WENDA è la piattaforma che connette ISVEA ai suoi clienti ed il luogo dove vengono archiviati i 

modelli predittivi utilizzati per quantificare i parametri enologici di qualità. In WENDA ciascun 

cliente ha la possibilità di creare la propria banca dati personale in cui archiviare i file degli spettri 

e i risultati dei campioni analizzati, e costruire un report delle analisi svolte sul singolo campione 

di vino.  

Attraverso l’interpretazione dei dati provenienti da ciascun cliente (tipo di vino analizzato, 

colore, annata, vitigno, ecc.) ISVEA ha la possibilità di arricchire e ampliare le conoscenze del 

mondo enologico, con il fine ultimo di fornire un servizio di analisi e consulenza focalizzato sul 

singolo cliente.  

La procedura analitica è stata testata in due realtà molto diverse fra loro: (1) in cantina, dove 

è stata gestita da personale non esperto; (2) in un laboratorio di analisi dove è possibile garantire 

condizioni sperimentali stabili. 

 Le prove esterne in cantina si sono svolte da Settembre 2019 a Febbraio 2020, e in laboratorio 

da Luglio 2020 a Febbraio 2021. Il metodo RWA è stato quindi sperimentato in condizioni reali di 

vendemmia quando la numerosità e complessità di campioni è molto più alta che in altri periodi 

dell’anno. Il numero di campioni processato nel periodo di prova ha superato le 400 unità per le 

cantine toscane e le 300 unità per il laboratorio di analisi. Questi numeri confermano l’elevato 

impatto e utilità del servizio analitico proposto.  

Alla fine della prova, ad ogni cliente, è stato sottoposto un questionario di valutazione sulla 

tecnologia Bacchus 3-RWA. 

Sia le cantine che il laboratorio si sono dimostrati da soddisfatti a molto soddisfatti della prova 

e dimostrazione della soluzione analitica proposta. In particolare, sono stati molto apprezzati la 

rapidità di analisi, il numero di parametri analizzabili e il ridotto impatto ambientale di questa 

tecnologia. Viene inoltre messa in risalto l’elevata semplicità di utilizzo anche da parte di 

personale non esperto. Notevolmente apprezzata anche la possibilità di esportare i risultati in 

formato “.csv”. 

Giudizi favorevoli sono stati anche rivolti al servizio di consulenza fornito da ISVEA. Attraverso 

l’analisi in remoto è stato possibile controllare ogni singola analisi svolta dal cliente e in caso di 

risultati controversi il campione è stato inoltrato al laboratorio dove è stato sottoposto ad 

accertamenti con analisi chimiche di riferimento.  

Tra le criticità messe in risalto dai clienti si riportano: 

1) problemi con la determinazione di acido malico, acidità volatile e acidità totale; 

2) assenza di alcuni parametri importanti come acido tartarico e azoto prontamente 

assimilabile. 
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Per quanto riguarda la determinazione di acido malico, volatile e totale è molto probabile che 

una strategia di allineamento più avanzata possa migliorare l’affidabilità dei modelli predittivi, 

magari incrementando anche il numero di campioni utilizzati per l’allineamento.  

Estendere il numero di parametri analizzabili e aggiornare i modelli preesistenti è tra i 

principali obbiettivi che ISVEA si è preposta per rendere completa l’offerta analitica.  

Altro importante aggiornamento sarà rivolto all’introduzione di un programma di controllo 

qualità attraverso l’implementazione in cloud di carte di controllo multivariate per monitorare via 

remoto il corretto funzionamento dello strumento. 
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